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INDICE DE ALGORITMOS

Comentario previo

Se pretende con este documento presentar un trabajo de fin del doble grado de Ingenierfa
Informadtica y Matematicas y que cualquier miembro del tribunal; independientemente de
la vertiente a la que pertenezca sea capaz de comprenderlo en su totalidad. Para ello se ha
acompariado la exposicién con notas en los margenes aclaratorias, que siguen el siguiente
cédigo de color y icono *:

= ® Color 1: Comentarios para aclarar conceptos matematicos o informéticos y ofertar
la idea intuitiva que se esconde, donde no se presuponen conocimientos avanzados en
la materia.

= Q Color 2: Comentarios para una reflexiéon més profunda o que indique nuevas areas
que explorar.

= Q : Concepto clave y destacable que tendrad un papel fundamental a posteriori.

Ademés a lo largo del trabajo se han realizado aportaciones propias y resultados novedosos,
estos apareceran destacados de la siguiente forma:

Este recuadro representa cémo se indicard de ahora en adelante alguna aportacion
original a la materia.

'Como parte de la metodologia los colores han sido seleccionados de acorde a una paleta de colores inclusiva.
Para ello se ha seleccionado una paleta de la web Palett.es, visitada por tltima vez el 13 de mayo del 2022 y con
direccién https://palett.es/6a94a8-013e3b-7eb645-31d331-26f27d.
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1. Metodologia

La planificacién y organizacién es un componente vital a la hora del desarrollo de software
y la ciencia de datos, por lo que no es de extrafiar que sus beneficios sean extrapolables a
otras areas de la ciencia; hemos aplicado por ende la metodologia expuesta en el articulo
[Guez1], realizado el trabajo desarrollando con una mentalidad 4gil, de acorde a las siguientes
hipétesis:

1. Se premia la reproducibilidad, la ciencia no puede ser ciencia si no es reproducible. Es por
ello que se publica todo el material usado.

2. Comprobaciones en todo los niveles, el cddigo que no se ha probado no funciona. Explici-
tamos unos requisitos y criterios claros de validacién.

3. Conocimiento libre, tanto la memoria como el c6digo se encuentra publicado y con
licencia libre en nuestro repositorio de GitHub .

4. Colaboracidn frente jerarquia de mando vertical, los tutores en este caso los interesados
en el producto indican qué les gustarfa que tuviera en vez de un qué y cémo estricto.
Consiguiendo con ello una mayor autonomia y bienestar de trabajo.

Concretamente la metodologia seguida basada en [Gue] ha sido la siguiente:

El objetivo es optimizar el proceso de disefio, entrenamiento y explotacion para reducir su coste
de computo y espacio en memoria en base de un fundamento matematico sélido y siste-
matico que provenga de la nocién mds elemental de red neuronal y no meras heuristicas
experimentales.

Puesto que los problemas surgen de las necesidades humanas, se han definido unas metas
claras a través de la metodologia de personas (ver secciéon 1.1) [D] y las respectivas historias de
usuario derivadas (ver secciéon 1.2).

1.1.  Personas definidas
Ante la pregunta de quiénes serdn los beneficiados e involucrados por este proyecto y que
trataremos de satisfacer han surgido las siguientes personas ficticias:

= Rosa Camarero, desea implementar un modelo de red neuronal que mejore a los
actuales en algtin aspecto, ya sea porque reduzca su coste computacional o espacio en
memoria.

= Maria Lépez, catedratica en matematicas aplicadas y miembro del tribunal . Su co-
nocimiento de informatica es moderado. Valora una memoria formal y rigurosa. Se
encarga de evaluar trabajos fin de grado, en particular éste mismo

TPuede visitarlo en https://github.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales.
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® El objetivo de la meto-
dologia seleccionada.
Buscamos organizarnos de
una manera eficiente con el
fin de optimizar el proceso
de produccién y conducir a
un resultado exitoso. Para
ello nos basaremos en:
1.;Qué personas se beneficia-
ran y estdn involucradas en
el proyecto? (Personas defi-
nidas 1.1)

2.;Qué caracteriza a esas
personas y cudles son sus
necesidades? (Historias de
usuario 1.2)

3.(Qué acciones satisfaran
tales requisitos?(Hitos 1.3)



1. Metodologia

= Pedro Castillo, Doctor experto en deep learning y miembro del tribunal. Valora la
claridad, las experimentaciones sensatas y fundamentadas asi cémo la posibilidad de
aplicaciones reales. Se encarga de evaluar trabajos fin de grado, en particular éste
mismo.

= Javier Meri, profesor del departamento de andlisis matematico y contutor del pro-
yecto (junto con JJ). Busca de manera formal rigurosa entender y optimizar las redes
neuronales usando herramientas analiticas. Estard presente durante todo el desarrollo.

= JJ Merelo, profesor del departamento de arquitectura de computadores y contutor del
proyecto (junto con Javier). Busca resolver problemas relacionados con la optimizacién
bajo un punto de vista mds practico y experimental, salvaguardando un trabajo bien
organizado y metédico. Estard presente durante todo el desarrollo.

= Blanca Cano alumna de informéticas y matematicas, tiene muchas ganas de aprender
sobre redes neuronales, su conocimiento es moderado, espera presentar el trabajo en
la convocatoria ordinaria.

1.2. Historias de usuario

A partir de los usuarios se han definido las historias de usuario [Cohog], que han quedado
registradas como issues etiquetadas con user story y cabecera de formato [HUxx] titulo de
la historia de usuario nuestro repositorio de GitHub, donde HUxx representa la historia
de usuario ntimero xx.

Las historias de usuario definidas son las siguientes:

[HUO1] Optimizacion redes neuronales.

Como Rosa me gustaria que se ejecutaran las redes neuronales en un hardware més barato o
que consuma menos en un tiempo razonable. Puede encontrar su declaracién en las historias
de usuario definidas en nuestro repositorio de GitHub 2.

[HUO2] Metodologia

Como J] me gustaria que el proyecto se realizara bajo un desarrollo agil, el cudl recoge
sus principios en el siguiente manifiesto [Ken] y que es una filosofia, no una metodologia
[Rud] [Bos]. Puede encontrar su declaracion en las historias de usuario definidas en nuestro
repositorio de GitHub 3.

[HUO3] Estudio de las redes neuronales

Como Javier me gustaria que la memoria fuera un estudio de calidad de las redes neuronales,
respondiendo de manera auto-contenida, clara, rigurosa y precisa a preguntas como:

= ;Qué son las redes neuronales?

= ;Coémo se construyen?

2Visite el issue 48 https://github.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales/issues/48.
3Visite el issue 65 https://github.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales/issues/65.
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1.2. Historias de usuario

= ;Para qué sirven?

= ;Por qué funcionan?
Puede encontrar su declaracién en las historias de usuario definidas en nuestro repositorio
de GitHub 4.
[HUOA4] Indagar y experimentar sobre redes neuronales

Como Javier y J] gustarfa plantear nuevas hipoétesis para conocer en mayor profundidad,
aclarar limitaciones, particularizar o abstraer en cualquier aspecto de las redes neuronales
actuales.

Puede encontrar su declaracién en las historias de usuario definidas en nuestro repositorio
de GitHub >.

[HUOS5] Requisitos tribunal

Como Mayte y Pablo queremos corregir un trabajo fin de grado bien hecho. Bajo el contexto
de evaluacién la memoria debe de cumplir una serie de requisitos imprescindibles:

1. Declaracion explicita firmada en la que se asume la originalidad del trabajo, entendida
en el sentido de que no ha utilizado fuentes sin citarlas debidamente. Esta declaracién
se puede descargar en la web del Grado (matematicas).

2. Un indice detallado de capitulos y secciones.

3. Un resumen amplio en inglés del trabajo realizado (se recomienda entre 8oo y 1500
palabras).

4. Una introduccién en la que se describan claramente los objetivos previstos inicialmente
en la propuesta de TFG, indicando si han sido o no alcanzados, los antecedentes
importantes para el desarrollo, los resultados obtenidos, en su caso, y las principales
fuentes consultadas.

5. Una descripcién de la metodologia.
6. Un estado del arte y disefio.

7. Estimacién de los costes.

8. Anadlisis de las prestaciones.

9. Una bibliografia final que incluya todas las referencias utilizadas.

Puede encontrar su declaracién en las historias de usuario definidas en nuestro repositorio
de GitHub °.
Estas historias de usuario dan lugar a hitos.

4Visite el issue 50 https://github.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales/issues/50.
5Visite el issue 51 https://github.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales/issues/51.
®Visite el issue 49 https://github.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales/issues/49.
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1. Metodologia

1.3. Hitos

Los hitos describen entregables, productos minimos viables y se basan en las historias de
usuarios, puede encontrar nuestras declaraciones en nuestro repositorio 7. A éstas ademds le
hemos asociado una fecha de entrega.

Hito O: Explicitacion escrita de la metodologia

Consiste en la redaccién de la descripcion de la metodologifa a seguir resultando en capitulos
concretos de la memoria y issues en la plataforma de trabajo, GitHub. La documentacién
presentada debera de incluir:

= Explicitacién de la metodologia.

= Definicién y descripcién de personas.
= Redaccién de las historias de usuario.
= Redaccién de los hitos.

Seréa validada cuando los tutores aprueben la organizacién y formulaciéon de la misma.

Hito 1: Bdsqueda de resultados teéricos para optimizar las redes neuronales

Se busca con este hito establecer las bases tedricas para poder optimizar las redes neuronales,
se dara por concluido cuando se haya conseguido algtin resultado teérico con el que:

= Acotar el tamafio o la precisién de los pesos u otros parametros de la red neuronal.

= Alguna forma de acelerar la convergencia, si es que se va a optar por un método de
descenso de gradiente.

= En general, cualquier hipétesis que se pueda relajar o cambiar en el camino de reducir
el espacio de biisqueda de posibles redes neuronales o de los pesos de las mismas.

El estudio progresivo se vera reflejado en varios capitulos y secciones de la memoria.
Con secciones como: Definicién y construccién de las redes neuronales. Este hito consiste en la
redaccién de una serie de capitulos y secciones que estudien:

Se aceptardn las secciones una vez hayan sido supervisadas y validadas por los tutores.

Hito 2: Evaluacion experimental de las hipotesis de optimizacion formuladas

Debera de validarse y cuantificar experimentalmente las propuestas de optimizacién del hito
anterior.
Para ello se debera de:
1. Formular los test correspondientes y adecuados lo que conllevara :
= Una implementacién de los algoritmos tedricos propuestos.

= Una descripciéon y formulacién de los test.

7Concretamente en la seccion de milestones, cuya URL es https://github.com/BlancaCC/TFG-Estudio-de-las-red
es-neuronales/milestones.
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1.4. Registro de trabajo

2. Evaluar los resultados.
El criterio de aceptacién de un producto minimo viable consistira en:

» La implementacién de los algoritmos debe de ser coherente y proveniente del hito
anterior y debe de estar referenciada.

= Toda implementacién deberd previamente comprobar su correcto funcionamiento me-
diante tests.

= La redaccién del analisis y conclusiones deberd ser aprobado por los tutores nueva-
mente.

Hito 3: Implementacion de aplicaciones reales que se beneficien de las
optimizaciones encontradas

A partir de las optimizaciones encontradas del hito previo debera de implementarse alguna
aplicacién real que se beneficie de algunas de las optimizaciones encontradas.
Un ejemplo de ello podria ser entrenar una red neuronal en una raspberry pi .

Hito x: Entrega del proyecto

Su resultado serd una memoria revisada y pulida que se entregard en Prado como trabajo fin
de grado en el plazo de la convocatoria ordinaria.

Para cumplir con los hitos, ha sido necesario resolver nuevos problemas menores, estos se
han recogido también como issues ligados a las historias de usuario y asociados a un hitos.

1.4. Registro de trabajo

Con el fin de constatar que el desarrollo efectivamente se ha llevado con una filosoffa 4gil
y segln a los tiempos estipulados se ha registrando el tiempo, tareas dedicadas y hitos
relacionados en las siguiente hoja de calculo.

En total el nimero de horas invertidas ha sido: TODO afiadir registro Que se distribuye
de la siguiente manera en los distintos hitos: TODO anadir registro

1.5. Resumen de la metodologia

Se ha seguido un desarrollo 4gil que radica en la resolucién de problemas expuestos como his-
torias de usuarios. Estas historias de usuario se formulan en base a los beneficiados,personas
bien definidas; se formalizan mediante issues y entraman los hitos, hitos con los que guiar el
desarrollo.

Todo esto se puede leer no solo en esta memoria sino también en nuestro repositorio de
GitHub [BCC].

17



1. Metodologia

1.6. Herramientas utilizadas

1.6.1. GitHub

Como servicio externo hemos usado GitHub, ya que permite implementar de manera eficaz
todo el desarrollo agil: desde la planificacién, comunicacién, test e incluso difusién y acceso
a los resultados.

1.6.2. Lenguaje de programacion Julia

Hemos seleccionado como lenguaje de programacion Julia, esto se debe a que nos ofrece
benchmarks muy competitivos® , al nivel de C. Asi como la disponibilidad de bibliotecas
usadas en ciencia de datos de la de lenguajes como R y Python.

8Véase los resultado expuestos en https://julialang.org/benchmarks/, web consultada por tltima vez el 22 de
mayo de 2022.
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Teoria subyacente
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No es usual en un manual que trate sobre redes neuronales encontrarse en su interior con
un capitulo sobre teoria de la aproximacién, pero tampoco es nuestra intencién hacer de este
documento una recopilacién de todo lo usual, sino todo lo contrario.

Existe en la actualidad un desequilibrio entre resultados empiricos y tedricos de redes
neuronales llegando incluso a contradiccién (como se comenta en la introduccién del capitulo
2), serd por tanto nuestro primer objetivo conseguir una revision y purga de cualquier artificio
existente sobre redes neuronales carente de fundamento matematico.

El fin de esto no es mds que construir una teoria sélida que de cabida a optimizaciones
de fundamento tedrico. Para ello nuestro modus operandi serd el siguiente: Se describira el
conjunto y caracteristicas de problemas que pretendemos abarcar en el capitulo 2. Al final
del mismo capitulo se introduce la definicién que hemos determinado por conveniente de
red neuronal y que es producto de los capitulos 4 y 3.

Tras todo el fundamento tedrico en 5 se explicitara el disefio de la red neuronal asi como
los algoritmo de evaluacién y aprendizaje.
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2. Introduccion a las redes neuronales

Toma en la actualidad un papel clave en el desarrollo tecnoldgico el aprendizaje automatico
[Sar21], siendo las redes neuronales un modelo ampliamente usado en este contexto y por
ello nuestro objetivo de democratizacién.

Comenzaremos pues sentando las bases y formalizando qué significa que una maquina
aprenda y cémo puede conseguirse, todo ello en la seccion 2.1. Continuaremos en las secciones
4.1y 5 definiendo las redes neuronales, cémo se construyen y evaltian. Centraremos ademas
nuestros esfuerzos en el estudio de las redes neuronales de una sola capa, esto se debe a
que a pesar de la tendencia actual de utilizar redes neuronales profundas con un aumento
de pardmetros que ajustar [BS21] [CZLN21] el sustento de esto no deja de ser experimental
o basado en cotas de caracter en el peor de los casos y por el tamarfio del espacio de biisqueda. Pero
estos motivos no constituyen una demostracién formal ni rigurosa de porqué decantarnos
verdaderamente por ello y es mds, otros articulos experimentales demuestran que aumentar
el nimero de capas no mejora los resultado [LGMC21].

Asi pues, sustentados con la demostracién de convergencia universal [HSW89] de las redes
neuronales, la cual asegura la convergencia en igualdad de condiciones, tanto para una capa
como para varias y en pos de simplificar el modelo. A priori, para establecer nuestras propias
hipétesis de optimizacién desprovistos de sesgos empiricos, comenzaremos nuestro trabajo
tratando tan solo de redes neuronales de una sola capa oculta.
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Q En qué consiste la
funcién ideal y
desconocida a nivel
practico:

A nivel teérico existen infi-
nitas funciones que coinci-
dan en un conjunto finito de
puntos, por lo que verdade-
ramente no se estd buscan-
do una funcién ideal sino un
elemento dentro de la clase
de equivalencia de las fun-
ciones medibles que coinci-
de en un conjunto numera-
ble de puntos.

2. Introduccion a las redes neuronales

2.1. Concepto de aprendizaje

El término de Aprendizaje Automatico [His21] fue acufiado en 1959 por Arthur Samuel para
hacer referencia a los sistemas informéticos que pudiesen aprender por si mismos, es decir,
mejorar su eficacia y rendimiento de forma auténoma a partir de los datos, sin que en esas
mejoras intervenga un programador.

Fue en 1997 cuando Tom Mitchell propuso una definicién formal de aprendizaje [Mitg7],
aproximada a la dada en el libro Learning from data [CMoy], que expondremos en seguida.

El aprendizaje es un proceso por el cual se estima una dependencia desconocida (input-
output) o la estructura de un sistema a partir de un nimero finito de observaciones. Se
compone de tres elementos principales:

= Un generador o funcién de distribucién de la cual se extraen vectores aleatorios x €
I C R" que dependen de una funcién de densidad desconocida *.

= Un sistema que produce un vector de salida y por cada entrada del vector x a partir
del valor fijo p(y|x), que es desconocido también.

» Una learning machine dependiente de pardmetros w, que en el caso mds general no es
mads que un conjunto de funciones abstractas cuyos elementos son de la forma f(x,w).

Asi pues, el objetivo del aprendizaje automatico es encontrar una funcién que se aproxime
a la funcién de densidad desconocida.

Por lo general la teoria se fundamenta en minimizar el error de estimadores tales como el
error cuadréatico medio.

2.1.1. Componentes del aprendizaje

A nivel practico y en nuestro caso, los elementos que consideraremos para el aprendiza-
je v los cuales seran susceptibles de contribuir a la optimizacién buscada son (capitulo 1
[AMMIL12]):

= Espacio muestral X.

= Una funcién objetivo ideal y desconocida f : X — ), donde ) es el conjunto de
posibles valores asociados.

= Un conjunto de datos de entrenamiento D, donde los elementos son pares (x,y) con
x € X yy € Yy que representa una observacion f(x) = y.

= Un algoritmo de aprendizaje es aquel que dado un espacio de biisqueda o de hipétesis
posibles H con elementos de la forma h :— Y con X C X y Y C Y selecciona un
candidato que aproxime f.

En nuestro caso H seré el conjunto de todas las posibles redes neuronales con un cierto
nimero de neuronas y capas ocultas prefijadas.

'De hecho, encontrar esta funcién resolveria el problema de aprendizaje
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2.1.2. Tipos de aprendizaje

El aprendizaje a partir de los datos trata en esencia de modelizar un patrén o ley del proceso
subyacente a partir de un conjunto finito de muestras. En funcién de ciertas caracteristicas
del conjunto de datos se tienen distintos tipos de aprendizaje y cabe la pregunta de en qué
ambitos son ttiles las redes neuronales o si resultados en problemas concretos son extensibles
a otros.

Con el fin de tener una clara distincién, establecemos la siguiente clasificacién sobre los
tipos de aprendizajes existentes que se basada en el articulo [Sar21], el capitulo primero de
[AMMIL12] y el capitulo cuarto pagina 179 de [Biso6].

2.1.2.1. Aprendizaje supervisado

Cuando el conjunto de datos de entrenamiento contiene de manera explicita lo que es una
salida correcta respecto a una entrada estamos frente a un caso de aprendizaje supervisado.
Este tipo de aprendizaje resuelve tareas de clasificacién, donde la salida es discreta o de
regresion, con una salida continua. Un ejemplo seria el reconocimiento de digitos manuscritos
donde cada imagen de un digito tiene asociado cuél es.

2.1.2.2. Aprendizaje por refuerzo

Se trata de un problema de aprendizaje por refuerzo cuando conjunto de datos de entre-
namiento no explicita la salida, en su lugar contiene posibles salidas junto a la bondad de
éstas.

Pongamos por ejemplo que se quiere ensefiar a un sistema a jugar a las damas; de todo el
espacio de jugadas posibles, se conocerian tan solo el resultado de algunas situaciones, por
ejemplo en la que uno de los jugadores ha ganado.

2.1.2.3. Aprendizaje no supervisado

En este tipo de aprendizaje, los datos de entrenamiento tampoco contienen ninguna infor-
macién de la salida. Tan solo se tienen los datos de entrada. El aprendizaje no supervisado
consiste en la tarea de encontrar patrones y estructuras en los datos de entrada, asi como
de crear una abstraccion de los datos. Son problemas de clustering, asociacién o entre otros,
deteccién de anomalias.

2.1.2.4. Aprendizaje semi supervisado

Combina tanto datos etiquetados como no etiquetados, se utiliza en problemas de clasifica-
cién o clustering como por ejemplo en traduccién o deteccién de fraudes.

Las redes neuronales son participes en los tres tipos de aprendizaje recién menciona-
dos [DZDW18], [BGNR16], [SMo2]. Sin embargo centraremos nuestro estudio en el caso de
aprendizaje supervisado.
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® Idea intuiti-
va compacto
Podria  enten-
derse compacto
como una forma
de indicar
que todos los
valores posibles
que puede
tomar la entrada
estdn dentro de
un rango.

3. Teoria de la aproximacion

Puesto que queremos fundamentar desde el origen las redes neuronales, supongamos que
desconociéramos la existencia de éstas y nos halliramos frente a un problema de aprendizaje
2.1; el enfoque mds natural consistiria en abordar el problema haciendo uso de teoria de la
aproximacién. ;Somos capaces de aproximar una funcién a partir de sus puntos?

3.1. Polinomios de Bernstein

En esta seccién introduciremos los polinomios de Bernstein, que vistos como una serie nos
asegurardn una convergencia uniformemente a cualquier funcién continua en un compacto y
serdn esenciales para nuestra prueba del teorema de Stone-Weierstrass, las pruebas se basan
en el manual [Bar47].

Comenzaremos recordando el Teorema del Binomio de Newton.

Teorema 3.1 (Binomio de Newton). Cualquier potencia de un binomio x +y con x,y € R, puede
ser expandido en una suma de la forma

=3 ()

k=0

Tomando ahora para esta igualdad x € R,y = 1 — x se tiene que

1=(x+(1—-x)"= i (Z) k(1 —x)n K, (3.1)

k=0

Dada cualquier funcién continua f : I — R podriamos multiplicar la ecuacién (3.1) por
f(x) resultando

x:n O ")k = x)mk 2
CEWCIHEE 6:2)

Y tomando como dominio I = [0,1] de f : I — R, nos encontramos frente a una ecuacién
muy sugerente para introducir B, (x), el Polinomio n-ésimo de Bernstein . El cual pretende
aproximar la funcién f a través de los puntos % conn € N fijoy k € {0,...,n}.

Definicién 3.1 (Polinomios de Bernstein). Dada cierta funcion f : [0,1] — R, se define el
n-ésimo polinomio de Bernstein para f como

Bu(x) = Bu(x; f) = kio <f <1I§> <Z>xk(1 - x)”k) '

Faltaria por ver si efectivamente nuestro polinomio construido aproxima lo suficientemente
bien a la f originaria. Basdndonos en la igualdad (3.2) y la diferencia entre f(x) y B,(x) se
concluye que
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@ ;Qué es la convergen-
cia uniforme?. Cuando se
hable de convergencia nos
referiremos a encontrar un
elemento que aproxime to-
do lo bien que quera-
mos; es decir, fijado cual-
quier error podemos encon-
trar un elemento que lo
aproxime cometiendo un
error menor.

Tengamos presente que en
el contexto de funciones el
error se puede medir eva-
luando la imagen de cada
punto del dominio; enton-
ces con uniforme lo que
se dice es que independien-
temente del error que se
busque, se puede encontrar
una funcién que en para to-
dos los puntos del domi-
nio aproxima al objetivo
por debajo de ese error.

® ;Con qué idea se estd
avanzando?.

Nuestro objetivo es ser ca-
paces de aproximar una
funcién a partir de una
muestra de sus preimége-
nes e imagenes. Comenzare-
mos probando primero que
dada una funcién continua,
podemos aproximarla a par-
tir de una muestra concreta.
Por eso se estd tratando de
reescribir la funcién en tér-
minos de cierto conjunto de
sus imagenes.



3. Teoria de la aproximacion

n

|f(x) = Bu(x)| < )

k=0 n

s -5 ()] (3) - (3

Ante tal igualdad la intuicién ya nos hace pensar que sea convergente al aumentar el
tamafio de la particion. En efecto, en nuestro sucesivo teorema, nos cercioraremos que 3.1 es
uniformemente convergente a f en un compacto.

Para la demostracién serd necesario el siguiente resultado técnico:

Lema 3.1. Se desea probar la siguiente igqualdad

%x(l —x) = k:ZO (x - i)z (Z) (1 —x)" k. (3-4)

® Resultado técnico.

La demostracion del lema .. L. .
3.4 se ha incluido para que ~ Demostracion. Tengamos ahora presente las siguientes igualdades

todo resultado esté funda-

mentado, solo se utiliza pa- o 1)

ra establecer una cota ne- n 1 — (Tl 1) — k n (35)
cesaria en una desigualdad k—1 (k — 1)|(n —1— (k — ]))l n\k

del teorema 3.2.
n—2\ (n—2)! _ k(k—1) (n
(k—z) T k-2 —2-(k-2))! nn-1) (k) (5.6)

Partiendo de la igualdad (3.1):

1=(x+(1-x)" = 2 <Z> (1 — x)mk,

k=0

Reemplazamos la nn por n — 1 y la k por j y tenemos

n—1 _ . .
1=) <n j 1)x](l —x)n=D-],

j=0

Multiplicamos por x y aplicamos la igualdad (3.5) resultando

_1 .
‘= nz jt1 < n >xj+1(1 — ) (i),
=0

n \j+1

Renombramos k = j + 1, por lo que resulta
"k (n k
— e 1 _ n—k .
X k; » ( k) (1 —x)
Como el término con k = 0 es nulo podemos afiadirlo a la sumatoria

X = i k (Z) (1 —x)n K, (3-7)

k=0 "
Haremos ahora un razonamiento similar sustituyendo n por n — 2. Partiendo de (3.1) se tiene
que

1=(x+(1—x)" = Z <’Z> (1 — x)mk,

k=0
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3.1. Polinomios de Bernstein

Reemplazamos la nn por n — 2 y la k por j y tenemos
n—2 _ . )
1= Z <n . 2)x](l —x)("=2)~,
=0\

Multiplicamos por x? y aplicamos la igualdad (3.6) resultando

GG+ n o

Renombramos k = j + 2, por lo que resulta

2 v klk=1) (m\ o Lk
xkzén(n—l)<k>x(l x)"K

Como con los términos k = 0 y k = 1 se anula, podemos afiadir dichos indices sin modificar

la suma " K )
k(k—1) /n
2 _ Z k(1 _ . \n—k
* _kzon(”_l) <k>x (1 X) '
Podemos reescribir la ecuacién resultando :

(12— n)x® = Z (K — k) (’;) (1 — x)nk,

k=0
Sumando las dos expresiones que hemos obtenido (3.7) y (3.1) resultando
n
(n* —n)x® +nx =Y (K —k)+k) <n> (1 —x)nk,
k=0 k
Dividimos todo entre n.
]. 2 1 o LG k 2 n k n—k

A continuacién sumamos a la igualdad (3.8) la ecuacién (3.1) multiplicada por x? y la ecua-
cién (3.7) multiplicada por —2x resultando:

(1 - % —|—1—2> x2+%x —ké <(£)2+x2—2x> (Z)xk(l—x)”_k.

Sacando factor comtin en el miembro de la izquierda y escribiendo como un cuadrado el
factor de la derecha, resulta la igualdad 3.4 que buscdbamos

w10 = 5 (=) (1) -

O

Teorema 3.2 (Teorema de aproximacién de Bernstein). Sea f una funcién continua de un
intervalo I = [0, 1] con imdgenes en los reales. La secuencia de polinomio de Bernstein 3.1 converge
uniformemente a f en 1.
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3. Teoria de la aproximacion

Recordaremos antes la definicién de convergencia uniforme:

Definicién 3.2 (Convergencia uniforme para funciones reales). Dado E un conjunto y { fu }nen
una sucesién de funciones de E a los reales, se dice que dicha sucesiéon converge uniforme-
mente si para cualquier € > 0 existe un ntiimero natural m tal que para todo x € E y cualquier
natural n que cumpla n > m se tiene que

[fu(x) = flx)] < e
Comencemos pues con la demostracién del teorema 3.2.

Demostracion. Para cualquier ¢ > 0 queremos probar que existe un m, € IN tal que para todo
x € [ en > m;g se tiene que |f(x) — By (x)| < &
Para ello por estar f definida en un intervalo, se tienen dos consecuencias claves:

1. Estd acotada, supongamos por M € R, esto es |f(x)| < M.

2. En virtud del teorema de Heine-Cantor f es uniformemente continua, es decir, por
estar f definida en un compacto, para cualquier ¢ > 0 existird un J, tal que para
cualesquiera x,y € I que cumplan |x — y| < J; entonces |f(x) — f(y)| < e.

En virtud de la consecuencia 1. Dado N € NN fijo pero arbitrario, para cualquier k € {1,..., N}
se tiene que % € I y tomando x € I podemos acotar por la desigualdad triangular

001 (%)| < i+ |r ()] <2m

(%) = Ba()] kzo f)— f (k)‘ - (Z)X"“ gt

Puesto que tenemos que f acotada por M y es uniformemente continua, para valores de k
tales que % esté proxima a x, tal término de la sumatoria serd pequefio por la continuidad de
f en x. Por otro lado si estd lo suficientemente alejado, tan solo podremos acotar tal término
por 2M.

Para € > 0 y para J; de la definicién de continuidad uniforme de f podemos encontrar un

Por lo que

M?2

—4

n > sup {(58) , 82} . (3-9)
Separaremos pues nuestra sumatoria en los siguientes dos conjuntos.

Ay = {k tales que k € {0,...,n}y

k =1
x——|<nt <6 p,
n

Buy = {0, 1} — Aps.

Para los elementos de A, se obtiene la siguiente estimacion:

Yo |f()—f (I;)’ <Z> Fl-x)h< Y S(Z) (1 = )k =

ke A keAnx
=¢ ) " xk(l—x)”_k<ef " K1—x)k=¢
L \k =€k
€Anx k=0
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3.1. Polinomios de Bernstein

=1 . =
Para el resto de sumandos para los que |x — %| > n4 se tiene que (x — %)2 >n7 cota.
Procederemos a acotar tales términos, para ello partimos de la ecuacién (3.3) y la acotacion

de f.

s -7 (5)] < Lam()ra - ot

Y oM (Z) 21— x)nk

keBx
2
I

2
keBx (x — %)

<2Mvn )

2
(x— k> <n>xk(l —x)”*k
keBux n k

<2Myn (ix(l - x)) < 21\\%

Donde para la peniltima desigualdad se ha usado la desigualdad (3.4) del lema previo y
para la dltima que en el intervalo I se satisface que

x(1—x) <

| =

Ademas recordemos que se puede tomar un n que satisfaga (3.9) y entonces se concluye
que para los valores de By se puede acotar la desigualdad por e.

Por tanto para un n convenientemente seleccionado, se ha acotado la desigualdad para los
indices Ayx v Byy, es decir todos, por lo que concluimos que

|f(x) - Bn(x)‘ < 2¢,

independiente del valor de x, por lo que se prueba que la secuencia de polinomios de
Bernstein converge uniformemente a f en I. O

Realizando un repaso global habiendo acabado el teorema, se pueden extraer que conjunto
a un ingenioso manejo de operaciones y acotaciones; la clave del resultado reside en las
consideraciones en 1 2 y estas a su vez en la compacidad de I.

Por su parte, la seleccion del dominio de I = [0,1] viene determinada ya que los no-
dos {£k € {0,..,N}} sobre los que se construye el N-ésimo polinomio de Bernstein deben
pertenecer a I.

Sin embargo, tal dificultad es facilmente salvable con un homeomorfismo.

Como resultado de relajar el dominio donde se define f, pidiéndole tan solo compacidad
nace el siguiente corolario.

Corolario 3.1 (Teorema de aproximacién de Weierstass). Sea f una funcion continua definida
en un intervalo real y con valores reales. Se tiene que f puede ser aproximada uniformemente con
polinomios.
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® ;Qué es un homeomor-
fismo?.

A nivel intuitivo un ho-
meomorfismo seria que una
transformacion de un obje-
to que lo desforma sin rom-
perlo. Es decir, si este fue-
ra plastilina seria aquellas
figuras que podriamos lle-
gar sin separar la masilla o
crear y eliminar agujeros.



3. Teoria de la aproximacion

Demostracion. Si f se encuentra definida en [a,b] con a < b y bastara considerar la funcién
gt)=f((b—a)t+a)conte[0,1]

Esta funcion estd definida en [0, 1], tiene la misma imagen que f y mantiene la continuidad
ya que se ha construido a través del homeomorfismo H : [0,1] — [4,b], con H(t) =
(b—a)t+a.

En virtud del teorema de convergencia 3.2 g podra ser aproximada uniformemente por una
sucesion de polinomios de Bernstein {S, },en. Gracias a ella se puede construir la sucesion
{Sy o H '},en, que aproxima uniformemente a f. O

3.2. Teorema de Stone-Weierstrass

Teorema 3.3 (Teorema de Stone-Weierstrass). Sea K un subconjunto compacto de R? y sea A
una coleccién de funciones continuas de K a R cumpliendo A y que separa puntos en K, es decir
cumpliendo las siguientes propiedades:

1. La funcién constantemente uno, definida como e(x) = 1, para cualquier x € K pertenece a A.

2. Cerrado para sumas y producto para escalares reales. Si f, g pertenece a A, entonces af + Bg
pertenece a A .

3. Cerrado para producto. Para f,g € A, se tiene que fg pertenece a A.

4. Separacion de K, es decir si x # y pertenecientes a K, entonces existe una funcion f en A de
tal manera que f(x) # f(y).

Se tiene que toda funcién continua de K a R puede ser aproximada en K por funciones de A.

La idea que subyace bajo la demostracién del teorema es que a partir de las hipétesis de
la estructura algebraica y separabilidad se prueba que es posible encontrar las funciones
maximo y minimo, construyéndolo a partir del valor absoluto.

Con esta nueva propiedad y siendo cerrado para combinaciones lineales se puede aproxi-
mar uniformemente cualquier funcién continua definida en el compacto.

Demostracion. Sean a,b € Ry x # y pertenecientes a K. Por la hipétesis de separabilidad
existird una funcion f € A tal que f(x) # f(y). Ademads la existencia de un elemento neutro
e € A en el dlgebra nos permite encontrar reales «, § tales que

af (x) +pe(x) =a, af(y)+pe(y) =b

Por el teorema de Heine, para f € A estd acotada por tomar imagen en un compacto, es
decir |f(x)| < M para x € K.

Consideremos ahora la funcién valor absoluto, ¢(t) = |t| definida en el dominio I =
[—M, M]. Por el teorema de aproximaciéon de Weierstrass 3.1 para cualquier ¢ > 0 existird un
polinomio p cumpliendo que

||t| —p(t)| <e Vtel

Puesto que t € I no son méds que las posibles imagenes que puede tomar f en K inferimos
entonces que
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3.2. Teorema de Stone-Weierstrass

llf(x)| —po f(x)|<e VxeK

Como f € Ay p es un polinomio, es decir, p o f(x) son sumas de potencias multiplicadas
por escalares de f(x), luego por la hipétesis de ser cerrado a estas operaciones tenemos que
la funcién | f| pertenece a A si f € A.

Tenemos con esto que A también es cerrada a supremo e infimo gracias a que:

sup{f,g} = {f +8+1f +3l}

inf{f,g} = 3{f +5— If +5l}

Por lo que concluimos que cualquier funcién puede ser uniformemente aproximada por
combinaciones lineales, supremos e infimo mediante funciones de A. Es decir, cualquier
funcién continua en K puede ser uniformemente aproximado por funciones de A. O
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3. Teoria de la aproximacion

3.3. Conclusiones teoria de la aproximacion

Acabamos de probar en 3.2 que cualquier funcién continua es aproximable uniformemente
con polinomios en un compacto. Sin embargo este enfoque tiene los siguientes problemas:

1. La prueba obtenida no nos permite una forma constructiva sencilla de obtener el
polinomio.

2. Aproximando con polinomios se corre el riesgo de que fuera de la muestra el error sea
demasiado grande. Como muestra de ello damos un ejemplo patolégico reflejado en
la figura 3.1; se pretende aproximar la funcién f : [—3,3] — R definida como

e *+4 si x<1

f(x) =

log x si x>1

usando el método de interpolacién de Lagrange; en este caso el error tiende a infinito
conforme aumenta el ntiimero de nodos. *

3. Y otra cuestion, de corte fisico o filoséfico json todos los fenémenos observables
continuos? Seria extrafio que asi fueran, lo que evidencia la necesidad de formular una
teoria mas general.

'Puede encontrar la implementacion del cédigo que genera las graficas en nuestro repositorio https://github
.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales, en el fichero Lagrange.ipynb que se encuentra en el
directorio de teoria de la aproximacién de la memoria.
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e datos @ datos
150 150
—— Polinomio Lagrange —— Polinomio Lagrange

125 fix) 125 fix)

3 2 R 0 1 2 3 3 2 R 0 1 3 3

(a) Polinomio de Lagrange utilizando 3 datos (b) Polinomio de Lagrange utilizando 8 datos
e datos 300 e datos
20 —— Polinomio Lagrange —— Polinomio Lagrange
fix) fix)

200

10 100

o
s
L -
xe.__g“_/\] 100

3 2 R 0 1 2 3 3 2 R 0 1 3 3

=1

B e e .

(c) Polinomio de Lagrange utilizando 13 datos (d) Polinomio de Lagrange utilizando 18 datos

Figura 3.1.: Ejemplo de aproximacién de la funcién f(x) a partir de los polinomios de La-
grange.

El problema que evidencia este caso patoldgico es el tratar de abarcar todo el dominio
con un mismo polinomio ;y si en lugar de eso se hicieran aproximaciones en una particion
concreta del dominio? El resultado serfa una funcién definida a trozos. La cuestion es que
esta aproximacién seria dificil de implementar de manera eficiente; sin embargo, es el germen
y el enfoque de las funciones de activacién.

De todas formas no abandonemos del todo esta teoria, porque como ya veremos el teorema
de Stone Weierstrass 3.2 jugara un papel fundamental es la demostracién de que las redes
neuronales son aproximadores universales.

Las funciones de activacion I son la clave del aprendizaje

Las funciones de activacién serdn definidas con profundidad en la seccién 4.2, pero para
continuar con nuestro razonamiento pensemos en ellas como una funcién cualquiera que no
sea un polinomio.

Una vez liberados de tratar de buscar un polinomio que aproxime la funcién en todo el
dominio, podemos pensar en aproximar la image de acorde a intervalos.

TODO : Afadir gréficos cuando esté implementada una red neuronal

La idea intuitiva es que para una capa oculta con una neurona, lo que se hace es colocar
por escalado y simetrias la imagen de la funcién de activacion.
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Figura 3.2.: Cémo acttia en la aproximacion una funcién de activacion
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Figura 3.3.: Cémo afecta la forma de la funcién de activacién
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4. Las redes neuronales son aproximadores universales

4.1. Definicion de las redes neuronales Feedforward Networks de una
capa oculta

Ya estamos en condiciones de introducir qué es una red neuronal cémo estd construida y
en qué consiste el aprendizaje de la misma. Concretamente construiremos el tipo particular
Feedforward Neural Networks, al cual nos referiremos de ahora en adelante como red neuronal.

De acorde con nuestra filosofia de trabajo expuesta en la introduccién del capitulo 2
partiremos de un modelo de una sola capa oculta y ademds comenzaremos presentando el
modelo que hemos convenido mds conveniente, esta decisién es argumentada en el capitulo

Figura 4.1.: Grafo de una red neuronal de una capa oculta

Definicién 4.1 (Redes neuronales de una capa oculta). Dados X C R4 Y C RS y I un
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4. Las redes neuronales son aproximadores universales

conjunto no vacio de funciones medibles definidas de R a IR, denotaremos como

HEY) = (X Y/ Iy(x) = 3 Bueni(Ai()),
i=1

donde I, es la proyeccion k-ésima de h con k € {1,...,s},

ne€N,v; €T,Bix € Ry A; una aplicacién afin de R? a R}.
®@ Interpretacién férmula . o ®@ Qué son
Observemos que 1 es el ni- Es habitual representar una red neuronal de forma matricial, veremos que tal forma es las funciones

mero de neuronas de la ca- o g yjjyalente a la definicion dada. medibles Yy
pa oculta. Es decir lo que en porqué las usa-

el grafo 4.1 serfan las neu- Consideramos la aplicacién inclusién i : R” —s R™*! dada pori((xy,...,x4)) = (1,x1,...,x;)mos en nuestra
ronas de las capas ocultas . . ‘. . d definicién. A
se corresponderia con ter-  Para coeficientes w; € R toda funcién afin es de la forma A;(x) = i (wjix;) + wo;, tomando vl intuitivo
minos 7;(A;(x)). una funcién
medible es

Ademads también se suele mostrar de manera pedagodgica con un grafo como el mostrado  aquella, que por

. muy extrana

en la figura 4.1. que  sea, su
imagen (los
valores que
toma su salida)

Componentes de la red neuronal estd acotada casi

siempre, lo que

W; = (wp;, wij, - - ., w,;) € R tenemos que A;(x) = W; -i(x) como queriamos probar.

. A . . a nivel practico
A la vista de la definiciéon dada notemos que cada elemento de 7 (X, Y) viene determinado  significa  que

por los coeficientes de las distintas B y ws de la funcién afin. Como veremos més adelante ~ Podemos obseroar
y cuantificar sus

estos son los valores que aprende una red neuronal. valores.
Con esto preten-
demos que nues-
tra definicién T’

Diferencia con otras definiciones sea lo menos res-

trictiva posible.

En otros textos como en el capitulo cinco, paginas 227-256 del libro [Biso6] y las notas online
sobre redes neuronales de [AMMIL12] se presentan las redes neuronales de una capa como

M D
ye(x, w) = 6 ]; w](.f)gj l; w](il)xi + w/%) + w}%)

=6 ]i A]((nk) ((7 ( ik (x))) para cada k € {1,...,K}.

Donde 6 representa una funcion de clasificacién, oj 1o que se suele llamar funcion de activa-
cion y a la que ademads se le exige que sea diferenciable.
Las diferencias con nuestra definicién son las siguientes

= Desaparece la funcién de clasificacion 6. El motivo es que es un artificio tedricamente
innecesario de acorde al teorema de convergencia universal 4.1.

= Se elimina un pardmetro de la transformacién afin de la tltima capa; puesto que no
es necesario para la convergencia de nuevo por 4.1 lo hemos eliminado.

= Nuestras funciones de activacién son funciones medibles en vez de diferenciables ya
que a priori no existe ninguna hipétesis teérica que fuerce a tal restriccién, como hemos
visto en 4.1.

40



4.2. Las redes neuronales son aproximadores universales

4.2. Lasredes neuronales son aproximadores universales

Tras las definicién 4.1 de red neural expuesta, es pertinente la pregunta si tal estructura sera
capaz de aproximar con éxito una funcién genérica desconocida.

Aunque las redes neuronales multicapa ya se venian aplicando con anterioridad, véase
por ejemplo los usos expuestos durante la primera conferencia internacional de redes neu-
ronales de [43087] de 1987, no fue hasta 1989 que se descubrié formalmente su alcance. Tal
delimitacién se propuso en el articulo Multilayer Feedforward Networks are Universal
Approximators [HSW89] escrito por Kurt Hornik, Maxwell Stinchcombe y Halber White
enunciando:

Teorema 4.1. Las redes feedforward multicapa son una clase de aproximadores universales
Una red neuronal feedforward multicapa estdndar con tan solo una capa oculta y con una funcion de
activacion cualquiera es capaz de aproximar cualquier funcién Borel medible con dominios y codominios
de dimension finita (no necesariamente iguales) y con el nivel de precision que se desee siempre y
cuando se utilicen suficientes neuronas. En este sentido las redes feedforward multicapa son una clase
de aproximadores universales.

En las secciones siguientes, con el fin de alcanzar una comprensién profunda de las redes
neuronales, trataremos de desgranar y profundizar en el articulo y su demostracién. Primero
precisaremos o introduciremos conceptos elementales sobre redes neuronales 4.3, después de-
mostraremos el teorema en el caso real 4.2 e iremos refinando y generalizando los resultados
hasta probar el resultado enunciado 4.1 para una capa oculta.

El esquema general seré:

= Las redes neuronales que nosotros hemos modelizado son densas en un espacio mas
general que hemos denominado Anillo de aproximacion de redes neuronales.

= El espacio Anillo de aproximacion de redes neuronales es denso en la funciones continuas.

= Las funciones continuas son densas en los reales.

Si quisiéramos situar en este esquema a otras definiciones de redes neuronales las situaria-
mos entre nuestro modelo y el espacio Anillo de aproximacion de redes neuronales; en el capitulo
5 se probara la equivalencia de nuestro modelo con estas definiciones y sus beneficios.
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® Idea intuitiva conjunto
denso. Si S esdensoen T,
se estd estd diciendo que los
elementos de S son capa-
ces de aproximar cualquier
elemento de T con la preci-
sién que se desee.



4. Las redes neuronales son aproximadores universales

4.3. Definiciones primeras

Comenzaremos presentando definiciones bésicas sobre redes neuronales.

Definicién 4.2 (Funcion de activacion). Una funcion ¢ : R — [0,1] es una funcién de
activacién si cumple las siguientes propiedades:

(1) Es no decreciente.
(11) limyyeo (x) = 1.
(111) limys o ¢p(x) = 0.

Q  Observacién sobre la Ejemplos comunes de funciones de activacién son
idoneidad de cada funcién

activacién: Se probard la

convergencia de las redes o0 o0
neuronales independiente-
mente de la funcion de ac-
tivacién seleccionada. Ca- 075 0.75
be entonces la pregunta
¢Existen funciones de ac-
tivacién mds democréticas 0.50 0.50
que otras? Se discutird esta
pregunta en 6.

—-1.0 —0.5 0.0 05 1.0 -1 0 1 2

(a) Funcion indicadora Ag = 0 (b) Funcién umbral w = (2),t =1

= 0 1 3 5 = =y 0 1 3 3
(c) Funcién rampa (d) Cosine Squasher

Figura 4.2.: Ejemplos de funciones de activacion

Funciones indicadoras 4.2a: (1) = 1,3 con Ag € R.

Funciones umbral 4.2b: Una funcién umbral, es una funcién booleana monétona
P : {0,1}" — {0,1}, donde para w € R", t € R fijos se satisface que

Puw(x) =

1, si w-x>t
0, si w-x<t

Funcién rampa 4.2c: (1) = AMocp<ay + 11y
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4.3. Definiciones primeras

= La funcién cosine squasher de Gallant and White 4.2d (1988) [GW8S].
T\ 1

Notemos que asi definidas las funciones de activacién son medibles, ya que la imagen
inversa de un abierto de [0, 1] siempre serd un conjunto medible de R (capitulo 7 pagina 77
[Hal74]).

Cabe destacar que la definicién tomada es la propuesta en [HSW89] y que existen otras
posibles definiciones menos restrictivas con las que también se ha probado la convergen-
cia universal. Por ejemplo podrian aceptarse funciones de activacién no continuas (véase
[Fun89]); o como se demuestra en [SM15] y en [CCg5], funciones de activacién no polinémi-
cas y no acotadas.

Para cualquier natural d mayor que cero denotaremos por .A(IR?) al conjunto de todas las
funciones afines de R? a IR. Es decir el conjunto de funciones de la forma A(x) = w-x + b
donde x y w son vectores de R?, b € R es un escalar y - representa el producto escalar usual.
En este contexto, x corresponde al vector entrada de la red neuronal, w los pesos de la red
que se multiplicardn con x en la capa intermedia y b el sesgo.

Definicién 4.3 (Formalizacién de una red neuronal de una capa oculta y salida real). Para
cualquier funcién Borel medible G, definida de R a R y cualquier natural positivo d € IN se
define a la clase de funciones H¢(R%, R) como

q
Ho(RR) = {f: R — R/ f(x) =) (BG(Aj(x))),

j=1
x €RY, B €R,A; € ARY),q € N}

Conforme avancen los resultado tedrico veremos que HG(]R”Z, R) no depende de la funcién
G seleccionada, asi pues tras enunciar tales resultados nos referiremos sin ambigiiedad tal
conjunto como H(R%,R).

Definiremos a continuacién una familia de funciones mas generales que H(R%, R) con la
intencién de que acttie como nexo de unién entre la clase de funciones continuas y las redes
neuronales de una capa facilitindonos con ello la prueba de los resultados. La familia que
introduciremos solo tiene una utilidad tedrica, es decir no tendrd ninguna relevancia a nivel
préctico en cuanto a implementaciones.

Definicién 4.4 (Anillo de aproximacién de redes neuronales).

lj

d
YIIG) ={f+R —R/ f(x)=) B [[G(Axx)),

9
=1 k=1
x €R, B €R, Ay € A(R?);1;,q9 € N}

Notemos que H(R?,R) se recupera en el caso particular en el que lj =1 para todo j. Los
elementos de Y. [T%(G) son combinaciones lineales de productos finitos de neuronas.
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® Idea tras la definicién
de Hc(R%,R). Nétese que
de acorde a nuestra defini-
cién 4.1 lo que se ha defi-
nido es la clase de las re-
des neuronales de una ca-
pa oculta y salida de una
dimensién. Donde cada su-
mando representa una neu-
rona de la capa oculta.

® Motivacién de la defi-
nicién de Y [T%(G).

En un principio serd més fa-
cil demostrar que con fun-
ciones de esta clase seremos
capaz de aproximar cual-
quier funcién continua. De
esta manera este conjunto
actuard de nexo de unién
entre las funciones conti-
nuas y las redes neuronales
facilitando las demostracio-
nes. De ahora en adelante
nos referiremos a este con-
junto como al de anillo de
aproximacién (como curio-
sidad, el nombre proviene a
que tiene estructura de ani-
llo y que se utilizara para
aproximar funciones conti-
nuas).



®  Aplicacién practica
aprendizaje automitico y
relacién con las funciones
medible. A nivel précti-
co se tiene un conjunto de
datos para los cuales quere-
mos extraer un patrén que
nos permita predecir la na-
turaleza de datos nuevos.
Es por ello necesario supo-
ner que estos datos estan re-
gidos por alguna regla, la
cual puede ser todo lo ex-
trana posible pero que to-
ma valores que pueden ser
observables y cuantificables
en la mayoria de los ca-
s0s, estos comportamientos
son formalizados matemati-
camente con funciones me-
dibles.

® Nocién intuitiva de
compacto Al trabajar con
numeros reales, un espacio
es compacto si es cerrado y
acotado, lo que a nivel prac-
tico significa que los datos
de entrada se encuentran
dentro de un rango concre-
to.

® Nocién intuitiva de
uniformemente denso para
compactos lo que indica
es que controlamos cuanto
de cerca estin dos funcio-
nes sea cual sea cualquier
punto del compacto en que
evaluemos es decir, podria-
mos afirmar que para una
red neuronal que tome valo-
res por ejemplo en [0,1], se
puede saber que su error es
menor que € € RT indepen-
dientemente de la entrada.

4. Las redes neuronales son aproximadores universales

Introducimos a continuacién la notacién de los conjuntos de funciones que seremos capaces
de aproximar.

Denotamos por C(RR?) al conjunto de funciones continuas con dominio en R? y codominio
R, por M (IR¥) al conjunto de todas las funciones Borel medibles de R? a IR; y por B? a la
o-dlgebra de Borel en R”.

En lo que respecta a definiciones anteriores, #¢c(R%, R) y Y.[]%(G) estén contenidos en
M(RY) para cualquier funcién Borel-medible G. Si G es continua entonces H¢(R%,R) y
Y IT%(G) pertenecen a C(IR). Tengamos presente que C(IR?) es un subconjunto de M (R?).

De ahora en adelante nos referiremos a Borel-medible como medible.

4.3.1. Reflexion sobre el tipo de funciones que se pueden aproximar

La existencia de funciones no medibles manifiesta una limitacién de la formalizacion actual
de las redes neuronales que plantea las siguientes preguntas:

1. ;Supone la existencia de este tipo de funciones una verdadera limitacién a nivel prac-
tico?

2. ;Se podria construir alguna arquitectura que si que las aproximara?

Continuando con el hilo de la segunda cuestion, si se carece de un espacio vectorial, de
una medida, ;Cémo se podria construir una sucesién de funciones que se aproxime? Quizds
habria que buscar caracteristicas més intrinsecas del problema en cuestién, razonamientos
topologicos.

Definicién 4.5 (Subconjunto denso). Dado un subconjunto S de un espacio métrico (X, p),
se dice que S es denso por la distancia p en subconjunto T si para todo € positivo y cualquier
t € Texisteuns € S tal que p(s,t) <e.

Un ejemplo habitual es en el espacio métrico (IR, | - |) con | - | el valor absoluto, el subcon-
junto T = R y S los nameros irracionales, S = R\ Q.

Definicién 4.6. Un subconjunto S de C(R?) se dice que es uniformemente denso para
compactos en C(R?) si para cada subconjunto compacto K C R? se tiene que Sk es denso
segn px en C(IRY) donde px estd definida como sigue. Para cualquier f,g € C(R?)

ox(f,8) = sup [f(x) = g(x)]-

Definicién 4.7. Una serie de funciones { f, } converge uniformemente a una funcién f sobre
compactos si para cada conjunto compacto K C R se cumple que

0k (fu, f) — 0 cuando n — oo.
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® Idea intuiti-
va conjunto den-
so. Si S es den-
so en T, se es-
ta estd diciendo
que los elemen-
tos de S son ca-
paces de apro-
ximar cualquier
elemento de T
con la precisién
que se desee.
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4.4. Primeros resultados

Teorema 4.2 (Teorema de convergencia real en compactos). Sea G cualquier funcion continua
no constante definida de R en IR. Se tiene que YTT1%(G) es uniformemente denso para compactos en
C(R?).

Demostracién. Bastara probar que el conjunto Y"TT%(G) satisface las hipétesis del teorema
de Stone-Weierstrass 3.2. Lo primero serd comprobar que Y_]]%(G) es un 4lgebra, para ello
veamos que:

1. La funcién constante uno pertenece al conjunto. Como G no es constante existird
un valor de la imagen distinto de 0, supongamos que G(a) = b # 0 para a,b € R.
Consideremos la funcién afin A(x) = 0-x + 4, esté claro que }G(A(x)) es la funcién
constantemente uno.

2. El conjunto Y_TT#(G) es cerrado para sumas y producto por escalares reales. En efecto,
si f,g pertenecen a ZHd(G), seran de la forma f = 2}7:1 Bri H;fil G(Afik(x)) y g =
l.:
Y By T, G(Agi(x)) por lo que

q lyj

P lgj
vf+og :Ygﬁfj;—[lG(Afjk(x)) +‘7;ng IHG(Agjk(x))
= = = =

Basta renumerar una de las sumatorias para ver yf 4+ cg como una combinacién lineal
de productos finitos y por tanto 7f 4+ g € L [T%(G).

3. Cerrado para producto. Para f,g € Y [T%(G), se tiene que fg pertenece a ¥ [T%(G),
para ello basta ver que:

li lj
fg= Zﬁfll__[G((x)) ZﬁngG(Agjk(x))
i€ly k=1 j€lg k=1
l; lj
= Z (lei H G(Afik(x))> Z 1381‘ H G(Agjk(x))
icly k=1 jely k=1
li+l]'
= Y (Brbs) X G (An(x)).
iEIf k=1
jEl

Definimos Ai]-k(x) =Ag, sike{l,....li}y Aijk(x) = Agip ) Si ke{li+1,..., Li+1}.

luego fg € LTT%(G).

Veamos que YIT%(G) separa puntos para cada compacto K C R".
Por ser G no constante existirdn a,b € R distintos cumpliendo que G(a) # G(b). Fijadas
x,y € K tomamos entonces cualquiera de las funciones afines que cumplen que A(x) = a

45

® Qué se estd proban-
do en el teorema 4.2 Po-
demos aproximar tanto co-
mo queramos cualquier fun-
cién continua con elemen-
tos de Y T1%(G), es decir a
lo que llamamos anillo de
aproximacion.

Clave de la demostra-
ci6n del teorema 4.2 Se
comprueba primero que
para operando elementos
del anillo de aproximacién
con sumas, productos y
re-escalados no se salen del
conjunto, es decir que el
resultado es otro elemento
del anillo de aproximacion.
Con estas operaciones
se ird construyendo y
refinando una  funcién
que aproxime cualquier
funcién continua con un
método cuya idea es con
este elemento del anillo de
aproximacion tengo tal error
porque me falla en tales
puntos, si le sumo esto otro
corrijo ese error y ademds el
resultado sigue perteneciendo
al conjunto.



Q Noueva hipétesis de op-
timizacién El corolario 4.1
abre la puerta a preguntar-
se si la combinacién de dife-
rentes funciones de activa-
cién podria mejorar los re-
sultados de alguna manera.

Q Noueva hipétesis de op-
timizacién Gracias al coro-
lario 4.2 nos podemos plan-
tear si aumentar el espacio
de busqueda a partir de
transformaciones no linea-
les es més conveniente que
hacerlo mediante el nime-
ro neuronas. Abordaremos
esta cuestion en ?2.

4. Las redes neuronales son aproximadores universales

y A(y) = b, por lo que G(A(x)) # G(A(y)) y tenemos como buscabamos que YTT*(G)
separa los puntos de K.

Comprobemos finalmente que para todo punto de K existe una funcién de Y. []%(G) en el
que la imagen no es nula.

Por ser G no constante volvemos a tomar un a € R tal que G(a) # 0, consideramos ahora
la aplicacion lineal A(x) = 0- x +a por lo que para todo x € K, G(A(x)) = G(a) # 0.

Como hemos comprobado se verifican todas las hipétesis del teorema de Stone-Weierstrass,
con lo que concluimos que ¥.[]%(G)|x es denso en C(K). O

4.4.1. Observaciones y reflexiones sobre el teorema de convergencia real en

compactos

Con esto lo que acabamos de probar que una estructura mas general defeedforward neural
networks con tan solo una capa oculta son capaces de aproximar cualquier funcién continua
en un compacto. Cabe destacar que a la funcién G, que haria el papel de funcién de activacion,
solo se le ha pedido como hipétesis ser continua.

Notemos que la funcién de activaciéon G es tinica en toda la estructura, sin embargo
es habitual la combinacién de éstas en una misma red neuronal ( [NIGM18], [WLH17],
[SVIT15]).

Corolario 4.1 (Pueden combinarse distintas funciones de activacién en una misma red
neuronal). Una misma red neuronal puede estar constituida por una familia de funciones conti-
nuas no constantes T, bastard con generalizar Y"-T1*(G) a Y [1%(T) donde

lj

d q
YIIM ={f: R = R/f(x) = }_ B [ ] G(Ap(x)),

s Rl ol
x€R%, B €R, Ay € ARY),1;,g € N,G €T)}

Demostracion. La demostracion es idéntica a la dada en el Teorema de convergencia real
en compactos 4.2. ]

Notemos que este resultado no da pista alguna de las ventajas de una funcion frente a otra,
ni cémo afecta a la velocidad de convergencia.

Recordemos que de manera general se ha definido A como una funcién afin A(x) = w-x +
b donde x y w son vectores de R? y b € R es un escalar. ;Pero que ocurriria si trabajaramos
con transformaciones mds generales? Por ejemplo B((x1,...,x5)) = Zfio Z?:o ocl-]-x§ con N
natural positivo.

Corolario 4.2 (Generalizacién de de las transformaciones afines). Se puede extender A(R?)
a conjuntos mds generales como el de los polinomios de d variables de grado N, IP.

'Sabemos que al menos una habré, ya que podemos plantear la funcién afin como un sistema de ecuaciones
lineales de r + 1 incégnita y 2 soluciones

46



4.4. Primeros resultados

Demostracion. Simplemente hay que reparar en que A(IR?) est4 contenido en el espacio
IP. Es mas observando la demostraciéon bastara con utilizar cualquier conjunto que
contenga a A(RRY). O

Definicién 4.8 (Equivalencia entre funciones). Sea y una medida de probabilidad en (R?, B).
Dos funciones f y g pertenecientes a M (IRY), diremos que son y—equivalentes si u{x € R?:

flx) =g(x)} =1.
Lo que se esta diciendo es que serdn iguales casi por doquier.

Definicién 4.9 (Introduccién de una distancia basada en una probabilidad). Dada una medi-
da de probabilidad y en (R?, B), se define la métrica pu definida como

pu s M(R?) x M(R?) — RT
pu(f,8) =inf{e > 0: p{x: |f(x) — g(x)| > e} <e}.

Con esta definicién lo que se estd buscando es una forma de decir cudnto distan las
funciones f, g entre ellas.

Lema 4.1 (Caracterizacién de la convergencia de una sucesioén). Son equivalentes las siguientes
afirmaciones:

1. pu(fu f) — 0.

2. Para cualquier € > 0 se tiene que u{x : |fn(x) — f(x)| > e} — 0.

3. [ min{|fu(x) = f(x)|,1}du(x) — 0.

Demostracion. Comenzaremos probando (1) = (2).
Si pu(fu, f) — 0 Fijamos € > 0, tenemos por definicién que para cualquier 0 < ¢ < €
existird ng € IN tal que p,(fn, f) < ¢ para cada n un natural mayor que ng. Es decir,

inf{e > 0: p{x:|fu(x)— f(x)| > €} <e} <6 Vn>ny

entonces

plx s [fu(x) = f(2)] > €0} < plx: [fulx) = f(¥)[ > 6} <6 Vn>ng

lo que significa que

plx: | fu(x) = f(x)] > €0} — 0
probando con ello la implicacién buscada.
Veamos ahora que (2) = (1). Fijamos €y > 0 y bajo la hipétesis segunda se tiene que

plx s [fu(x) = f(2)| > €0} — 0,

es decir, que para cualquier real § cumpliendo que 0 < § < € existe un natural ng a partir
del cual todo natural n mayor o igual satisface que

plx s [fu(x) = f(2)] > €0} < p{x: [fulx) = f(¥)[ > 6} <6 Vn=>ng

lo que significa que

47

® Idea intuitiva
equivalencia de funciones:

En la definicién 4.8 Se consi-
dera que dos funciones son
equivalentes si son iguales
en casi todos sus puntos. El
objetivo de todas estas de-
finiciones es saber cudndo
una red neuronal es equi-
valente a una funcién me-
dible o cuanto la aproxima.

® Idea intuitiva
distancia probabilidad:

Este concepto de analizar
la tendencia de la mayoria
de los punto se ve reflejado
en la definicion de distan-
cia basada en una probabili-
dad 4.9, siendo entonces la
distancia de dos funciones
la menor de las distancias
que siguen la mayoria de
sus puntos.

El lema 4.1 nos permitird
trabajar con mayor comodi-
dad matemadtica este con-
cepto.



4. Las redes neuronales son aproximadores universales

inf{e > 0: p{x:|fu(x) — f(x)| >€} <e} <d Vn>ng

que por definicién de la distancia equivale a que

pu(fu, f) <9 ¥n>mng

probando con ello

ou(fu, f) — 0.

Probaremos ahora que (2) = (3).
Por (2) se tiene que sea cual sea el € cumpliendo que 0 < € < 2 existird un natural g a
partir del cual, cualquier otro natural n satisface que

plx: Ifulx) = f@)] > 5} < 5,

Gracias a esta desigualdad, para cualquier n > ny podemos acotar la siguiente integral:

€ € € e?
[min{lfu(e) — f@ Dan(e) < S0 - 415 == § <e

probando con ello la implicacién (2) = (3).

Finalmente comprobaremos la implicacién (3) = (1).

Para cada n € IN llamamos g, = min{|f, — f|,1|}. Por (2), dado 0 < € < 1, existe un
nog € IN de modo que si n > ng se cumple que

/ gndp < € (4.1)

Como € < 1 tenemos que

{x;gn(x) > e} = {x;|fu — f| > €}

luego

w{x; | fu — f(x)] > €} = u{x;gn(x) > e} < %/ gudy < € Vn>mng

gn(x)>e

donde se ha usado la desigualdad de Chebyshev para g, y la desigualdad (4.1).
Probando con esto lo buscado que para cualquier € > 0 se tiene que

plxs [fu(x) = f(x)] > €} — 0.
O

Lema 4.2. Si {f,} es una sucesion de funciones en M(R?) que converge uniformemente en un
compacto a f entonces py(fu, f) — 0.

Demostracién. Para cada n € IN llamamos g, = min{|f, — f|,1|}. Tengamos presente que
por el lema 4.1 deberemos probar que para cualquier € > 0, existe un #( natural, tal que para
cualquier otro natural n mayor o igual que ng se tiene que

[ min|fu(x) = ()] dx) < 5.
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Sea u(R?) = M € R* y sin pérdida de generalidad puede suponerse M = 1 2. Ya que
R" es un espacio métrico localmente compacto (pag 228 teorema 52.G [Hal74]), se tiene que
existird un subconjunto K compacto de R” con medida p(K) > 1 — §. Para el cual, por su

compacidad, existira un ng natural sup,..x | fu(x) — f(x)| < § para cada natural n con n > ny.

De modo que para cualquier x € K, n con n > ng se cumple que

[fn(x) = f(x)] = min{|fu(x) = f(x)[, 1} = gn-
Por lo que

J g < n(K)sup Ifu(x) = £(x)] < 5. 42)

xeK

Acotando el primer sumando por la medida del complemento de la regién integrada y en
virtud de (4.2)

S L) = FCOL A dp(x) + [ min{|fu(x) = f( 1))

<URINK) +5 <547 =€

N ™

para cualquier n > ny. O
Lema 4.3. Para cualquier medida finita y se tiene que C(R?) es denso en M(RY) para la distancia
Pp-

Demostracion. Dada cualquier f € M(RR?) y un € > 0 arbitrario, tenemos que encontrar una
funcién g que cumpla que p,(f,g) <e.
Tomando un M > 1 lo suficientemente grande, tenemos que

[ mind[£0) 1ipcopem — FL () < 5.

Sabemos ademds que podemos aproximar f1 ) por g, una funcién continua que es
limite de una sucesién de funciones simples ( pag 241-242, teoremas 55C y 55D [Haly4]), la
cual satisface

. €
[ mind £ G g e — ()] () < 5. 43)
Tomamos M lo suficientemente grande, de tal forma que
€
p{x: [f(x)| = M}) < 5 (4-4)
y denotamos por A al conjunto {x : |f(x)| < M}.
Concluyendo por 4.3y 4.4
[ mindlf — gl Vdn = [ minlf1g91c — gl i+ [ min{lf — gl 1)dp
€ € €
b . > ha i
<gTux:lf()[=M}) <5 +35 <e
O

Teorema 4.3. Para cualquier funcion continua no constante G, d € N y medida de probabilidad u
en (R, BY), se tiene que Y- T1*(G) es pu-denso en M(IR?).
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® Idea intuitiva lema
4.3

Las funciones continuas
pueden tomar formas muy
variopintas, estando inclu-
so no acotadas. La fun-
cién de Dirichlet definida
en D(x) = 1si x es irracio-
naly D(x) = 0 si x es ra-
cional, es medible pero no
es continua ya que presenta
infinitas discontinuidades.

Sin embargo, las funciones
continuas son mas simples,
faciles de entender y mane-
jar. Gracias al lema 4.3 aca-
bamos de probar que pode-
mos aproximar en casi to-
dos sus puntos cualquier
funcién medible a partir
de una continua.

Por ejemplo la funcién cons-
tantemente uno aproxima a
la funcién D previamente
definida.



® Idea intuitiva lema
44

Hasta ahora hemos proba-
do que LIT%(G) es capaz
de aproximar funciones me-
dibles pero siendo G una
funcién de activacion conti-
nua, vamos a relajar tal hi-
pétesis a que G sea cual-
quier funcién de activacién,
sin exigirle continuidad.

4. Las redes neuronales son aproximadores universales

Demostracién. Debemos probar que para cualquier funcién f € M (RY) existe una sucesién
de funciones {/, },en contenida en YTT*(G) y cumpliendo que pu(hu, f) — 0.

Consideramos cualquier f € M(IR?), por el lema 4.3 sabemos que C(IR?) es p,-denso en
M(R?); es decir, existird un sucesion { f, },en de funciones de C(R?) convergente a f.

Por otra parte sabemos por el teorema 4.2, que ¥ [T*(G) es uniformemente denso por
compactos en C(IRY), luego en cualquier compacto K C IR¥ existird una sucesién (con 7 fijo)
{g(n)m} men convergente a fy, el término n-ésimo de la sucesioén convergente a g.

Asi pues, denotando como ,, al término g(1),, obtenemos una sucesién de funciones
en M(R?) que converge uniformemente en compactos a f y por el lema 4.2 tenemos que
oy (hu, f) — 0 como queriamos probar. O

Lema 4.4. Sea F una funcién de activacion continua y 1 una funcion de activacion arbitraria. Para
cualquier € > 0 existe un elemento He de Hy(IR,R) cumpliendo que

sup |F(A) — He(A)| < e.

AER
Demostracion. Procedamos a realizar la siguiente prueba constructiva. Tomamos fijo pero
arbitrario un € > 0, que sin pérdida de generalidad supondremos menor que uno. Para que
He pertenezca a Hy(IR,R) debera de ser de la forma 27:_11 bjp(A;(A)) debemos encontrar por
ende el nimero de sumatorias, 4 — 1; esa misma cantidad de constantes reales b; y funciones
afines A;. Para ello tomamos como g cualquier nimero natural que cumpla que

1 €
7 <1 (4-5)
Fijaremos para cada j € {1,2,...,q — 1} los coeficientes b; como %.
Seleccionamos cualquier constante real M > 0 de tal forma que se cumpla que
(~M) < 3 (M) >1- +6)

Sabemos que esto es posible ya que por ser i una funcién de activacién satisface que
limy, o P(A) =1yquelimy_, o ¢(A) = 0, por tanto existird una constante M; positiva tal

que a partir de ella cualquier otra constante 11 mayor o igual que cumpla que (n7) > 1 — 2%

También existird una constante M positiva tal que a partir de ella cualquier otra constante

1, mayor o igual tal que que P(—np) < 2671 Podemos tomar como M al maximo de M; y M.

Seleccionaremos ahora los siguientes puntos del dominio

(4.7)

rj = sup {/\ :F(A) = 1]7}, conje{l, ., q—1}

rq:sup{/\:F(/\):l—zlq}.

Que por ser F una funcién de activacion continua sabemos que existen ya que limy_, _, F(A)

Oylim, ,oF(A)=1.

?De otra forma bastaria con definir en los pasos siguientes 1(K) > M — § y acotar con 55; en vez de §.
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® Idea
intuitiva
teorema 4.3

Se prueba en
el teorema 4.3
que con una
versién mas
general de una
red neuronal
(perteneciente
a LITY(G)) se
es capaz de
aproximar cual-
quier funcién
medible.

La idea de la
demostracion
es sencilla, sabe-
mos aproximar
una funcién
medible con una
continua y a
su vez una con-
tinua con una
red neuronal
generalizada,
luego sabemos
apr0x1mar

una funcién
medible con una
red neuronal
generalizada.



4.4. Primeros resultados

Procedemos ahora a definir las distintas aplicaciones afines. Para cualesquiera reales s,
que cumplan r < s sea A,s € A(R) la tnica aplicacién afin que satisface que

Aps(r) =

Acabamos pues de determinar todos los elementos que conforman a He, de tal forma que
se tiene que

—My A(s) = M.

y asi definida cumple que:

» Sid € (—oo,r1]:Secumpleque A <7y <7y < .. <ryluegoparatodos;j € {1,..,q—1}
las funciones afines satisfacen que A, ,(A) < —M y por cémo se fijo6 M en la

condici6n 4.6 resulta que Y(Ar, s, (A)) < 2";7 Por tanto para A € (—oo, 1] se tiene

€ 1 € € €
(A -) —<-(g-1)=< =<z
2 47 r]/r]+1 ) < q ]; zq < q(q )Zq Zq < 2
y como ademas 0 < F(A) < % 5 por cémo se seleccionaron los puntos 7; en 4.7 se
tiene que
€ €
|F(A) — He(A)| < 5 + 5 <€

= SiA € (ry,+00):Secumple quer; <7 < ... <ry; < Aluego paratodoj e {1,..q—1}
las funciones afines satisfacen que Apriy (A) > My por cémo se fij6 M en 4.6 resulta
que P(Ayr, (M) >1— 5 Concluyendo que para A € (ry, +00) :

- (o 5) - 5 (-5)

y por ende, como ademaés (q;” (1 — i) <! < F(A) <1 por como se seleccionaron

1‘71

1> H Y y(a

r]'7]+l

los puntos 7; en 4.7 se tiene que

_ =1 oeN_ 1 e
|[F(A) — He(M)] <1 ; <1 ) +—<e

2q
Donde para acotar % hemos usado la desigualdad 4.5.

,q—1}:

j j+1
T.ene.mos por una Parte que ; < F (A) < Y
siguientes sumatorias:

» SiA€ (rrj1] paraj€{l,...

podemos descomponer H, en las

j—1
qu(A) = Z lp(Arizf’i+1( )) + l/)(AT], ]+1 + Z lp 7,,7'1+1 ))
i=1 i=j+1

Noétese que asi definida, sij =g —2 0 j = g — 1 el dltimo sumando no aparece.
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® Idea intuitiva
demostracién del lema 4.4

Aprovechamos que sabe-
mos que la funcién de acti-
vacién continua F es no de-
creciente asi que podemos
dividir su imagen en trozos
iguales y aproximar la ima-
gen con una funcién en es-
calera que valga en cada tra-
mo el valor minimo. A su
vez, una funcion en escalera
se puede construir con una
red neuronal de una capa
oculta que tenga como fun-
cién de activacion arbitraria
Y, cada vez que se activa un
nodo mds se sube un escalén
mds de de la escalera.



® Idea intuitiva teorema
44

Con una versién generaliza-
da de una red neuronal que
utilice cualquier funcién de
activacion (es decir que per-
tenezca a Y [T*(¥)) pode-
mos aproximar funciones
continuas y funciones me-
dibles.

Esto ha supuesto relajar la
hipétesis de G con respec-
to al altimo teorema 4.3 de
convergencia a funciones.

4. Las redes neuronales son aproximadores universales

Los términos de la primera sumatoria seran mayores que (1 — i) y menores o iguales
que la unidad, el segundo sumando satisface que 0 < gy (A, (1)) < 1y parala
dltima sumatoria, todos sus términos serdn menores que 2% y mayores o iguales que
cero. De donde resulta que :

2 (1-5) < < 2 D+ 22
q 2

concluyendo que

y por tanto:

j+1 j—1< e> 2 j—1le € ¢
FA)-HWM)|<—-"—(1-—)="+"——-< -+ -<e.

La acotacion |F(A) — He(A)] < € se cumple para todo

Ae (—oo, 1’1} U(”q’ +°°) U (rj/ rj+1] =R,

probando con ello lo buscado. O

Teorema 4.4. Para cualquier funcién de activacién , d natural positivo y medida de probabilidad
pen (R, BY), se tiene que Y-TT*(y) es uniformemente denso en compactos en C(IR?) y denso en
M(R?) para la distancia p,,.

Demostracién. En virtud del lema 4.2 y del teorema 4.3 basta con probar que Y. []%(¢) es
uniformemente denso en compactos de Y TT%(F), donde F es una funcién de activacién
continua 3.

Para ello basta ver que cualquier funcién de la forma I—[i:1 F(Ak(+)) puede ser uniforme-
mente aproximada por una una sucesién de funciones de YT ().

Fijamos € > 0. Por continuidad, existird un § > 0 tal que, para cualesquiera niimeros reales
0 <ag by <1,conke {1,..,1} cumpliendo que |ax — bg| < J se tiene

< €. (4-8)

! !
ITax—TT0
k=1 k=1

Por el lema 4.4 existe una funcién Hs(-) = YL Brip(As(-)) cumpliendo que

sup |F(A) — Hs(A)| < 6.
AER

Usando 4.8 para a; = F(Ax(x)) y by = Hs(Ag(x)) obtenemos

1

1
;‘[ F(Ak(x)) = [T Hs(Ax(x))
=1

k=1

sup <e€. (4-9)

xeR4

3el razonamiento por el que con esta hipétesis es suficiente es idéntico al realizado para la demostracion del
teorema 4.3.
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Puesto que Hj es de la forma Y1, Brp(A(+)) y porque A;(Ai(-)) € A(R?) se tiene por la
desigualdad 4.9 que [T._, Hs(A(+)) € ZTT4(¢).

Por lo tanto [T;_; F(A(-)) puede ser aproximado por elementos de y_T]%(¢) y acabamos
de probar con ello lo buscado. O

Lema 4.5. Para cada funcién de activacion ¢, cada € > 0y cada M > 0 existe una funcién
cospe € Hr(R,R) tal que

sup |cospe(A) —cos(A)] <e.
A€[-M,M]

Demostracion. Sea F la funcién de activacién cosine squasher de Gallant and White (1988)
definida en 4.2 Comenzamos probando que para un intervalo acotado [—M, M], existe
H_p,m) € He(R,R) tal que para todo elemento A € [—M, M] se cumple que

H{_pg,m)(A) = cos(A).
Calculamos H|_p;p € Hr(RR,R) de forma constructiva. Recordemos que

T\ 1

Cosine Squasher
1.00 |
./,

075

0.50

0.25

- '/),

0.00

= =2 -1 0 1 2 3
Figura 4.3.: Funcién cosine squasher

Se tiene pues que para cualquier A € [F, ¥ se cumple

2F(A) — 1 = cos ()\ - E)

2

y, haciendo u = A — 7, resulta que para cualquier u € [—,0] se tiene

cos(p) = 2F (;4 + g) -1
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4. Las redes neuronales son aproximadores universales

Ademas, puesto que F(u +2mM) = 1 para todo u € [-M,M] D [—m,0], para cada
u € [—,0] podemos escribir

cos(p) = 2F (y + g) — F(u+21M).

1.0 } e
coseno
H

05
0.0
—0s5 f

-1.0 -

550 23 0.0 25 50
Figura 4.4.: Comparativa H|_, o) con la funcion coseno real.

Podemos definir entonces

Hi_ng = 2F (u+ ) = F(u +27M)

que cumple que H|_, 5 = cos en [—7,0]
Por la simetria de la funcién coseno resulta que para todo y € [0, 7] se tiene

cos(i) = cos(— 1) = H|_g)(—p).

Asi pues podemos definir
H_ () = Hi_r0 (1) + H_r o (—p) — 1
= H{_n0) (1) + H_r0 (—p) — F(u + 27tM)

que cumple que H|_ ;] = cos en [, 7t]. Fijamos un natural N cumpliendo que 27N > M
y definimos

I
™M=z

H[727TN,27TN] (/\) (H[ 77,71 (/\+27T]) +1) +I_I[ 7r7r]( )

N
— Z(H[—n,n](_/\+2nj —7m)+1),
=
N .
H{_2xn27n)(A) = H|_p (A Z H{_ (A +27)) — H_p ) (—A + 27 — 7).
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(a) Funcion H|_5, 5, con N = 1.

..f'i
/
/ ~
—4 -2 0 2 4
Figura 4.5.: Funcion H|_ .
~ 10 I i [ [
/ i \ | | | [ I\ i | [ | [} |
0
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\ | 111 ‘ ‘ ‘ H ‘ ‘ ‘ |HI |
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' \
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|
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(b) Funcién H|_g g7 con N = 4.

Figura 4.6.: Ejemplos de funciones H [~ M,M]

Usando la periodicidad del coseno es fécil ver que H|_,;n7n] = cos en [-27TN, 27tN].
Esté claro que por ser 2N > M podemos definir finalmente

Hi_ymm = Hi-27n27N)

lo que concluye finalmente la construccién de H|_; ). La construccion anterior nos dice
que H_pm) € Hr(R,R). De hecho existen t € N y traslaciones A; para j € {1,...,t} de

modo que

t
H[—M,M] = ZOC]A]()\> K; € {—1,1}
=1

Como F es una funcién de activacién continua, el lema 4.4 nos da la existencia de We €
Hy(R,R) cumpliendo que |F — W%\ < ¢ en todo R. Por tanto

[FoAi—We o A <§ Vie{l,...,th.
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Podemos ya definir la funcién que buscamos:
t

cospe(A) = Z; ajWe (A;(A)).
j=

De esta manera, para cualquier A € [—M, M]

| cospme(A) —cos(A)| < [cos(A) — H_pg,my(A)] + [ cosme(A) = Hi_agaq (A)]
<0+ ][cosme(A) — Hi_ppm (A)]

t
< Zl [We (4;(A)) = F(4;(A))]
=

Dando con esto por concluida la demostracién. O

Lema 4.6. Sea g(-) = Z?:l Bjcos(Aj(-)) con A; € A(RY) y B; € R. Para cualquier funcion de
activacién ¥, cualquier compacto K C R® y cualquier € > 0 existe f € H¢(Rd,R) para el cual se
cumple que

sup [g(x) — f(x)[ <e.

xeK

Demostracién. Puesto que K es un compacto, el nimero de sumatorias g es finito y A; son
funciones continuas , existe M un nimero real positivo cumpliendo que

Aj(K) € [-M,M] paratodoj€ {1,..,q}.

Definimos
B =max{|B;| :j € {1,...q}}

En virtud del lema 4.5 podemos encontrar cos M5 € Y.() cumpliendo que

€
sup |cosyy e (A) —cos(A)| < —
Ae[~M,M] " q9B

por lo que para cualquier j € {1,...,q} se tiene que

sup [cosyy < (Aj(x)) —cos(Aj(x))| < sup |cosy e (A) —cos(A)| < £
xeK " Ae[-M,M] » qB

Definamos ahora f como

q
flx) = gﬁj cosy, £ (4;(x)),
=
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que cumple f € Hy(R?, R) puesto que cos M5 € Hy(R,R), y satisface ademds que

q q
sup|f(x) —g(x)| < sup [} Bjcosy e (A) =) Bjcos(A)]
xek Ae[-MM] j=1 j=1

q
< sup ) IBllcosy g (A) — cos(d)]
re[-M,M] j=1

L
= /\e[SFAIZM] ; Bng - ©
M| j=

Con lo que acabamos de probar la tesis del lema. O

@ Idea intuitiva lema 4.7:

. . . .. . d . Afirma que podemos apro-
Lema 4.7. Para cualquier funcién de activacion  se tiene que H(R",R) es uniformemente denso ;™ cualquier funcién

para CO?’I’ZPQCi’OS en C(]Rd) . continua definida con una
red neuronal. Ademads, si

Demostracién. En virtud del lema 4.6 bastaria probar que Hcos(IRY, R) es uniformemente 105 valores de entrada estd
dentro de un rango acota-

denso en compactos, ya que hemos visto que H(R?, R) es denso en Hcos(R?, R). do tendremos una cota de
Veamos ahora que Hcos(R?, R) = Y"TT%(cos) donde recordamos que ¥ []"(cos) se corres- error Gnica para todo el do-
pondia con el espacio de los polinomios trigonométricos.

d q lj
ZH(COS) = Zﬁj;—[cos(Aj,k(-)) i e N,B ER Ajx € AMRY 3,
=1 k=1

y HCOS(]Rd, R) el caso particular de los polinomios anteriores de grado uno. Luego estd claro
que HCOS(]Rd, R) C ZHd(cos).
Para cualesquiera ntimeros reales A, B se tiene

%(COS(A + B) 4+ cos(A — B)) = cos(A) cos(B).
y de manera general si definimos
A ={(x1,x2,...,x1) : x3 =1,x; € {—1,1} para cualquier 1 < i <[}
se cumple (por induccién)

1

IL[cos(Ak) =51 ( Z cos (,l xiAi>> .
k=1 i=1

XEN;

Por lo que cada elemento Z]q-zl Bj ngl cos(Ajx()) € Y IT%(cos) podra ser expresado como

1.
2}7:1 BiTTy_icos(Ajx(-)) = §:1 ajcos(Aj(+)), es decir, como un elemento de Hcos (R4, R).

Concluimos como queriamos que son iguales los espacios Heos(R?, R) y Y]] (cos).
Finalmente gracias al teorema 4.2, por ser el coseno una funcién real continua no constante
sabemos que Y. TT%(cos) es uniformemente denso en compactos en C(IR?) probando con esto
el resultado buscado.
O

Estamos ya en condiciones de probar el resultado clave del trabajo.
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® Idea intuitiva teorema
4.5

Afirma que las redes neuro-
nales son capaces de apro-
ximar funciones medibles,
es decir funciones muy ge-
nerales con formas vario-
pintas. La diferencia que
guarda con el lema 4.7 es
que si lo que estamos apro-
ximando es una funcién me-
dible, no tendremos una co-
ta global del error, es decir
podemos asegurar que en
casi todos los puntos esté
muy préximo a la funcién
que queremos aproximar,
pero pudiera ser que al eva-
luar un punto concreto el
error sea muy grande.

Q 45

Por lo que acabamos de ver
no se aproxima igual de bien
las funciones continuas a
las medibles. La cuestion es
la siguiente ;la funcién que
nosotros queremos aproxi-
mar con una red neuronal
es continua o solo medible?
A nivel préctico es ante to-
do desconocida, luego debe-
mos suponer las hipdtesis
menos restrictivas, es decir,
que sea solo medible.

4. Las redes neuronales son aproximadores universales

Teorema 4.5. Para cualquier funcion de activacion 1, d € N y medida de probabilidad y en (R, BY),
se tiene que H(R?,R) es uniformemente denso para compactos en C(R%) y denso en M(R?) para a
la distancia py,.

Demostracion. En el lema anterior acabamos de ver que H(R? R) es uniformemente denso
en compactos en C(R?) y gracias al lema 4.2 (Si {f,} es una sucesién de funciones en M (IR¥)
que converge uniformemente en un compacto a f entonces p(fu, f) — 0.) esto implica que
H(R? R) sea p,-denso en C(R?).

Finalmente como consecuencia del lema 4.3 que indica que para cualquier medida finita y
se tiene que C(RR?) es denso en M (IR¥) para la distancia pu se tiene por la transitividad de
ser denso (ver mismo razonamiento que el usado para la demostracién del teorema 4.3) que
H(R?, R) es p,-denso en M (R?). O

4.4.1.1. Relevancia del teorema de aproximacion de funciones medibles 4.5

Notemos que H (R, R) representa el conjunto de las redes neuronales feedforward con tan
solo una capa oculta, luego acabamos de probar que las redes neuronales feedforward con
tan solo una capa oculta son capaces de aproximar aproximar uniformemente con un error
prefijado cualquier funcién continua y aproximar a secas cualquier funcién medible con
cualquier medida y, distancia p, independiente de la funcién de activacion u seleccionada
(ya sea continua o no) y con cualquier dimensién d del espacio de entrada.

Trataremos ahora de generalizar la tesis expuesta en el teorema 4.5 sobre las funciones
medibles. Para ello recordaremos el teorema de Lusin.

Teorema 4.6 (Teorema de Lusin). Si y es una medida regular de Borel, E un conjunto de medida
finita y f una funcion medible en E entonces para cualquier € > 0 existird un conjunto compacto K
en E tal que u(E\ C) < € y donde f es continua en K.

Demostracion. Demostracién en paginas 242 y 243 de [Haly4]. O

Notemos los puntos clave de este teorema, nos va a permitir trabajar con una funcién
medible como si fuera continua en un compacto todo lo parecido a R” como se quiera.

Teorema 4.7. (Caracterizacion de normalidad de Tietze) Sea X un espacio Hausdorff. Son equivalentes
las siquientes afirmaciones:

1. X es normal.

2. Para cada conjunto cerrado A C X y para cualquier funcion continua f : A — R, f
admite una extension continua F : X — R. Ademds, si para todo a € A se cumple que
|f(a)| < c € R, se puede elegir F de tal forma que satisfaga que |F(x)| < c para todo x € X.

(Demostracion en pdginas 149-151 de [Dug66])

Como el ambiente actual en el que estamos trabajando es el espacio (R?, 7)) que sabemos
que es normal y puesto que es habitual que nuestras funciones estén definidas en compactos
de R?, las podremos extender a R?.

Corolario 4.3. Para cada funcion ¢ € M(R?) existe un subconjunto compacto K de R? y f €
H(R?,R) tal que para cualquier € > 0 se tiene que u(K) > 1 — € y para cada x € K tenemos que

If(x) —g(x)| <€

independientemente de la funcion de activacion , dimensién d o medida .
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4.5. Generalizacion a espacios Ly

Demostracion. Sea € > 0 fijo pero arbitrario. Gracias al teorema de Lusin 4.6 existe un

subconjunto compacto K C R? de medida y(K) > 1 — € donde la restriccién 8|k es continua.

Por otra parte, en virtud de la caracterizacién de Tietze 4.7, por estar g|x definida en un
compacto, admite una extensién continua G : R? — R tal que

Gk = k-

Por ser G continua en un compacto, por la densidad de las redes neuronales en compactos
en C(IR%)(lema 4.7 ) se tiene que existird f € Zﬂd(tp) tal que

sup|G(x) ~ f(x)| < e

Por lo que podemos afirmar que para todo x € K

[f(x) =g < [f(x) = G(x)[ +|G(x) —g(x)| <e+0=e

como querfamos probar. O

4.5. Generalizacion a espacios L,

Hasta ahora habiamos considerado el espacio de funciones continuas C(IR?) como subespacio
dentro del espacio de funciones medibles M (IR%). Sin embargo, ser continua es una hipétesis
muy estricta ya que existe una amplia gama de subespacios que contienen al de las funciones
continuas y estan contenidos en el de funciones medibles. Es por ello que vamos a realizar
una generalizacién de los teoremas para espacios L,. De manera intuitiva estos espacios nos
van a permitir considerar funciones que no necesariamente sean continuas y que incluso no
estan acotadas.

Definicién 4.10 (Espacios Lp). Se llama espacio L,,(le, p) o simplemente L, al conjunto de
funciones f € M(R?) tales que

[P < e

Se define la norma de L, como

Il = ( / |f<x>w);

y la distancia asociada al espacio L, se define como

pp(f.8) = IIf —gllp-

Corolario 4.4. Si existe un subconjunto compacto K en R? de medida (K) = 1 entonces H(R?, R)
es pp-denso en Lp(]Rd, ) para cualquier p € [1,00), independientemente de ¢, d o .
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® Idea intuitiva corola-
rio 4.3

Este teorema corrige la ca-
rencia sobre la precisién del
error que describfamos en
la idea intuitiva del teore-
ma 4.5. Podemos encontrar
una red neuronal que apro-
xime cualquier funcién me-
dible que queramos en to-
dos los puntos del espacio
que queramos.

® Idea intuitiva de
espacio L,

Con esta definicién lo que
se trata es de considerar
funciones que tomen un va-
lor real en la mayoria de sus
puntos. Ya que la integral
no varia su valor si se apli-
can cambios puntuales.

@ Idea intuitiva
corolario 4.4

Se prueba que las re-
des neuronales son capaces
de aproximar cualquier fun-
cién de la clase recién intro-
ducida.



® Idea intuitiva
corolario 4.5

A diferencia que con el co-

rolario 4.4, aqui se afirma
que las redes neuronales
son capaces de aproximar

cualquier funcién de la cla-

se recién introducida cuyo
dominio parta de [0,1]%, es
decir se estd concretando
los valores de entrada que

pueden tomar las funcio-

nes.

4. Las redes neuronales son aproximadores universales

Demostracion. Se quiere probar que para cualquier ¢ € L, y € > 0 existe f € H(R?,R) tal
que

pp(f.8) <e.

Por pertenecer ¢ a L, existe una constante M real positiva lo suficientemente grande tal
que si definimos la funcién i = g1, esta satisface que

pp(8/h) < (4.10)

W m

Ademas como & es una funcién acotada de L,, podemos encontrar una funcion s continua
que es limite de una sucesién de funciones simples ( pag 241-242, teoremas 55C y 55D
[Hal74]) y la cual cumple que

pp(h,s) <

Por el teorema 4.5, al estar en un compacto K y por ser ’H(]Rd, R) uniformemente denso
en compactos hay una f € #(R% R) la cual cumple que

. (4.11)

W m

sup £(x) —s(x)" < (5)".

xeK

Y por hipétesis 1 (K) = 1y definicién de la distancia p, se tiene la siguiente desigualdad:

puths) = ( [ 15t) —s<x>|r’d;¢);’ <(/ (;)pd@; () (5)) =S

Gracias a la desigualdad triangular y las desigualdades (4.12), (4.10) y (4.11) tenemos

€ € €
pp(f:8) < pp(frs) +pp(sh) +pp(hg) <z +z+7=e
Probando con ello lo buscado. O

Corolario 4.5. Si p es una medida de probabilidad en [0,1]? entonces H(R? R) es pp-denso en
Ly ([0,1)4, u) para todo p € [1,00), independientemente de ,d, .

Demostracion. Es consecuencia directa del corolario previo 4.4 donde para este caso particular
K = [0,1]? un compacto de R¥ que cumple que p(K) = 1. O

Corolario 4.6. Sea y una medida, que para un conjunto finito de puntos O cumple que u(0) =1,
entonces, para cualquier funcion medible g € M(R?) y sea cual sea € > 0 existe f € H(R?,R) Ia
cual cumple que

plr s [f(x) —g(x)] <e} =1.

Demostracién. Por el teorema 4.5 existe f € H(IR?,R) tal que para cualquier €1, > 0 se
cumple que p{x : |f(x) — g(x)| > €1} < €2. Sea O el conjunto de puntos tal que u(O) = 1.
Por ser finito O podemos encontrar

¢ =min{u(x) : u(x) > 0}. (4-13)

60



4.5. Generalizacion a espacios Ly

Sin pérdida de generalidad tomamos € < § y entonces para que la f fijada cumpla que

pu(f,g) =€

debe de cumplirse que

ou(f,g) = infler > 0: pfx: [f(x) —g(x)| > @1} < e} =¢,

pero por como tomamos € en (4.13) se tiene que p{x : [f(x) — g(x)| > e} =0.
Por lo que acabamos de probar, como queriamos, que

ple: [f(x) —g(x)| < e} = 1.
O
Noétese que con este corolario lo que se estd indicando es que dado un conjunto finito y sus

respectivas imagenes, se puede encontrar una red neuronal que para tales puntos devuelva el
valor exacto.

Definicién 4.11 (Funcién Booleana). Decimos que una funcién es Booleana si su dominio es
{0,1}4 para algin d € N\ {0} y su codominio es {0,1}. Es decir,

f:{0,1}% — {0,1}.

Ejemplos conocidos son la funcién or : {0,1}¥ — {0,1} que vale uno si alguno de su
entrada es uno y la funcién and : {0,1}% — {0,1} que se define como and(xy,...,x;) =

d
[Ti—q xi-

Corolario 4.7. Para cada funcién Booleana g : {0,1}% — {0,1} y cada € > 0 existe una red
neuronal f € H(R?,R) tal que

— < €.
xerr{lgi<}dlg(x) flx)| <e

Demostracién. Se define la funcién y : RY — [0,1] de forma que

1
i Sixe {0,1}¢

0 six¢{0,1}*

p(x) =

Se tiene que p es una medida ya que cumple que
1. Hipétesis de acotacién: 0 < u(A) < 1 para A € P(R?).
2. La probabilidad del vacio es nula y la del total es la unidad.

3. La probabilidad de la unién es la suma de la probabilidades.

n

P (UL A) = ;P(Ai)'

VA; € P(RY).
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®  Relevancia practica
del corolario 4.7

Este resultado nos permite
aproximar funciones que
actiien como clasificadores
discretos. Por ejemplo sea
g como una funcién que da-
da una imagen x indica si
hay un perro haciendo va-
ler g(x) = 1y en caso con-
trario g(x) = 0.

Observacion sobre la im-
plementacién del corolario
4.7
El resultado nos indica que
podemos obtener una red
neuronal & que aproxime
tal clasificador, pero tal red
neuronal no necesariamen-
te tomara valores discretos,
es decir, pudiera darse el
caso que h({x : g(x) =
0}) < [-02,03] y que
Wi : oglx) = 1)) C
[0.9,1.2], por lo que se pone
de manifiesto en este resul-
tado, que en caso de reque-
rirse de una salida comple-
tamente discreta deberia de
componerse con otra fun-
cion 6 tal que 6o h({x :
g(x) = 0}) = 0y foh({x:
g =1}) =1.



® Idea clave teorema 4.8

Podemos conseguir una red
neuronal que valga lo que

queramos en un conjunto fi-

nito de puntos.

4. Las redes neuronales son aproximadores universales

Como la cardinalidad de {0,1}" es 2¢ podemos aplicar el corolario 4.6 y entonces sabemos
que existe f € H(R%, R) tal que

ple: |f(x) —g(x)| <e} =1,
es decir que

— <
(ax Ig(x) = f(x)| <e

como querfamos probar. O

® La necesidad de que 6 podria indicar una deficiencia en la estructura de construcciéon
¢y si aproximaramos directamente con enteros? Ejemplo de algo parecido [?]

Lema 4.8. Si una funcién de activacion  alcanza el cero y el uno, esto es si existen dos constantes
reales My, My tales que

(M) =0y p(Mz) =1
entonces existe una constante real positiva M tal que

P(=M) =1— (M) =0.

Demostracion. Sea M = max{|Mj|,|Mz|} y por ser i una funcién de activacién sabemos que
es no decreciente y que su imagen pertenece al intervalo [0, 1].
Por tanto

0<p(—M) < p(M) =0 luego (~M) =0,
1> (M) > p(Mp) =1 luego (M) =1

Gracias a estas desigualdades es facil ver que
$(=M) =1 - p(M) =0
como querfamos probar. O

Es interesante percatarse de que de no exigirse la hipétesis de que ¥ alcanza el cero y
el uno no puede asegurarse la igualdad demostrada. Pongamos como ejemplo la siguiente

funcion de activacién
0 si x<0
px) =9 xl

si 0<x

Lema 4.9. Dado un conjunto finito de vectores A C RY con d natural positivo. Existe un vector
p € RY que satisface que para cualesquiera x,y € A diferentes

p-(x—y) #0.

Demostracion. Sin es el cardinal de A, consideramos el conjunto U definido como la unién
de n(n — 1) hiperplanos de R?

u= J {peR?:p-(x—y) =0}
XYEN
ko
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Q Nueva
hipétesis de
optimizacién

El teorema 4.8
nos brinda una
heuristica de
inicializacién
de los pesos
de una red
neuronal. La
cual se tratard
en la seccion
5:4.

4.5. Generalizacion a espacios Ly

Puesto que R? no puede ser expresado como unién finita de hiperplanos, U € R? y por
tanto existird p € R\ U tal que

p- (x —y) # 0 para cualesquiera x,y € A diferentes,
como querfamos probar. O
Teorema 4.8 (Sobre el entrenamiento préctico de redes neuronales). Sea A = {xy,...,x,} un

conjunto de puntos distintos de R? y sea ¢ : R — R una funcion arbitraria. Si ¢ alcanza el cero y
el uno, entonces existe una red neuronal f € H(R%,R) con n neuronas ocultas tal que

f(xi) = g(x;) para todo i € {1,...,n}.

Demostracién. Con el fin de facilitar la comprensién dividiremos la demostracién en dos
casos, primero uno particular, cuando d = 1 y después el caso general.

Caso primero

Suponemos que {x1,---,x,} C Ry tras renombrar podemos suponer que

X1 <Xy <...<Xypy.
Por alcanzar la funcién de activacién i el cero y el uno, gracias al lema 4.8 existe una
constante M tal que ¢(—M) =1—¢(M) = 0.

Definiremos de manera recursiva la red neuronal buscada f.

= Red neuronal f;.

Sea A; la funcién afin constante A; = M. Fijamos B = g(x1). De esta manera la red
neuronal f; queda definida como f1(x) = B1P(A1(x)).

= Red neuronal f; con1 < k < n.

Se define Ay como la tnica funcién afin que cumple que
A(xp—1) = —M y  Ag(xg) = M.

Fijamos By = g(xx) — g(xx_1). La red neuronal f se calcula como

k
fr(x) = Z;,le/J(Aj(x)) = (8(xk) — g(xk—1))P(Ax(x)) + fr—1 (%)
=

Observemos que asi construida se tiene que para cualquier y > x; la evaluacién con la
red neuronal resulta fi(y) = g(xx).

Veamos por induccién sobre n que asi definida para cualquier 1 < i < n se tiene que
fn(x;) = g(x;). Ademds de que tiene un total de # neuronas ocultas.

= Caso base, n = 1.

fi(x1) = Brp(Ai(x1)) = g(x1) (M) = g(x1).
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® Ideadela
demostracion del teorema

4.8

Es interesante reparar en
que la demostracion se basa
en afiadir una neurona por
cada punto que queramos
que tome un valor concre-
to, esa neurona se activara
(es decir, no serd nula) cuan-
do la entrada x sea mayor
que el valor que la activa
x; y vale la diferencia con
el valor anterior x;_1, es de-
cir g(x;) — g(xj—1), como el
nodo x;_1 también se activa-
rd por ser menor menor, el
término g(x;_1) se suma a
la salida de la red y asi co-
mo una serie telescépica al
final solo resultara el valor

g(xi).



4. Las redes neuronales son aproximadores universales

= Supuesto que es cierto para # — 1 veamos que lo es para n. Evaluacién de x;

fu(xn) = (8(xn) — §(xn-1))P(An(xn)) + fu—1(xn)
= (8(xn) — g(xu-1)) (M) + g(xn-1)
= (g(xn) = g(xn-1)) + &(xn-1)
= g(xn).

Evaluaciéon de x; con 1 <i < n.

Usando que 0 < ¢(An(x;)) < ¥(An(—M)) = 0y la hipotesis de induccion se tiene
que
fu(xi) = (g(xn) = 8(xn1))P(An(xi)) + fr1(xi)
=0+g(x)
= 8(xi).
Acabamos de probar por induccién que f,(x) = g(x) para cualquier x € A, lo que termina
la demostracioén.
Caso segundo
Se tiene para este caso que A C R? con d > 1. Seleccionamos p € RY cumpliendo que
para cualesquiera x,y € A distintos p(x —y) # 0 (es posible de encontrar por el lema 4.9).

Gracias a esta condicion cada producto p - x con x € A es distinto y podemos establecer con
ello una relacién de orden, que tras renombrar los elementos de A queda

p.x1<p.xz<...<p.xn,

y como procedimos en el caso primero, definimos de manera recursiva la red neuronal f,
buscada:

= Red neuronal f;.

Sea Bj la funcién afin de R a R constante B; = M. Fijamos 1 = g(x1). De esta manera
la red neuronal f; definida como f1(x) = B1P(B1(p - x)).

= Red neuronal f; con1 < k < n.

Se define By como la tinica funcién afin de R en R que cumple que

Br(p-xk-1) =—M y Br(p-x) = M.

Podemos definir entonces A € A(R?) por Ax(x) = Bi(p - x). Fijamos B = g(x;) —
g(xx_1). La red neuronal f; se calcula como

k
fie(x) = Z% Biw(Bj(p-x)) = (g(xx) = §(xk-1))P(Be(p - x)) + fie1(x)
i=

k

= 2 Biw(Aj(x)) = (g(xe) — §(xe-1))¥(Ax(¥)) + fi-1(x)

=1

Asi definida, la prueba por induccién es idéntica a la del caso primero y hemos encontrado
por tanto la red neuronal f,, buscada. O
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4.6. Generalizacion para multi-output neuronal networks

4.51. Reflexion sobre el nGimero de neuronas

Ante la pregunta natural de ;cudntas neuronas son necesarias? el recién probado teorema nos
responde que si estamos entrenando con 1 datos, con n neuronas es suficiente para volver a
reproducir esos datos. Pero esto carece de sentido a nivel practico por los siguientes motivos.

Naturaleza de los datos

Recordemos que el problema al que nos enfrentamos es el siguiente: queremos ser capaces de
predecir cierto fenémeno regido por g una funcion desconocida. Para ello tenemos un conjunto
de muestras compuestas por pares (x,g(x)), es decir, ante la situacién x hemos observado
que el fendmeno se comporta como g(x). Todo esta situacion experimental puede producir
incoherencias tedricas, como por ejemplo que se tengan dos muestras (x1,y1), (x2,y2) tales
que X1 = Xy pero y1 # Y2 o que la medicién contenga errores, es decir (x, g(x) +J).

Se podria paliar esta situacién con un preprocesado de los datos.

Naturaleza de la regla subyacente

Supongamos que los datos de entrenamiento son perfectos. Existen infinitas aplicaciones que
evaltian de la misma manera un conjunto finito de puntos. ;Cuéles tomar?

Podriamos, siguiendo el principio de economia de Ockham optar por modelos que re-
duzcan el nimero de neuronas, pero entonces la pregunta seria ;qué nimero minimo de
neuronas serfan necesarios para representar el modelo? Una solucién serfa tomar un ntimero
de neuronas menor que el tamafno del conjunto de entrenamiento y utilizar esa redundancia
de datos para afinar.

Coste computacional inasumible

Supongamos que los datos son idilicos, el modelo se conoce y se establece un tamario de
datos de entrenamiento suficiente y un ntimero de neuronas acorde jpodriamos asumir el
coste computacional?

4.6. Generalizacion para multi-output neuronal networks

En las secciones anteriores se han provisto resultados para redes neuronales de salida real.
Vamos a generalizar los resultados vistos para ser capaces de aproximar funciones continuas
o medibles de R? a IR’ con d, s € N.

Denotaremos por C(RR?,IR?) al conjunto de funciones continuas definidas de R? a R® y al
de funciones medibles de R? a R® por M (R?,R®). La distancia asociada a estos espacios se
define como

@@@-éw%&)

Con la siguiente definicién buscamos abstraer el modelo de una red neuronal de una capa
oculta y salida multiple.

Notese que los vectores (wp;, wy;, . . ., Wy;) representan a la aplicacion afin A;((xq,x2,...x,)) =
wo; + 27:1 wjiXj con ie{l,...,h}.

65



® Por qué se ha destaca-
do la observacién Se des-
taca tal observacion para re-
marcar que una red neural
con salidas en varias dimen-
siones tiene una definicién
mucho maés estricta y que
podria dar a confusion.

4. Las redes neuronales son aproximadores universales

Figura 4.7.: Ejemplo de red neuronal de una capa oculta con n nodos, de dimensién de
entrada d y salida s.

Definicién 4.12 (Abstraccién de una red neuronal con una capa oculta y multiple salida).
Para cualquier funcién Borel medible G, definida de R a R y cualquiera naturales positivo
d,s € N se define a la clase de funciones H(R?,IR*) como

H(RY,R®) = {h: RY — R, h = (hy,h, ..., hs)/
1
con b : RT — R, h;(x) = Z(,BﬁG(Aj(x)) ie{l,2,...,s},
j=1

xeR B € R Aj € ARY),n; e Nyji€{1,...,5}}.

® Observacion:
Es interesante apreciar que se tiene que

H(RY,R®) € {h: R — R, h = (hy,hy, ..., hs)/

(4.14)
hi € H(RL,R) Vie{l,...,s}}.

aunque como veremos en el corolario 4.8 (IR, IR?) es un espacio denso en el conjunto que
acabamos de presentar. Si tenemos presente que de acorde a nuestras definiciones una red
neuronal /; viene determinada por un conjunto de funciones afines AJ(.Z) y escalares ,B(i>f , se
daria la igualdad en 414 si imponemos que para cualquier par de redes neuronales iy, h; se
® _ p0)

1 [

No es dificil pensar que su versién generalizada sea:

satisface que A

Definicién 4.13. Dadas las mismas hipétesis que en la definicién anterior, se define la si-
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Q Nueva
hipétesis de
optimizacién

La demostracion
del corolario nos
da una técnica
constructiva de
obtener  redes
neuronales de
varias  salidas,
que puede ser
de valia para
aplicarla como
heuristica para
inicializar los
pesos de la red
neuronal como
ya apuntdbamos
en las notas del
teorema 4.8.

4.6. Generalizacion para multi-output neuronal networks

guiente clase de funciones como

d,s
YIIG) ={f:R" =R, f=(f, far-- - f)/
i

:BjilH G(Aji(x))

=1

conﬁ:Rd—ﬂR,fi(x):z; ic{1,2,...

j=1
X € Rd, ,5], € R, Aji S .A(le),' h, l]l c N}

Corolario 4.8. Los teoremas 4.4, 4.5 y los corolarios 4.3, 4.4, 4.5, 4.6 y 4.7 permanecen vdlidos si se
sustituye H(R?, R) por H(R, R®) . TT%(y) por LT1%° (), los espacios de funciones continuas y
medibles por C(R?,R®) y M(IRY,R®) respectivamente.

Demostracion. Observemos que todos los teoremas y lemas mencionados basan su tesis en la
existencia de una red neuronal es decir, que si llamamos segtin convenga F%* a H(R%,R®)
o L TT%(y) deberemos de encontrar f € F%° que cumplan las respectivas tesis para salidas
multiples.

La prueba se construira por induccién sobre el ntimero de salidas s.

El caso base s = 1 viene dado por los respectivos teoremas y lemas ya probados. Supuesto
cierto para s = n veamos que se cumple para s = n + 1:

Se quiere encontrar f = (f1, f2,..., fu, fn+1) de n + 1 salidas, por hipétesis de inducciéon
existe g, € F¥" con gy = (f1,f2,--.,fu) y con h, sumandos. Denotamos a los pesos de
las transformaciones afines w;; € R coni € {0,1,...,d} yj € {1,...,hu} y By € R con
ked{l,....hy}yle{l,...,n}

También existe g1 € F*! cumpliendo que g1 = f,, 41 con h; sumandos en la capa oculta y
pesos w';j € Reoni € {0,1,...,d}yje{l,....m}ypy € Rconkec {1,... l}yl=n+1
(Ver figura 4.7 para orientarse en la notacién tomada).

Considerando f compuesta por h; 4+ h; sumandos y donde sus pesos son los siguientes:

El peso @ de las funciones afines: Para cuales quiera i € {0,1,...,d} yje€ {1,..., hy, hy, +
1,...,hy + h1} determinaremos la siguiente casuistica

1. Si1 <j < hy, entonces Wij = wjj.
2. Sihy < j < hy+ hy entonces @;; = Wi(j—hy)-
Para los pesos f, para cualquier k € {1,... by, hy+1,..., hy +hi}yle{1,...,n+1}:

.Sike{l,...,h,} yl€{1,...,n} entonces By = By-

=

N

.Sike{l,...,hy} yl =n+1entonces B = 0.
3. Sike{hy+1,...,hy+hi}yl€{l,...,n} entonces B = 0.
4 Sike€ {hy+1,... .y +M} yl=n+1entonces By = B,

Notemos que f = (f1, fa, .-, fu, fus1), es decir f € F%*, y que para cada teorema o lema
cada una de las proyecciones de f cumple la tesis, es decir f cumple lo buscado. O
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® Idea clave corolario
4.8

En esencia, todos los resul-
tados probados hasta ahora
para redes neuronales con
salida real de dimensién
uno son vélidos para cual-
quier tamafio de salida, es
decir, lo que a nosotros nos
interesa podemos aproxi-
mar cualquier funcién me-
dible que vaya entre espa-
cios de dimensién finita.

® Idea clave
demostracién corolario 4.8

La demostracion del corola-
rio es totalmente construc-
tiva: si se desea una red
neuronal de salida s € N,
se construyen de manera in-
dependiente s redes neuro-
nales de salida de dimen-
sién uno (una para cada sa-
lida buscada) y las concate-
namos haciendo valer cero
las conexiones entre nodos
que no pertenecieran a las
redes de partida.



4. Las redes neuronales son aproximadores universales

Conclusion sobre el teorema anterior

A la vista de la demostracién constructiva se nos acaba de decir de manera indirecta que
si queremos construir una red neuronal a partir de un tamafio de conjunto entrenamiento
E y de salida de dimensién s, con una red neuronal de E X s neuronas en la ocultas serd
suficiente y para este caso la reflexiéon expuesta en la seccién 4.5.1 es idéntica.

4.7. Consideracion sobre la capacidad de calculo

Suele pasar peligrosamente desapercibido que el teorema 4.8 recién probado asegura que se
podra encontrar una red neuronal en #(IR%,R®) que aproxime todo lo bien que queramos
la funcién ideal; sin embargo, destaquemos que los pardmetros que caracterizan a la red
neuronal encontrada son reales. Es decir, si nuestra red neuronal toma valores irracionales
dificilmente serd computable en un ordenador por su infinitud.

Esto nos impone una nueva restriccion en el espacio de bisqueda, ya que no solo debe de
reducirse el error, si no que los pardmetros que representan la red deben de estar limitados
a cierta precision: la propia de un ordenador.

Comenzaremos viendo que en efecto una red neuronal con pardmetros en el cuerpo de los
enteros es factible como aproximador universal.

Teorema 4.9. El espacio H(Q?, Q%) es denso al espacio H(R?, R®).

Demostracion. Se quiere probar que para todo i" € H(R?,R?), dado cualquier € € RT
existird h1 € H(Q?, Q%) tal que p, (h",h7) < e.

La red neuronal /" estd determinada por un conjunto finito de pardmetros suponga-
mos que hay g y que estan determinados por un indice del conjunto A.

Sea zx? € R, el primer indice 4" definimos la red neuronal h! con coeficientes 0411 con
i € A de tal forma que los pardmetros que la determinan vienen dados

0

af =adconi€ Ayi#1.

El primer pardmetro a1, serd un nimero racional seleccionado de tal forma que se
satisfaga que

pu (W, 1Y) < g

Por la densidad de los racionales en los reales sabemos que a!.

Siguiendo la misma idea, para j € {2,...,q} se define la red neuronal 4/ cuyos para-
metro vienen dados por

i -1 . T
w,=wa; coni€ANyi#j

y 04 € Q seleccionado de tal forma que

ou(W, 1) < g
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4.7. Consideracion sobre la capacidad de cdlculo

De esta forma, en virtud de la desigualdad triangular, se ha encontrado una red
neuronal 17 que todos sus pardmetros son racionales y satisface p, (1", h7) < e. O

Si bien los nimeros racionales tienen el potencial de ser computados por su finitud,
seguimos sujetos a que el nimero de decimales y tamafio de su parte entera sean lo sufi-
cientemente pequefios como para poder ser representados y calculados con un ordenador.
Esto no tiene que ser, cierto y de hecho abre una nueva cuestién: Al aumentar el niimero
de neuronas, ¢la precision demandada por una red neuronal también disminuye?

De ser cierto este resultado, podria empezar a denominarse el espacio de las redes neuro-
nales de n neuronas y d bits de precision.

Es més, una vez limitados los decimales con los que se puede representar una red neuronal;
puesto que los ntimeros racionales son isomorfos a los enteros, se podria plantear establecer
un isomorfismo entre las redes neuronales con pardmetros en los racionales y el y el de las
redes neuronales con entradas en los enteros.

Todas estas pesquisas tienen su interés ya que por las arquitecturas actuales, los nameros
flotantes (racionales con un limite de decimales) se calculan en la GPUs, mientras que los
enteros en las CPUs, siendo més répidas la segundas* [LKC " 10].

4En el blog del investigador Long Zhou, se comenta se da una visién favorable sobre las CPUs y cémo en la
actualidad se comenten errores a la hora de comparar las GPUs y CPUs, dejo link a la publicacién. Consultada por
altima vez el 23 de mayo del 2022, URL: https://long-zhou.github.i0/2013/02/12/CPU-GPU-comparison.html
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5. Construccion técnica de las redes neuronales de una
sola capa

Vista la formulacién teérica de una red neuronal de una sola capa introducida en 4.1 expli-
caremos a continuacién una construccion técnica junto con un anélisis del costo necesario.
Particularmente el algoritmo presentado es una ligera modificacién del algoritmo de forward
propagation explicado en [Biso6], ha sido necesaria su modificacién para ser totalmente fieles
a nuestro enfoque tedrico.

Ademas, puesto que nuestro objetivo es optimizar seremos muy meticulosos en cuanto a
analizar el coste computacional tanto de cémputo como de memoria.

5.1. Componentes de una red neuronal de una capa oculta

Como ya habiamos definido en 4.1 para nosotros una red neuronal serd una funcién & :
X — Y con X C R%,Y C R® cuya proyeccién k—ésima viene dada por

n n d
hie(x) =Y Bixvi(Ai(x)) = Y Bixvi (wm + Ewﬁxi>
= - =

donde 7 es el nimero de neuronas, ; € I', funciones medibles definidas de R a R, B € R
y A € .A(]Rd)

Figura 5.1.: Grafo de una red neuronal de una capa oculta
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5. Construccién técnica de las redes neuronales de una sola capa

Ante esta definicién el nimero de pardmetros a ajustar es:
= De la forma Bj: ns.
= De la forma w;;: n(d +1).

Lo que hace un total de n(s +d + 1) parametros, done n es el numero de neuronas, s la
dimensién de salida y d la dimension de entrada. Por lo general d y s son fijos ya que se
suponen requisitos del problema, luego si se desea reducir el coste en memoria debera de
hacerse disminuyendo el niimero de neuronas.

Analizaremos mas a fondo su componentes.

Construccion de la primera capa

La primera capa estd compuesta por el conjunto de # combinaciones lineales del vector de
entrada (xq,...,x4) a las cuales denominaremos activaciones, n seré el niimero de sumandos
definidos en 4.1 que equivale al ntimero de neuronas en la capa oculta.

d
aj = wo; + )_wjixjconj e {1,...,n}.
i=j
Nos referiremos a los pardmetros wj; como pesos y al pardmetro wg; como sesgo.
La memoria necesaria serd (d + 1)n§ con § es el espacio requerido por un peso. El coste
computacional es ademads de d multiplicaciones y d + 1 sumas.

Unidades ocultas

Cada una de esas activaciones serd transformada utilizando una funcion de activacion vy,

zi = 7i(a;)-
En el contexto de las redes neuronales a z; se le conoce como unidad oculta. Esta podria ser
de nuevo transformada por una combinacién lineal, en nuestro caso tan solo por el producto
de un escalar, ya que como se adelant6 en la seccién 4.1, frente a la transformacién afin
usualmente propuesta, esta transformacién no es necesaria para asegurar la convergencia,
profundizaremos sobre esto mds adelante.
Finalmente la salida vendra dada por

n
hy = Zﬁikzi con k € {1,. . .,S}.
i=1

Noétese que ahora el tamarfio de variables de entrada es M y hay un total de s unidades de

activacion, tanto M como s son valores fijados por el disefiador de la red ya que a priori no
tenemos otra informacién.

5.1.1.  Consideraciones sobre la irrelevancia del sesgo

Dados X C R4, Y C R® y I' un conjunto no vacio de funciones medibles definidas de R
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5.1. Componentes de una red neuronal de una capa oculta

a R, denotaremos como H* (X, Y) al conjunto de redes neuronales a las cuales se le ha
afiadido un sesgo.

n

HYXY) ={h: X — Y/ Ih(x) =Y (Buri(Ai(x)) +ai),
i=1

donde h; es la proyeccién k-ésima de h con k € {1,...,s},

ne€WN,v; €T,Bi € Ry A; una aplicacién afin de R? a R}.

Esta claro que al introducir tal sesgo se afiade en memoria un coste de n§ con n
el niimero de neuronas en la capa oculta y que ademds el costo de cémputo se ve
aumentado en la misma proporcién. Sin embargo podria obtenerse un beneficio en
cuanto a precisién, vamos a proceder a analizar esta idea. Es evidente que

H(X,Y) CHY(XY) (5.1)
Ademds al estar trabajando con una sola capa, se tiene que para cualquier h* €

HT(X,Y)

n n

B =Y (Bivi(Ai(x) +ai) = Y (Bivi(Ai(x))) + O,

i=1 i=1

con O € R un pardmetro libre.
Ante esto, al igual que se hacfa en el lema 4.5 es facil obtener una neurona de valor
constante y por tanto, para un conjunto fijo de neuronas #, se tiene que

H;T(X/ Y) - Hn-i—l (X/ Y)/
de esta relacion se obtienen dos cosas: puesto que 7 era arbitrario y

H(X,Y)= | Ha(X,Y)
neN

entonces como espacios de funciones
H(X,Y)=HT(X,Y).

Por otra parte, la precisiéon que pueda aportar el sesgo es superada afiadiendo una
neurona mas a un modelo sin sesgo, es mds, también se obtiene una mejora en memoria,
ya que H; (X,Y) requiere de nF espacio de memoria adicional con respecto a H,(X,Y)
mientras que H,11(X,Y) de (d +1)F y por lo visto en el teorema de convergencia
universal 4.1, la precision se consigue afiadiendo neuronas (la dimensién de los datos es
fija), luego podemos suponer que n serd mayor que d + 1.

Hasta ahora hemos comparado la capacidad de expresién por la forma de los elemen-
tos de los conjuntos, para comparar su bondad aproximando, vamos a fijar un ntimero
de neuronas en la capa oculta n y y una funcién de error cualquiera que mida el error
dentro del conjunto de entrenamiento Ep : H'(X,Y) — R;.
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5. Construccién técnica de las redes neuronales de una sola capa

Todas las normas en R” son equivalentes luego no hay pérdida de generalidad fijando
una cualquiera.
Definimos también el error dentro del espacio A como

Ep(A) =inf{Ep(h) : h € A}.
Esta claro por la relacién (5.1) que
Ep(HT(X,Y)) < Ep(H(X,Y))

La clave ahora reside en si se satisface la desigualdad opuesta Es decir, dada cualquier
ht € H,7(X,Y) con un error de Ep(h™) existe h € H,(X,Y) tal que Ep(h) < Ep(h™).

Esto no es posible y para darse cuenta basta con considerar el caso de una neurona, con
G(x) su funcion de activacion y k € R™ definimos la funcién ideal como f(x) = G(x) +k.
Tomando tan solo dos puntos convenientemente seleccionados (por ejemplo M y —M tal
que G(—M) = 0yG(M) = 1) aprecia que H; (R, R) no puede aproximar f y sin embargo
f € Hf (R R).

Concluimos tras todo esto que aunque la precisiéon que se pueda obtener con funciones
de Hn(X,Y) y H, (X,Y) es diferente para un mismo ntimero de neuronas 7, afiadiendo
una mds el sesgo es irrelevante y ademds #, (X,Y) tiene mayor coste computacional,
por lo que afirmamos que es un artificio de las redes neuronales multicapa para enlazar
una capa con otra y que en redes neuronales de una capa oculta carece de sentido.

5.1.2. Modus operandi ante problemas que requieran un dominio de salida discreto

Es usual en la literatura presentar las redes neuronales con la salida compuesta con una
funcién 6, de tal manera que una red neuronal sea de la forma

n d
hi(x) = 6 (Z Biki (wOi + Z wjl-xl->> paracada k € {1,...,s}. (5.2)
i=1 j=1

El teorema universal de convergencia 4.1 nos asegura que dado un ntmero lo suficientemente
grande de neuronas tal composicién no es necesaria. Sin embargo, a nivel practico ese ntimero
de neuronas puede no alcanzarse y, por cémo se produce la convergencia, el resultado seran
funciones con imagenes con forma de dominios contenidos en IR”.

Por la naturaleza de la imagen de ciertos problemas no seria necesaria mayor modificacién
y con nuestra definicién serfa mas que suficiente. Pero en caso de que la salida tenga que
cumplir alguna restriccién, como por ejemplo en problemas de clasificacion que necesiten
de una salida discreta; seria necesario la composicién con una funcién 6 que discretice la
imagen como observdbamos en 4.7.

La situacién por tanto es la siguiente, si procedemos como en 5.2, se tendria que si f es el
patrén subyacente de la clasificacion y 6 la funcién que discretiza el dominio se debera de
encontrar i € H(IRY,IR?) tal que  aproxime a 0~ o f.

Lo cual exige que 6 tenga inversa y que sea medible, ademas de la cuestién de qué 6 es la
mads conveniente . ..
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5.1. Componentes de una red neuronal de una capa oculta

Es por ello que en nuestra aproximacion descartamos este modo de proceder y propo-
nemos el siguiente:

1. Entrenamos 1 € H(R? R?), esto dara una salida que no necesariamente sera
discreta.

2. Una vez que se ha calculado /, 6 se determina a partir de h.

Construccion de 6

Una vez fijada h, para A C D se define el conjunto

A= {(h(x),y) : (x,y) € A}.

A partir del cual 6 serd una funcién que se ha obtenido por el método de clasificacién
supervisada de los k-vecinos mas cercanos (k—NN) donde el conjunto de entrenamiento
es A.

El motivo por el que se ha optado por esta aproximacién es que si considerdramos 6
como una funcién a trozos usual definida como

f(x) =ysih(x) € L,

Donde I, puede no ser un intervalo conexo y que introducirfa complejidad al célculo
y determinacién de 6, es por ello que lo natural serfa entonces construir un funcién que
discretice a partir de los valores conocidos mds cercanos, esto es el algoritmo k—NN.

Construccion de k—NN

Si la dimensién de salida con la que se ha entrenado / es uno, es decir s = 1. Por ser R de
una dimensién lo natural seria hacer k = 1, es decir

Q(h(x)) = Ycercano,
donde (h(a), yeercano) € A y h(a) = min{[h(x) — h(b)| : (h(b),y) € A}.

La implementacién de la férmula anterior seria la siguiente:

Algoritmo 1: Célculo de la funcién 6 como clasificador 1-NN

1 Input: Conjunto de datos A.
2 Output: Funciéon 6 : R — R
1: {Definimos 6 como}

Function 6 (hy):
distanciaMnima < oo

clase < NADA
{Encontramos el més cercano}
para todo cada (h,y) hacer

si distancia(h, hy) < distanciaMnima entonces
| clase <y

L devolver clase
devolver 0
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Esta idea abre la puerta a
determinar mediante algo-
ritmos genéticos qué funcio-
nes de activacion podrian
resultar mas beneficiosas.

5. Construccién técnica de las redes neuronales de una sola capa

5.1.3. Qué funcion de activacion seleccionar

Los aspectos a tener en cuenta a la hora de seleccionar una funcién de activacién frente a
otra de una red neuronal serian los siguientes:

1. Espacio de memoria.
2. Coste computacional.
3. Efectividad en cuanto a reducir el error de aproximacioén.

Sobre la primera consideracion estd claro que el uso de una tnica funcién ahorraria el
tener que almacenar el tipo de funcién que se va emplear en cada neurona.

Respecto al coste computacional puede uno basarse en una andlisis teérico del ndmero de
operaciones y su complejidad o realizar un estudio empirico se ha realizado en al seccién
6.1.2.

Fijado cierto ntimero de neuronas, en lo que respecta a la precisién que nos puedan
aportar las funciones de activacion; por la idea intuitiva del funcionamiento de las funciones
de activacién mostrado en mostrada en 3.3 es un factor que repercute en los resultados pero
desconocido a priori.

5.2. Construccion explicita y evaluacion de una red neuronal

Ante todas las consideraciones expuestas y puesto que no existe ningtin resultado o hipétesis
a favor de combinar funciones de activacién, en pos de simplificar el estudio, vamos a suponer
a priori que todos los nodos estdn compuestos con la misma. Entonces, una red neuronal
para nosotros vendrd determinada dos matrices de pesos y una funcién de evaluacion.

Es decir siguiendo la idea constructiva expuesta en manuales tales como [CMoy] cualquier
h € Hy(R?,R®) de n neuronas en la capa oculta se implementa como (, My (147)r M(n41)xs)
con My, matrices de dimensiones f filas y ¢ columnas.

7y representa a funcién de activacién en cada nodo. M, (14, son los pesos de la primera
capa y M, 11)xs son los pesos de la salida.

Tomando como J,41 : R” — M(,,1),1(IR) a la aplicacién inyeccién que a cada vector
(x1,-..,%4) le hace corresponder el vector columna (1,xp,...x;)T. Ademas entendemos para
una funcién ¢ : R — R que la imagen de la composiciéon de una matriz con <y es evaluar
cada una de sus entradas por 7. Con esta representacion evaluar una red neuronal consistiria
en el producto matricial de

h(x) = M(n+1)><s ’ jn+l (7 (Mnx(1+d) : jd-i-l (x)>> .

El coste computacional de tal operacién es

Primera optimizacion reformulando la implementacion de una red neuronal

Sin embargo de acorde a nuestro modelo definido en 4.1, nuestra propuesta de representacién
es al siguiente:

(7,A,S,B) donde A € M,,,4(R),S € Myx1(R) y B € Msxn(R).

y con esta representacion la evaluacion seria
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5.2. Construccion explicita y evaluacion de una red neuronal

Operaciéon Apariciones
+ nd +ns = n(d+s)
X nd+1)+n+1)s=n(d+s+2)
v n
J 2

Tabla 5.1.: Coste computacional de la implementacién propuesta en [AMMIL12]

h(x)=B-y(A-x+85),

que tiene un coste computacional de

Operacién Apariciones
+ nd+n(s—1)=n(d+s—1)
X nd +ns =n(d+s)
v n
J 0

Tabla 5.2.: Coste computacional de nuestra implementacion de red neuronal de una capa

Que como vemos ha supuesto una mejora de

Operacién | Coste formulacién usual 5.1 | Coste nuestra propuesta 5.2 | Operaciones reducidas
+ n(d+s) n(d+s—1) n
X n(d+s+2) n(d+s) 2n
0% n n 0
J 2 0 2

Tabla 5.3.: Comparativas de coste computacional entre la implementacién usual de una red
neuronal y la nuestra

Ademéds se ha reducido el espacio de memoria en n unidades del tipo de datos que utilicen
las redes neuronales.

Ejemplo de evaluacion de una red neuronal

A continuacién vamos a dar un ejemplo basado en la red neuronal mostrada en la imagen
5.2, La red neuronal viene dada por las matrices: la matriz de la primera capa asociada es

01 —02
A= {—0.3 —0.1}

0.3
5=[o3
La matriz de pesos de la capa oculta seria

01 —06
b= {—0.6 0.5]‘

la matriz de sesgos
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5. Construccién técnica de las redes neuronales de una sola capa

Figura 5.2.: Ejemplo de evaluacién de una red neuronal de una capa con entrada y salida de
tamafio dos y dos neuronas en la capa oculta

Para la entrada x = (0.3,0.1) los sucesivos célculos serian

e [01 —02] 03] _ [oo1
=103 —o01| 01| = |-01]|
0017 (03] [031
Ax+5= {—0.1} + {0.5] = [0.4} :

_ 0311\ _ [7(0.31)] _ [0.3004
1(Ax+S) =7 ({o.sz - [7(0.4)} - {0.3799} '
Finalmente las respectivas salidas de las capas ocultas serfan

By(Ax+S) = {0'1 —0-6] [0.3004]

—0.1979
—-0.6 0.5 ] [0.3799 '

0.0097

5.2.1. Implementacion de una red neuronal y evaluacion

Como conclusién a todo lo explicado una red neuronal no seria mas que una estructura que
almacenara (1, A, S, B), esto es
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5.2. Construccion explicita y evaluacion de una red neuronal

Algoritmo 2: Estructura de una red neuronal

1 Entrada:

s d: Dimensién de los datos de entrada.
= 5: Dimensién que define una red neuronal.
= 7: Ntimero de nodos en la capa oculta.

struct {

A < Matriz n filas d columnas
S < Matriz n filas 1 columnas
B < Matriz s filas n columnas

} Red neuronal(d,s,n)

y si quisiéramos evaluar la red neuronal el algoritmo seria el siguiente

Algoritmo 3: Evaluacién de una red neuronal, Forward propagation

1 Entrada:
= x: Vector de atributos que se desea evaluar con la red neuronal.

» h=(v,4A,S,B) representa la red neuronal que se desea evaluar y la funcién de
activacion <y con la que se va a evaluar.

Function ForwardPropagation(h, x):

sensibilidad < A-x+S ;
primeraCapa < Se crea vector del mismo tamano que sensibilidad ;

para cada entrada-Iésima-Neurona € sensibilidad hacer
| primeraCapali] < «( entrada-Iésima-Neurona )

salida <— B - primeraCapa ;

devolver salida ;
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® Aclaracién gradiente
red neuronal

Puede a priori uno confun-
dirse con la notacién, pe-
ro recordemos que las re-
des neuronales estaban de-
terminadas por sus pardme-
tros (matrices), luego lo tni-
co que se estd haciendo es
derivar con respecto a tales
parametros.

® Idea general del algo-
ritmo gradiente descenden-
te

Cada iteracion se obtendra
una nueva red neuronal con
un error menor dentro de
los datos de entrenamiento
del conjunto.

5. Construccién técnica de las redes neuronales de una sola capa

5.3. Aprendizaje

Se entiende por aprendizaje de una red neuronal como el proceso por el cual se determina
el valor sus pesos, es decir, lo que en el ejemplo 5.2 consistia en las matrices A,S y B.

5.3.1.

De acorde a los capitulos uno y dos del libro [CMo7], una vez concretado el problema y
sus elementos (2.1.1) es necesario definir un método con el que aproximar la funcién ideal
f, para ello introduciremos el algoritmo de gradiente descendente. Se trata de un método
iterativo de minimizacién de funciones diferenciables.

En nuestro caso particular se quiere aproximar la funcién ideal desconocida f a partir
de funciones (redes neuronales) I € ’H(]Rd,IRS), concretamente se fijard un nimero n de
neuronas en la capa oculta. Dada también una funcién de error diferenciable y que no
presente puntos de inflexién E : H,(R?,R®) — IR, se toma red neuronal cualquiera hy €
H,(R?,R®) y fijado 7 € R,

Se define la sucesién

Método de gradiente descendente y backpropagation

hiy1 = he —nVE(h). (5-3)

Donde &, es una sucesién cuyos términos convergen a un minimo local.

Observaciones sobre el algoritmo

= El algoritmo solo encuentra éptimos locales con una dependencia crucial del valor de
inicio.

= La convergencia no es segura en un tiempo finito y requiere de criterios de parada.
= Debe de fijarse el nimero de neuronas en la capa oculta a priori.
= Sila funcién es convexa el minimo sera global.

= El pardmetro # puede ser cualquiera y debe de ser fijado o controlado por el disefiador.

Con el fin de reducir el coste del calculo del gradiente, se utiliza generalmente el algorit-
mo conocido como backpropagation que fue publicado en 1989 en el articulo [RHWS86]. Las
hipétesis bajo las que fue disefiado tal algoritmo fueron: redes neuronales con varias capas
y entendiendo por red neuronal un modelo mds costoso al nuestro. Es por ello que a con-
tinuacién plantearemos una version propia deducida y optimizada de acorde a nuestro
modelo.

Sea E;;, : H(]Rd,]Rs) — ]Rar la funcién para medir error habitualmente usada, la cual
tomaremos como el error dentro del conjunto de entrenamiento, esto es, si el conjunto de
entrenamiento D estd constituido por N datos de la forma (x;,y;) con x; el vector de entrada
o atributos y y; el estado o valor deseado para cualquier k € {1,...,N}. Para cualquier
h € H(R?,R®) denotando por /. a su k—ésima proyeccién, se define como métrica de error
dentro de D como .

Eul) =5 L Y0 -y
(xvy)eDk=1

puesto que % no es mas que una constante de proporcionalidad (y que por tanto no afecta

a la minimizacién) del error y que ademds puede ser corregida en 5.3 con #, con el fin de

8o

E(h) sera
diferenciable
si y s6lo si las
funciones de
activacion lo
son.



5.3. Aprendizaje

ahorrar coste computacional la fijaremos a conveniencia. Es decir, podemos suponer que
nuestra funcién de error a minimizar es

Ein(h) = % Y i(hk(x) — )%

(xy)eD k=1

Antes de adentrarnos en los célculos tengamos presente que hemos definido una red
neuronal i € Hn(IRd,IRS) como h = (hy,...,hs) con cada proyecciéon k—ésima dada por:

n d
x) =) B (040]‘ +). “ijxi> (5-4)
=1 i-1

para la cual hemos impuesto que la funcién de activacion o sea diferenciable.

Denotaremos como x| a la funcion caracteristica:

1 si se satisface ¢
Xl =

0 si no se satisface c.

Asi pues, en base al modelo expuesto en 5.4 a la hora de calcular el gradiente del error
con respecto a los pardmetros que determinan la red, tendriamos tres tipos de derivadas
parciales, las dependientes de B, las de ap; y las de a;;, para cada caso concreto y en virtud
de la regla de la cadena, se tiene:

= Derivada parcial del error con respecto a By donde v € {1,...,n}yw e {1,...,s}:

o 4 B B -] -

i (hk< yk a,B [Z ﬁ]kg (D‘O] + 2 0‘1]%)]

(xy)eD k=1
=) Xs: (he(x) — k) <Z Bom |ij‘7 (“oﬂr Z%‘%)D
(x,y)eD k=1 j=1"Fow i=1
s n d
Y (%) = wi) <Z X[j=vrk=w]7 (040]' +), Oéijxi> )
(xy)eD k=1 i=1 =1
d
= Z (hw(x) = Yw) (0' (D‘Ov + Z“z‘v%‘)) .
(xy)eD i=1
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5. Construccion técnica de las redes neuronales de una sola capa

= Derivada parcial del error con respecto a ag, donde v € {1,...,n}:

(xy)eD k=1

aai(oz) :80?01, [1 D i (hye(x) —]/)2} (5.6)

Iy zz () — ) 2l2)

(xy)eD k= 0o

s n d
YooY (%) — k) % lzlﬁij ("‘0j+ Zlfxijxiﬂ
o |j= i—

(xy)eD k=1
s n d d
( ;Dkzl Zﬁjkm o aoj—f—Zocijxi
x,y)€D k= = =
s d
Z Z hk yk Z ‘B]kO' &oj + Z 0ijXi a &oj + Z KijX;
(x,y)eD k=1 X0y i
s
( Z):Dkzl hi(x) — i) (Z ,B]ka (“O] + Zaz]xz> X[j=v] >
x,y)€D k=
s
Z h(x — V&) (ﬁvk‘T <"‘0v + Z D‘zvx1>>
xy)eD =1

= Derivada parcial del error con respecto a ayp donde u € {1,...,d} yv e {1,...,n}

dE(h) s . Y ‘
0y azxuv |: xy)eDk:Z;( k<x> ]/k) ] (5-7)
- Oy (x)
2(h
(x yz):eDk:Z‘i ‘ ow
= L e -wg [z Bac <a0] " z ]ﬂ
x,y)eD k=
s n d
- L Lo -w) (121 By la (W N }:aijxi)b
x,y)€D k= = -1
s n d
= Z Z (h(x) — k) (Z ,Bjk‘T (“0] + Z“zﬂﬁ) % xoj + Z“z‘j%’])
(x,y)eD k=1 j=1 i=1 u i=1
= Z i‘, (hk(x> - ]/k) (i :B]kg <D‘O] + Z“zﬂﬁ) X[i—u/\j—v]xi>
(xy)eD k=1 j=1 i=1
= Z i (hk(x) _yk) (‘ka(f/ (DCOU + Z“z’v%‘) xu) .
(xy)eD k=1 i—1

Recapitulando los resultados, el célculo de las derivadas parciales con u € {1,...,d},
ved{l,...,n}ywe{l,...,s} consiste en:
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5.3. Aprendizaje

= Por el desarrollo (5.5) la derivada parcial del error con respecto a By es:

d
a(—;;(:;) = Z (hw(x) = Yo) <‘7 <“07’ + izlai”x’)) )

(xy)eD

= Por el desarrollo (5.6) derivada parcial del error con respecto a «g, es :

s d
P = ¥ Y ) w0 (ﬁvka' <a00+z«ivxi>).

datgo (x,y)€D k=1 i=1

= Por el desarrollo (5.7) derivada parcial del error con respecto a «y:

. d
9ER) _ Y. Y (lx) — i) (ﬁvk(f’ <0¢Ov + Z"‘ivxi> x”) :

Ittip (xy)eDk=1 i=1

Si el célculo se hiciera sin tener mds consideracién alguna que la propia expresion e
incluso obviando el coste de aplicar forward propagation, la diferencia y el producto supondria
el computo que mostramos en la tabla 5.4.

Numero de pardmetros +/= X[+ ol

(5.5) %ﬁk)) ns ns(d +1) nsd ns
(5.6) a;’ﬂg;_) n nd n(d+1) o | n
(5.7) 357(? nd nd? nd(d +2) o | nd
forward propagation n(s+1+4d) n2(d+s)(s—1+d) [ n?(s+1+d)(d+s) [ n | o

Tabla 5.4.: Coste computacional de aplicar directamente el algoritmo de gradiente descenden-
te para actualizar h € H,(R?, R®)

Abordar el problema de manera directa es muy ineficiente. Basta fijar un par (x,y) € D
para darse cuenta de que el célculo de h(x) — y se repite n(s + 1+ d) veces y que ademds,
como mostramos en la tabla 5.5 hay célculos que se repiten en (5.5), (5.6) y (5.7).

Expresion repetida en agﬁ(:) aaE a(;) ag DE:) Total apariciones para i | Coste total | Coste en memoria
Qi 27:1 0jiXj 1 1 d d+2 n(d+2) n
Bixo’ (0601‘ Z}i:l Dcﬁx]-) 0 1 d d+1 ns(d+1) ns

Tabla 5.5.: Veces que se calcula una misma expresion para el cdlculo de gradiente descendente
fijado un i y coste en memoria en unidades si se almacenara el cdlculo de todos
es0s parametros.

Notemos ademds que las expresiones del tipo ag; + v, a;jx; son las que denotdbamos
como sensibilidades en el algoritmo de forward propagation 3.
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5. Construccién técnica de las redes neuronales de una sola capa

5.3.2. Motivacion para almacenar calculos parciales

A la vista de las repeticiones de célculos, su coste computacional, ofrece un gran beneficio
almacenar /1 (x) — v, ya que el coste de célculo aumenta de manera lineal conforme aumenta
el nimero de neuronas mientras que se mantiene constante el costo en memoria.

Para el resto de expresiones podria no estar tan claro su beneficio, ya que estamos en una
situacién en la que el coste en memoria y de cdlculo aumentan de manera lineal con respecto
al namero de neuronas.

Sin embargo, para un cédlculo directo sin almacenar operaciones intermedias, seria nece-
sario reservar en memoria espacio para n(s + 1+ d) parametros, ya que no se deberia de
sobreescribir los pardmetros antiguos con los nuevos ya que afectaria al calculo.

Por otra parte, hemos observado que el coste en memoria de ir almacenando los resultados
parciales 5.5 y el propio coste en memoria de nuestro algoritmo 5 supondrian un espacio de
n(d +2s + 3) + 1. Asi pues se acaba de probar que un algoritmo directo es peor en coste de
calculo y ligeramente mejor en memoria frente a otro que almacene los resultados parciales.

Por lo que los algoritmos que proponemos a continuacion se basardn en almacenar estos
resultados.

5.3.3. Algoritmos de actualizacion de pesos de una neurona

Nuestro objetivo es aplicar el algoritmo de gradiente descendente, codificaremos una red
neural i € Hn(le, IR%) de estructura (A, S, B), como dos matrices de pardmetros a y By de
respectivos tamafios d x (n+1) y s x n:

(wjj) coni € {1,...d}, je{1,...n}.
(wgj) conj€{l,...,n}.
(Bjx) conje{1,...n}, ke{l,...s}.

A
S
B

De esta manera h modificard el valor de sus pesos de acorde al algoritmo de gradiente
descendente 5.3 que viene dado por
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5.3. Aprendizaje

Algoritmo 4: Algoritmo gradiente descendente conocidas las derivadas parciales.

1 Input:h red neuronal y conjunto de entrenamiento
2 Output: I actualizada de acorde al algoritmo de gradiente descendente.

1: Debe @Q calcularse ¢ previamente VE(h), es decir cada una de las derivadas parciales,
esto se hard en el algoritmo 5.

2: Actualizacién de los pesos de A
para j € {1,...n} hacer

para i € {1,...d} hacer
JE(h)
Rij = i — 11—~
ij
; Actualizacién de los pesos de S
para j € {1,...n} hacer
oE(h)
0(0]' — (XQ]' -1 atXO'
]
;: Actualizacién de los pesos de B
para k € {1,...s} hacer
para j € {1,...n} hacer
JE(h)
Bik < Bk — UW
]

Notemos la necesidad de una variable 7 € R que es prefijada. En la terminologia de /
aprendizaje automadtico se suele referir a ester término como tasa de aprendizdo learning

rate \jna amplia literatura sobre cémo debe seleccionarse y variantes adaptativas-del mismo,

: AMMIL12].
fo W(.oj{\s%;e‘ JU-’[‘ 12] /
La complejidad afgorftfiicatdel algoritmo de gradiente descendente recae principalmente

en el coste de calcular los gradientes, la cual calculamos en la seccién 2. En resumen su
complejidad es

O(max{nd, ns, coste calculo de los gradientes}) =
= O(coste calculo de los gradientes) =
= O(|D|nds).

. £ . . -~ .
Procederemos ahora a determinar el cdlculo del gradiente, como hemos VIS’E9 este Vlene'p(
determinado por la expresion.

El algoritmo que se muestra a continuacién supone que la memoria no es un problema asi
que se plantea para que no haya ningtn célculo repetido.

\pepbreale .



5. Construccién técnica de las redes neuronales de una sola capa

Algoritmo 5: Algoritmo célculo del gradiente VE(h).

«  Inputh € H,(R?,R®) red neuronal que representaremos como en 5.3.3 y D
conjunto de entrenamiento, con pares (x, ).

> Output: Gradiente del error, esto es VE(h) que se almacena en las siguientes
variables:

OE(h)
aﬂéij :

) . 9E(h)
= parcialB;; hace referencia a By

» parciala;; hace referencia a

1: Inicializamos respectivamente las variable que contendran a las derivadas parciales
= parciala;; < matriz de reales de tamafio n + 1 x d con entradas a cero.

®» parcialB;; <— matriz de reales de tamafio s X n con entradas a cero.

2: para cada para (x,y) € D hacer

5: Calculamos forward propagation para cadai € {1,...n} hacer
h: Célculo de las sensibilidades vector § donde su componente i—ésima viene

dada por
6; ¢ woi + Z?:l KjiXj.
5: Célculo de la salida de los nodos, vector s donde cada componente es
Sj < 0'((51').
6: Almacenamos las derivadas
dSl' — (7’/(51').
para cada k € {1,...s} hacer
| derivadap; < Bjrds;

7: hy < Bs (se multiplica la matriz de coeficientes de la red neuronal por la salida
previamente calculada)
B: diferencia < hy —y

p: Célculo de gradiente de %

para u € {1,...n} hacer

para v € {1,...s} hacer
| parcialB,, < parcialB,, + diferenciays;.

1p: Cdlculo del tipo %Eai(”]?

para v € {1,...n} hacer

para k € {1,...s} hacer
auxiliarDiferenciaPorDerivada <— diferenciay derivadap .

parcialag, < parcialag, + auxiliarDiferenciaPorDerivada.

para u € {1,...d} hacer
| parciala,, < parciala,, + auxiliarDiferenciaPorDerivada x,.

Analisis de la complejidad
Notemos que la complejidad computacional del algoritmo 5 es:

= Coste de calculo: Entendiendo suma, productos y evaluaciones como constante de
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5.3. Aprendizaje

valor 1 el resultado es:

coste =|D|(n(1+1+1+s)+1+1+ns+ns(l+1+4d))
=|D|(n(3+s) + 3ns + nsd)
= |D|(4ns + dns + 3n)
< |D|3 max{4,d}ns.

La complejidad del algoritmo resulta por tanto O(|D|nds). De aqui se deduce, puesto
que s, d son constantes fijas que a nivel préctico serdn mucho menor que el ndmero de
neuronas 1 y el nimero de datos de entrenamiento |D|, que lo que afecta primordial-
mente al coste es |D| y n.

Si queremos converger con cierta precision, el teorema de aproximacién no nos permite
reducir n. Sin embargo, si suponemos que D presenta datos independientes e idéntica-
mente distribuidos tomar un subconjunto aleatorio mantendria un buen estimador del
error actual y por ende del aprendizaje.

La clave entonces reside en qué tamafio de subconjunto tomar, en articulos como
[PKK ™" 19] se ofrece una posible estimacién basada en reducir el ntimero de épocas, es
decir ejecuciones del algoritmo de gradiente descendiente.

= Coste en memoria: El coste total de memoria, entendiendo por una unidad aquella
que almacene un pardmetro concreto de la red neuronal sera:

Coste en memoria =nd + n(s+1) parciales
+n(l+1+5) cdlculo de §,s,ds y derivadap
+1 variable auxiliar

=n(d+2s+3)+1.

5.3.4. Otras alternativas al alternativo de gradiente descendente
N_/\—’vm-

Recordemos que nuestro enfoque partia de fundamentar toda decisién de disefio de manera
rigurosa. Destaquemos por tanto que en el algoritmo de gradiente descendente se introduce
la restriccion de que las funciones de activacién deben de ser diferenciables.

Esto, a priori, no es de extrafiar, ya que si buscamos optimizar algtin aspecto, en algtin
momento deberemos de particularizar o reenfocar algunos de los componentes del problema,
sin embargo jexigir tales restricciones estd sustentado te6ricamente?

Desde un punto de vista analitico la forma por excelencia de minimizar radica en la
derivacién. Pudiéndose relajar el concepto de derivada a derivada débil o incluso trabajar
en el ambiente de teorfa de distribuciones, donde casi todo se puede derivar [Lig58]. La clave
serfa poder implementar los calculos y obtener buenos resultados experimentales.

La cuestion reside entonces si existen otras alternativas al algoritmo de gradiente desce/
dentaﬁ%)'drian reducir el costo computacional del proceso de aprendizaje.

Para ello se ha consultado el estado del arte actual encontrando publicaciones como:

5.3.4.1. Gradients without Backpropagations

A finales de este mismo aﬁo%e publicé el articulo Gradients without Backpropagations [BPS™ 22], /

en él se introduce el algoritmo al que acufian como forward propagation y al que posicionan los
propios autores como una alternativa mds eficiente en coste que el algoritmo de Backpropagation.
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5. Construccién técnica de las redes neuronales de una sola capa

Por desgracia, en este articulo no se da una demostracién formal que verdaderamente
explique el beneficio computacional, sino que se basan en meras experimentaciones.

Sin embargo, tiene su interés y es por ello que lo mencionamos, en indicar que existe
margen de mejora imponiendo como restricciéon el que las funciones de actvacion sean
diferenciables. Esta tendencia se puede ver también en articulos como [WY1o0].

5.4. Inicializacion de los pesos de una red neuronal

Como observdbamos en la seccién 5.3.1, el gradiente descendente pretende en cada iteracion

mejorar la solucién encontrada, pero es totalmente sensible a la posicién inicial de los pesos.

Presentamos por tanto la siguiente propuesta para inicializar una red neuronal a modo de
intentar que sus pesos se encuentren ya cerca de la solucién. Destaquemos que este algoritmo

no solo servird exclusivamente para el método de gradiente descendente sino para cualquier

otro dependiente del punto inicial.

5.4.1. Estado del arte relacionado
® Qué es un backbone
Se denomina buckbone alos g ha comprobado en la practica que el uso de backbornes reporta mejoras sustanciales en
nodos de una red neuronal

que han sido inicializados €l entrenamiento de redes neuronales, véanse articulos como [LCL"21], [GCZ"19] y sus
con valores de otras redes referencias.

neuronales ya entrenadas. X . L.

Por ejemplo si quisiéramos Cuando se carece}( de backbones o no es posible utilizarlos, una buena técnica para dar
clasificar insectos y partie- ;13 yalor inicial a los pesos consiste en basarse en metaheuristicas tales como algoritmos
ramos de una red neuronal . K P X . .
que se entrend para clasifi- ~ geneéticos, ver [Monoz2], sin embargo estos tienen un coste Computac:10nal importante.

car frutas. Ante esta situacion, nuestro algoritmo propone una inicializacién de bajo coste compu-

tacional y que no necesita de mas valores que los del conjunto de entrenamiento.

5.4.2. Descripcion del método propuesto

La idea proviene de la demostracion casi constructiva del teorema 4.8.
Se desea inicializar los pesos de h € H,, (]Rd, IR%), para la cual, una vez fijado el nimero
n de neuronas de nuestra red neuronal, serd necesario determinar un subconjunto AD
de datos de entrenamiento.
La bondad del resultado depende en gran medida de l/%, puesto que a priori se carece
de hipotesis, se seleccionard de manera aleatoria bajo supuesto de una distribucién /
independiente e idénticamente distribuida de los datos.
Como apunta la demostracién, debe 5]@’ encontrarse un p € RY satisfaciendo que /
p- (x; — xj) # 0 para cualesquiera atributos x;, x; distintos de A.
Es decir que se estaria considerando un vector que no pertenezca a una unién finita
de hiperplanos ortogonales de IR". De manera tedrica la probabilidad de seleccionar un
p v que pertenezca al espacio ortogonal es 0, sin embargo esto no quiere decir que no
pueda pasar.
Tomaremos por tanto un p aleatorio y a partir de él seleccionaremos A lo suficiente-
mente grande para que al menos n vectores admitan de manera estricta la ordenacion:
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5.4. Inicializacion de los pesos de una red neuronal

p-x1<p-x<---<p-xp. (5.8)

Para continuar, para la funcién de activacion seleccionada -y, por como se definen existira
un M € R" tal que

7(K) =1y y(—K) = 0 sean constantes para todo K > M. (5.9)

Una vez concretados los valores p, A y M que satisfagan las condiciones (5.8) y (5.9)
falta concretar los valores iniciales de la red neuronal. /
Para ello debemos/&e’calcular el valor de las matrices (A, S, B) que definen a una red
neuronal y que presentamos en la seccién 5.2.1.
Recordemos que A y S tienen tantas filas como neuronas y B tantas columnas como
neuronas.
Usado la notaci6n vectorial p|; j = (pi, pi+1,- -, pj) donde (po, p1, ..., pa) = p, comen-
zaremos definiendo el valor de la primera fila como

S1 = Mpo,
Ay = Mp[l,d]/
B*l =Y.

Los valores de la fila k-ésimag(de las matrices (A, S), vendran determinados por la
tinica funcién afin A € A(R?), dada por Ay (x) = Bi(p - x), con By como la tinica funcién
afin de R en R que cumple que

Be(p-xk-1) =—M 'y B(p-x¢) =M. /
Qaéﬂ\Esto equivale a calcular las constantes reales &.
Si tenemos presente que

E‘kp(p ) xkfl) t+a=—M 'y E‘kp(p ’ xk) + Qs = M.

Resolviendo el sistema resulta que

G — oM
kp = p-(a—x1) )
s = M — dgp(p-2,1) = M

— M
~ PG P %)
Luego los coeficientes de la red neuronal A, S se deducirialde

~— _—
Qgp = dgs = M — ﬁ(ﬁ “Xp-1)
Mk = BkpPi = i ) Pi

Esto define un sistema lineal compatible cuya solucién son las respectivas filas y
columnas:
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5. Construccién técnica de las redes neuronales de una sola capa

Sk =M~ s (P %)
_ 2M

Aki = p—x ) Pi

Bk = Yk — Yr—1

Con todo esto el proceso algoritmico resultante es:

Algoritmo 6: Inicializacién de pesos de una red neuronal

1 Input: Tamafio red neuronal 7, conjunto de datos de entrenamiento D, constate M
involucrada en 5.9.
> Input: Red neuronal, representada con las matrices (A, S, B).

1 Inicializamos p.
p + vector de R**1. {Como heuristica sera generado con distribucién uniforme en el
intervalo [0, 1]}

2. Seleccion de los datos de inicializacion A C D.

A+ {2}

mientras famario de A < n hacer
Tomamos de manera aleatoria (x,y) de D. %&o?
si para todo (a,b) € A se satisface que p - (x — a) entonces

A< AU{(ny)}-
{A estd ordenado conforme a la propiedad 5.8 }

3: Cdlculo de los pardmetros base de la red neuronal.
Para el primer (x1,y1) € A

Sl = MPOI
Are = Mppa),
B*l =Y1-

A= A\ A{(x1,51)}
4 Cdlculo del resto de neuronas. para cada (xy,yx) € A hacer

2M
Ss=M— ———(p-x;_
: p'(xk_xk—l)(p 1)
2M
A= —i——p; 1€{l,...d},
ki P'(xk—xkfl)pl { }
B*k =Yk — Yk-1-

;: return (A, S, B).

5.4.2.1. Coste computacional algoritmo de inicializacién de pesos

Antes de comenzar con el andlisis notemos que el algoritmo tiene un componente aleatorio
introducido en la seleccién del p; y que en el peor (y con probabilidad nula) de los casos
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podria acabar con coste O(|D|) devolviendo un resultado erréneo.

Sin embargo, en virtud de las observaciones hechas en la descripciéon del método, la
mayoria de los datos del conjunto de entrenamiento tomados para inicializar la red neuronal
cumplirdn la propiedad de ortogonalidad y por tanto una buena heuristica es suponer que
el paso 2 del algoritmo, Seleccion de los datos de inicializacion se va a realizar con un coste de

orden lineal a n._,
De esta manera el algoritmo de inicializacién de pesos propuesto tendria una complejidad
O(n).

Notemos que este coste es bastante menor al de realizar backpropagation y que ademads éste
deberia de realizarse repetidamente pare mejorar el error considerablemente, mientras que
el nuestro tan solo una vez.

S:Qﬁf’z DT
5.4.2.2. Observaciones

Observemos i%uestro algoritmo, para un mismo conjunto de entrenamiento es capaz de
producir infinitas soluciones diferentes ya que existen dos variables libres M y p.
%ﬁ constante M depende de la funcién de activacion seleccionada y recordemos que debe
e

escogerse para que satisfaga la condicién 5.9. &

Presentamos a continuacién en la tabla 5.6 el valor M para alguna&funcidnede activacion.

Funcién de activacién | Valor minimo de M
Funcién rampa
Cosine Squasher

Funcién indicadora o

Q NIRf R

Tabla 5.6.: Valor minimo del pardmetro M en algoritmo de inicializacién de redes neuronales
segln la funcién de activacién seleccionada.

5.4.2.3. Generalizacion del método para funciones de activacion

A priori si la funcién de activacién no cumple las propiedades demandadas no podria ser
utilizada en el algoritmo. Sin embargo, es posible ver que se puede generalizar para‘Tunciones
de activacion Wcomoﬁeﬁnidas en 6.1.

D)

= Por el teorema 6.1 también serd valido para funciones de activacion que sean afines a
una que satisface 5.9. El proceso constructivo consistiria en: (1) hacer que la red apren-
da con la funcién que cumple los requisitos 5.9. (2) Los pesos obtenidos transformarlos
con la misma técnica que se aplica en la demostracién del teorema 6.1.

= Funciones de activacién asintéticas a o o 1, esto es funciones que satisfacen que:

1. limye P(x) = 1.

2. limy 0o Pp(x) = 0.

3. Que cumpla que ¥(x) # 1 para todo x € R o {(x) # 0 para todo x € R .
Bastard con tomar un M lo suficientemente grande.

= Para funciones del tipo anterior, pero asintéticas a a,b € IR, con alguno de los extremos
a, b distintos de 0 y 1, bastard con realizar una transformacién af(i}PQ,f cumpliendo que

fla)=0y f(b) =1y aplica&eorema 6.1.
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5. Construccién técnica de las redes neuronales de una sola capa

De esta manera se pueden ampliar las funciones de activacién validas, afadiendo algunas
como:

Funcién de activaciéon

Valor minimo de M
Funcién rampa

1
Cosine Squasher Z
Funcién indicadora o 0
Funcién de activacién Valor minimo de M
Sigmoidea con M = 10 el error menor de 10>
Tangente hiperbélica | con M = 7 el error menor de 10~
Hardtanh

1

Tabla 5.7.: Valor minimo del pardmetro M en algoritmo de inicializacién de redes neuronales
segtn la funcién de activacion seleccionada (con mds resultados).

TODO issue 107: Hacer experimentaciones
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6. Funciones de activacion

Como se observo en 4.2 se desconoce tedricamente si una funciéon de activacién va a ser
mejor que otra, es por ello y puesto que nuestro objetivo es reducir el coste computacional de
una red neuronal que procederemos a realizar un andlisis del costo de las redes neuronales.

6.1. Caracterizacion de las funciones de activacion

Si bien por conveniencia tedrica definimos las funciones de activacién en 4.2 como una
funcién de ¢ : R — [0,1], no decreciente, con uno como limite en infinito y cero como
limite a menos infinito.

Nos basaremos en el concepto actual de funcién de activacién: basta con que sea una
funcién no polinémica (véanse los articulos [SM15], [ADIP20] y [Fun89]), ademds también
incluiremos la funcién de activacién identidad.

Funciones no polinémicas hay infinitas y reincidimos en que a priori no hay una mejor
que otra; por tanto, como criterio de seleccién nos guiaremos por la intuicién que nos brinda
la demostracién del teorema 4.4. La imagen de una funcién de activacién es relevante a la
hora de aproximar la funcién ideal desconocida, ya que reduce el nimero de neuronas si
se usa convenientemente. Por lo tanto, una buena heuristica seria disponer de un repertorio
basico de funciones de activacién que contemplen distintas imdgenes no polindmicas.

Ademés de las propuestas en 4.2, afiadimos a nuestra coleccién las siguientes.
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6. Funciones de activacion

con a € Rt valor pequerio.

Nombre Expresién Rango imagen Gréfica
Identidad Id(x) =x (—00, +00) - /
Indicadora A € R Indicadora, (x) = (52} {0,1} -
Funci6én umbral p polinomio Threshold(x) = 1(p(x)>0} {0,1}
Funcién rampa Rampa(x) = x1(gcxc1y + 1z>1y [0,1] J
Sigmoidea o(x) = 1+1e" 0,1) /
Tangente hiperbélica tanh (-1,1) - f
Valor absoluto abs(x) = |x| [0, 4-00] »
Coseno cos [-1,1] - W
Cosine Squasher CosineSquasher(x) = (1 +cos (x+3%) %) Ygrax<gy T Yz [0,1] . I
ReLU ReLU(x) = max(0, x) [0, +00) B
-1 si x< -1 N
Hard Hyperbolic Function Hardtanh(x) =< x  si —1<x<1 [-1,1] .
1 si ox>1 )
ax si x<0 :
LReLU,(x) = ’
Leaky ReLU s x>0 [0, +-00) /
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6.1. Caracterizacion de las funciones de activacion

Teorema 6.1. Sea ¢ € A(R?) una transformacion afin, sean dos funciones de activacién o,y
tales que

poo =7,

entonces para el espacio de redes neuronales de n neuronas creado con la funcion de activacion o
es iqual al espacio de redes neuronales creado con la funcién de activacion -y.

Demostracion. Sea Hg +(R%,IR?), el espacio de redes neuronales con 1 neuronas con
sesgo.
Para cualquier h € ’H;n(IRd, IR?) la proyeccién i-ésima de h serd de la forma

n

hi(x) = ) _(Bjo(Aj(x)) +kj),

j=1
conx € R?, B, ki € R, A; € A(R?).
Procedemos a definir /;(x) como sigue y se tiene que

n n

hi(x) = Y (Bip(o(Aj(x))) +kj) = Y (Bjo(A;(x)) + k),

=1 j=1

conx € R%, B, ki € R, A; € A(R?), por lo que esté claro que h;(x) € H; (R, R®).
Pero por hipétesis del teorema ¢ o ¢ = -, por lo que i;(x) € ’H{n(]Rd, R9).
Basta con considerar la transformacién afin inversa para ver que ambos espacios son
isomorfos

HE L (RY,RS) ~ HE L (R RS).

Dos conjuntos isomorfos donde para cualquier & € H 1(RY,R?), se tiene que h €

Hiy (R?,IR®) via el isomorfismo y luego componer con la inversa de la aplicacién afin.
Como demostramos en 5.1.1 se tiene que

He (R RS) = 1T, (R, RS) C Ho i (R RS) C HE (RY,R*) =M}, .4 (RY,IRY).

Por lo que para un n arbitrariamente grande, se acaba de probar lo buscado.

H, (R, R®) = Ho (R, RY).

Relevancia practica del teorema

Este teorema lo que nos esté diciendo es que si dos funciones de activacién tienen la misma

forma (independientemente de su grafo) entonces aproximaran igual de bien, es decir, con

el mismo error dentro de un conjunto de datos. Esto a nivel practico significa que si se
tienen dos funciones de activaciéon con la misma forma (o muy parecidas) elige la que
tenga menor costo computacional, porque a nivel teérico aproximaran igual de bien y de

esta manera ahorraremos recursos.
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6. Funciones de activacion

Notemos ademads que la demostraciéon nos ensefia que la igualdad se da independiente-
mente del niimero de neuronas fijado, es decir que no es un resultado asintético (lo asintético
en términos précticos significa que sea resultado de una serie de aproximaciones).

Asi pues a la vista de la imagenes de las distintas funciones de activacién recogidas en la
tabla 6.1 y por el recién probado teorema 6.1 podemos determinar a priori que de manera
tedrica existen conjuntos de funciones que aproximadamente puedes producir los mismos
resultado, compararemos entonces su coste computacional y tomaremos como representante
de la clase aquel que sea de menor coste.

Grupo escalera Grupo sigmoide Grupo ReLU
Rampa
Indicadora Sigmodea ReLU
Umbral Cosine Squasher LReLU
tanh
Hard Hyperbolic Function

Tabla 6.2.: Agrupaciones de funciones de activacién con forma similar

6.1.1. Implementacion de las funciones de activacion en la biblioteca de redes
neuronales

Las funciones de activacién han sido implementadas con cuidado de que sean eficientes y
valiéndose de las caracteristicas propias de Julia, para ello se han utilizado técnicas como:

= Programacién modular: Tal y como se recomienda en la documentacién de Julia * se ha
utilizado una médulo en la implementacién de la biblioteca, esto aporta los siguientes
beneficios:

* Los médulos pueden ser precompilados y de esta manera se aceleraria la carga y
el tiempo de inicializacién.

* Encapsulamiento de los métodos y facilidades de uso del espacio de nombres, lo
cual forma parte de una buena metodologfa de programacioén.

= Macros®: que permiten sustituciones de cédigo cuando el cédigo es analizado por el
compilador, de esta manera, funciones que devuelven otras funciones dependientes de
un parametro se verdn beneficiadas. Puede encontrar la implementacién de esto en la
biblioteca de redes neuronales implementada en nuestro repositorio 3

6.1.2. Coste computacional funciones activacion
6.1.2.1. Disefio del experimento

El experimento para comparar los resultados ha consistido: Se ha evaluado cada funcién a
comparar 20000000 veces y se ha medido cuanto tarda. Esto se ha repetido 15 veces. Puede

*Consultada en la pagina web oficial de Julia a dia 23 de mayo del 2022 con URL: https://docs. julialang.org/e
n/v1/manual/modules/

?La informacién consultada de macros ha sido de la pégina oficial de Julia, a dia 23 de mayo del 2022, URL:
https://docs. julialang.org/en/v1/manual/metaprogramming

3Esto es en https://github.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales/tree/main/Biblioteca-Red
es-Neuronales/src/activation_functions. jl
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6.1. Caracterizacion de las funciones de activacion

encontrar la implementacion concreta y los resultados concretos de cada iteracién en el
repositorio del proyecto 4.

6.1.2.2. Test de hipotesis

Compararemos si los resultados son significativos utilizando la prueba de los rangos con
signo de Wilcoxon (véase [DD22], [McD14], o la web de cienciadedatos.net 3).

La motivacién de realizar esta prueba es la siguiente:

= Las muestras son independientes.

= Los datos tomados, el tiempo, permiten ser ordenados.

= El tamafio de muestra es pequefio y no podemos asegurar normalidad de la datos.
Hipétesis

= Hjp: La mediana de las diferencia de cada par de datos es 0.

= H;: La mediana de las diferencia entre cada par de datos es diferente de cero.

La utilidad de este test es que si rechaza la hipétesis la hipotesis nula sabremos que con un
95 % de certeza tendran medianas diferentes, es decir, existe una diferencia de tiempos. En
caso de que no se rechace no podremos afirmar nada. Puede encontrar la implementacién
en el repositorio del proyecto °.

Los resultados del test de Wilcoxon han sido los siguientes:

cte 1 Identidad Threshold de 2x | CosineSquasher | Indicadora de o
cte 1 - No rechaza Hy | Rechaza Hy Rechaza Hy Rechaza Hy
Identidad No rechaza Hy | - Rechaza Hy, Rechaza H Rechaza Hy
Threshold de 2x Rechaza Hy Rechaza H - Rechaza Hy No rechaza Hy
CosineSquasher Rechaza Hy Rechaza Hy Rechaza Hy - Rechaza Hy
Indicadora de o Rechaza Hy Rechaza Hy No rechaza H Rechaza Hy -

Rampa Rechaza Hy Rechaza Hy No rechaza Hj Rechaza Hy Rechaza Hy
ReLU Rechaza H, Rechaza Hy No rechaza Hj Rechaza H, No rechaza Hj
Sigmoid Rechaza Hy Rechaza Hy Rechaza Hy Rechaza Hy Rechaza Hy
Tangente hiperbdlica | Rechaza Hy Rechaza Hy Rechaza Hy Rechaza Hy Rechaza Hy
Valor absoluto Rechaza Hy Rechaza Hy Rechaza Hy Rechaza H Rechaza Hy
Coseno Rechaza Hy Rechaza Hy Rechaza Hj Rechaza Hy Rechaza Hj
Hardtanh Rechaza Hy Rechaza Hy Rechaza H, Rechaza Hy Rechaza Hy
LReLU Rechaza Hy Rechaza Hy No rechaza Hy Rechaza Hy No rechaza Hy

Tabla 6.3.: Resultados 1 de 3: Rechazos con un 95 % de confianza en el test Wilcoxon.

4En el directorio de experimentos de https://github.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales.

5Prueba de los rangos con signo de Wilcoxon by Joaquin Amat Rodrigo, available under a Attribution 4.0 Interna-
tional (CC BY 4.0) at https://www.cienciadedatos.net/documentos/18_prueba_de_los_rangos_con_signo_de_w
ilcoxon Con fecha de visita el 22 de mayo del 2022.

6En el directorio de experimentos de https://github.com/BlancaCC/TFG-Estudio-de-las-redes-neuronales.
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6. Funciones de activacion

Rampa ReLU Sigmoid Tangente hiperboélica
cte 1 Rechaza Hy Rechaza Hy Rechaza Hy | Rechaza Hy
Identidad Rechaza Hy Rechaza Hy Rechaza Hj | Rechaza H
Threshold de 2x No rechaza Hy | No rechaza Hy | Rechaza Hy | Rechaza Hj
CosineSquasher Rechaza Hy Rechaza Hy Rechaza Hy | Rechaza Hy
Indicadora de o Rechaza Hy No rechaza Hy | Rechaza Hy | Rechaza Hy
Rampa - No rechaza Hy | Rechaza Hy | Rechaza H
ReLU No rechaza Hy | - Rechaza Hy | Rechaza H
Sigmoid Rechaza Hy Rechaza Hy - Rechaza Hy
Tangente hiperbdlica | Rechaza Hj Rechaza Hy Rechaza Hy | -

Valor absoluto Rechaza Hy Rechaza Hy Rechaza Hy | Rechaza Hy
Coseno Rechaza Hy Rechaza Hy Rechaza Hy | Rechaza Hy
Hardtanh Rechaza Hy Rechaza Hy Rechaza Hy | Rechaza Hy
LReLU No rechaza Hy | No rechaza Hy | Rechaza Hy | Rechaza H

Tabla 6.4.: Resultados 2 de 3: Rechazos con un 95 % de confianza en el test Wilcoxon.

Valor absoluto | Coseno Hardtanh LReLU

cte 1 Rechaza Hy Rechaza Hy Rechaza Hj | Rechaza Hy
Identidad Rechaza Hy Rechaza Hy Rechaza Hj | Rechaza Hy
Threshold de 2x Rechaza H Rechaza H Rechaza Hy | No rechaza H
CosineSquasher Rechaza Hy Rechaza Hy Rechaza Hy | Rechaza Hy
Indicadora de o Rechaza Hy Rechaza Hy Rechaza Hy | No rechaza H
Rampa Rechaza Hy Rechaza Hy Rechaza Hy | No rechaza Hj
ReLU Rechaza Hy Rechaza Hy Rechaza Hy | No rechaza H
Sigmoid Rechaza Hy Rechaza Hy Rechaza Hy | Rechaza H
Tangente hiperboélica | Rechaza Hy Rechaza Hy Rechaza Hy | Rechaza Hy
Valor absoluto - Rechaza Hj Rechaza Hy | No rechaza H
Coseno Rechaza Hy - Rechaza Hy | Rechaza Hy
Hardtanh Rechaza Hy Rechaza Hy - Rechaza Hy
LReLU Rechaza Hy No rechaza Hy | Rechaza Hy | -

Tabla 6.5.: Resultados 3 de 3: Rechazos con un 95 % de confianza en el test Wilcoxon.

Como ya comentdbamos, si la hipétesis nula es rechazada podemos suponer que hay una
diferencia de tiempo significativas; en caso contrario no podemos saber nada.

Sin embargo podemos entender estos rechazos como una clase de equivalencia; es decir,

la diferencia en coste computacional no es tan significativa, dentro de ese grupo. De hecho,
como podemos apreciar en la tabla 6.6, que estd ordenada de menor tiempo a mayor, estos

se encuentra en posiciones consecutivas.
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6.1. Caracterizacion de las funciones de activacion

Funcién Mediana | Media Tiempo | Desviacién tipica
cte 1 (para comparar) 1475,959 | 1473,478 26,332
Identidad (para comparar) | 1479,817 | 1467,311 27,021
Hardtanh 1495,105 | 1491,046 21,334
CosineSquasher 1522,128 | 1521,117 19,223
ReLU 1546,379 | 1552,049 21,435
Indicadora de o 1554,432 | 1556,114 21,814
Rampa 1557,449 | 1552,169 25,043
Threshold de 2x 1562,809 | 1556,669 23,029
LReLU 1564,124 | 1561,367 21,722
Valor absoluto 1583,266 | 1580,545 23,464
Sigmoid 1608,797 | 1601,079 21,938
Coseno 1630,392 | 1629,634 26,113
Tangente hiperbdlica 1664,006 | 1653,295 23,025

Tabla 6.6.: Tiempo de ejecucién en segundos

Si volvemos a nuestro objetivo, que era encontrar el representante de menor costo entre
las agrupaciones dispuestas en la tabla 6.2. Concluimos que los mejores candidatos son:

= Para el grupo escalera: No se ha rechazado la hipoétesis nula, luego a priori no hay
deferencia significativa y podemos seleccionar el candidato que queramos.

» Para el grupo sigmoide: La mejor opcion ha sido Hard Hyperbolic Function y después en
orden de mejor a peor: Cosine Squasher, rampa, sigmodea y tangente hiperboélica.

= Pare el grupo ReLU: No se ha rechazado la hipétesis nula, asi que no podemos decir
nada.
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7. Hipotesis de optimizacion

ATENCION: Todos este capitulo estd como notas personales

ATENCION: Todo este capitulo estd como notas personales

En esta seccién recopilaremos las posibles ideas que podrian optimizar las redes neuro-
nales, describiremos una experimentacioén para contrastar los resultados y mostraremos sus
conclusiones.

Vamos a tratar de encontrar de encontrar un ejemplo de esto.

7.1. Inicializacion de la pesos red neuronal

7.2. Algoritmo genéticos
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