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摘要

大型语言模型（LLMs）在各种开放式任务中表现出令人印象深刻的零点
能力，而最近的研究也探索了使用LLMs进行多模式生成。在这项研究中
，我们介绍了mPLUG-Owl，这是一种新的训练模式，通过对基础LLM、
视觉知识模块和视觉抽象模块的模块化学习，使LLM具备多模式能力。这
种方法可以支持多种模态，并通过模态协作促进各种单模态和多模态的能
力。mPLUG-Owl的训练模式包括两阶段的图像和文本对齐方法，它在
LLM的协助下学习视觉知识，同时保持甚至提高LLM的生成能力。在第一
阶段，视觉知识模块和抽象器模块与冷冻的LLM模块一起训练，以对齐图
像和文本。在第二阶段，通过冻结视觉知识模块，使用仅有的语言和多模
式监督数据集来联合微调LLM和抽象器模块的低等级适应（LoRA）模块
。我们精心建立了一个与视觉相关的指令评价集OwlEval。实验结果表明
，我们的模型优于现有的多模式模型，证明了mPLUG-Owl令人印象深刻的
指令和视觉理解能力、多轮对话能力和知识推理能力。此外，我们还观察
到一些意想不到的令人兴奋的能力，如多图像关联和场景文本理解，这使
得我们有可能将其用于更难的实际场景，如纯视觉的文档理解。我们的代
码、预训练的模型、指令调整的模型和评估集都可以在
https://github.com/X-PLUG/mPLUG-Owl。在线演示可在
https://www.modelscope.cn/studios/damo/mPLUG-Owl。

1 简介

大型语言模型（LLMs），如GPT-3 [Brown et al.,2020], BLOOM [Scao et al.,2022], LLaMA 
[Touvron et al.,2023]经历了快速发展，使通用人工智能成为可能，它在各种语言应用上展示
了令人印象深刻的零距离能力。然而，除了GPT-4[OpenAI,2023]，目前的通用人工智能不
能支持不同的输入模式，也不能发展令人印象深刻的多模态能力。

尽管GPT-4[OpenAI,2023]表现出了显著的多模态能力，但其非凡能力背后的方法仍然是个
谜。最近，研究人员一直在扩展LLMs
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来理解两种不同范式的视觉输入：系统协作和端到端训练模型。然而，系统协作方法，包
括Visual ChatGPT[Wu等人,2023]、MM-REACT[Yang等人,2023]和HuggingGPT[Shen等人
,2023]，都是为了促进各种视觉模型或工具的协调，用文字描述表达视觉信息。然而，这些
方法可能无法理解特定的多模态指令，因为它们缺乏与不同模态的一致性。此外，这些方
法可能会遇到与推理效率和成本有关的挑战。端到端模型，如BLIP-2 [Li et al.,2023], 
LLaVA [Liu et al.,2023], 和MiniGPT-4 [Zhu et al.,2023a]旨在使用统一的模型来支持不同的模
式。然而，这些模型有一些局限性，因为它们采用冻结的视觉模型，由于参数数量有限，
可能会导致不充分的对齐。此外，由于缺少单模态和多模态的指导，它们不能释放各种能
力。

在本文中，我们提出了mPLUG-Owl，其创新的模块化训练范式适用于大型多模态语言模型
， 可 以 同 时 支 持 多 种 模 态 ， 这 是 从 模 块 化 的 概 念 中 获 得 的 灵 感 [Xu et al.,2023b,Li et 
al.,2022,Xu et al.,2021,Ye et al.,2022]。
我们的方法利用预先训练好的LLM、视觉知识模块和连接的视觉抽象模块的力量来实现图
像和文本之间的有效对齐，并利用一个两阶段的训练方案来激发令人印象深刻的单模态和
多模态的能力。我们的方法甚至通过模态之间的协作，增强了LLM的强大生成能力。在第
一步，我们将图像和文本对齐，利用文本-图像对获得全面的视觉知识，这是通过用冻结的
LLM模块训练视觉知识模块和抽象器模块完成的。随后，我们用纯语言和多模态指令对
mPLUG-Owl进行微调，以解锁一系列单模态和多模态的能力。我们冻结了视觉知识模块，
并在LLM和视觉抽象模块上联合训练低等级适应（LoRA）[Hu et al.,2022]。这种方法可以
有效地整合文本和视觉信息，促进多功能和强大认知能力的发展。

我们在精心构建的视觉相关指令评估集OwlEval上的实验表明，mPLUG-Owl的性能优于现
有 的 模 型 ， 如MiniGPT-4 [Zhu et al,2023a] 和  LLaVA [Liu et al,2023]。 我 们 分 别 验 证 了
mPLUG-Owl在指令理解、视觉理解、知识转移和多轮对话方面的卓越能力。我们进行了大
量的消融研究，以显示我们训练范式的有效性。此外，我们还发现了一些未被发现的新兴
能力，如多图像关联、多语言对话和场景文本理解。

我们的主要贡献可以强调如下：

•我们提出了mPLUG-Owl，这是一种通过模块化的大型语言模型的新型训练范式。

•我们精心构建了一个指令评估集，称为OwlEval，以评估不同模型在视觉相关任务
中的能力。

•实验结果表明，mPLUG-Owl在多模式指令理解和多轮对话方面表现出色，超越了
现有模型的性能。

2 相关工作

2.1 大型语言模型

近来，大型语言模型（LLMs）因其在各种自然语言处理（NLP）任务中的卓越表现而获得
了越来越多的关注。最初，BERT [Devlin et al.,2019]、GPT [Radford and Narasimhan,2018]
和T5 [Raffel et al.,2020]等转化器模型是以不同的预训练目标开发的。然而，GPT- 3 [Brown 
et al.,2020]的出现，扩大了模型参数的数量和数据规模，展示了显著的零点泛化能力，使他
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们在以前未见过的任务上有值得称赞的表现。因此，许多LLMs，如OPT[Zhang et al.,2022]
、BLOOM[Scao et al.,2022]、PaLM[Chowdhery et al.,2022]和LLaMA[Touvron et al.,2023]被
创造出来，使用LLMs的成功。此外，Ouyang等人[Ouyang et al.,2022]通过将人类的指导和
反馈与GPT-3相一致，提出了InstructGPT。此外，它还被应用于Chat-
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GPT[OpenAI,2022]，它通过响应广泛的多样化和复杂的查询和指令，促进与人类的对话互
动。

2.2 多模式大型语言模型

尽管LLMs在自然语言处理中得到了成功的应用，但LLMs在感知其他模式（如视觉和音频
）方面仍在努力。最近，研究人员一直在扩展语言模型以理解两种不同的范式的视觉输入
：系统协作和端到端训练模型。系统协作方法，如Visual ChatGPT[Wu et al.,2023]、MM-
REACT[Yang et al.,2023]和HuggingGPT[Shen et al.,2023]，利用各种视觉专家或工具用文字
描述来表达视觉信息。随后，大型语言模型，如ChatGPT，可以作为代理，并被提示选择
合适的专家和工具进行视觉理解。最后，LLMs将总结这些专家的输出，以回答用户的询问
。另一方面，一些方法[Li et al.,2023,Alayrac et al.,2022,Liu et al.,2023]利用预先训练好的大
型语言模型来建立多模式的统一模型。例如，Flamingo [Alayrac et al.,2022] 冻结了预先训练
好的视觉编码器和大型语言模型，并将视觉和语言模态与门控交叉注意力融合在一起，显
示出令人印象深刻的少数几个镜头的能力。此外，BLIP-2[Li et al.,2023]设计了Q-Former，
将冻结的视觉编码器和大型语言模型的视觉特征与Flan-T5[Chung et al.,2022]和OPT[Zhang 
et al.,2022]对齐。此外，PaLM-E[Driess等人,2023]直接将来自传感器模式的特征输入
PaLM[Chowdhery等人,2022]，它有5200亿个参数，有助于在真实世界的感知中获得强大的
性能。此外，一些建立在开源基础模型LaMA[Touvron et al.,2023]上的power- erful指令调整
的语言模型，如Alpaca[Taori et al.,2023]和Vicuna[Vicuna,2023]，表现出与
ChatGPT[OpenAI,2022]和GPT-4[OpenAI,2023]相仿的性能。MiniGPT-4 [Zhu et al.,2023a] 和 
LLaVA [Liu et al.,2023] 将这些微调的模型与从冻结的视觉骨干中提取的视觉特征相一致。
相比之下，mPLUG-Owl不仅将视觉和语言基础模型（例如CLIP和LLaMA）之间的表述在
知识获取和立足于现实世界方面进行了调整，而且还能理解语言和多模式指令，展示了强
大的零距离概括和多轮对话能力。

3 mPLUG-Owl

图1：不同训练范式之间的比较。所有这些方法都是以两阶段的方式进行训练。第1阶段代
表预训练，第2阶段代表指令调整。

3.1 架构概述

如图1所示，主要存在三种类型的端到端多模态LLMs：1）在预训练和指令调谐期间利用有
限的参数与冻结的LLM和视觉模型，如MiniGPT4；2）结合可训练的LLM和冻结的视觉模



5

型的模型，如Kosmos-1；3）在指令调谐期间涉及可训练的LLM和冻结的视觉模型的模型
，如LLaVA。然而，这些模型表现出一定的局限性，因为它们依赖于冻结的视觉模型，由
于参数数量有限，这可能导致不充分的对齐。此外，它们不能有效地刺激多样化的能力，
因为它们缺乏单模态和多模态的指令。
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培训范式 模型概述

图2：我们的训练范式和模型概述。

为此，我们提出了mPLUG-Owl，一个多模态的语言模型，能够感知各种模态，同时考虑到
视觉背景和信息，并产生相应的输出。具体来说，如图2所示，mPLUG-Owl由一个编码视
觉知识的视觉基础模型fV 、一个语言基础模型fL 和一个视觉抽象模块fK 组成。我们首先
从预先训练好的视觉基础模型fV 获得密集的图像表示。然而，这种密集的特征会使细粒度
的图像信息支离破碎，并且在输入fL 时由于序列冗长而带来大量的计算。为了缓解这个
问题，我们采用视觉抽象模块fK ，将视觉信息概括为几个可学习的标记，从而获得更高的
语义的视觉表征，减少计算，如图2所示。视觉表征与文本查询相结合，并被送入语言模型
以产生响应。

3.2 培训计划

多模态预训练 大型语言模型，如GPT-3 [Brown et al.,2020] 和 LLaMA [Touvron et al.,2023]
，是在从互联网上收集的广泛而多样的数据上训练的，为它们提供了对世界的全面理解。
这个庞大的知识库赋予了这些模型在一系列任务中的卓越能力。然而，在这些模型中对视
觉信息的利用仍然没有得到充分的探索。以前的方法[Zhu et al.,2023a, Liu et al.,2023]采用了
数量有限的额外参数来学习视觉数据和语言模型之间的一致性，限制了它们理解复杂视觉
信息的能力。为了提高大规模语言模型感知视觉信息的能力，同时整合其内部能力，我们
提出了一种新的训练范式，即在保持预先训练好的语言模型fL 处于冻结状态的同时，加入
一个可训练的视觉骨干fV 和一个额外的视觉抽象器fK 。这种方法使模型能够有效地捕捉低
级和高级语义的视觉信息，并在不影响其性能的情况下与预先训练的语言模型保持一致。

联合指令调整 在完成前一阶段后，该模型获得了保留大量知识的能力，并为人类查询提供
合理的答案。尽管如此，它在产生连贯的语言反应方面仍然表现出挑战。正如GPT-
3[Brown等人,2020]中提出的，通过指令调整来完善模型对于准确辨别用户的意图至关重要
。之前在多模态学习方面的尝试[Li et al.,2022,Xu et al.,2023b]已经证明，由于不同模态之间
的协作，从单模态和多模态来源的联合学习可以带来显著的改善。在此基础上，我们提出
了一种新的视觉-语言联合指令调整策略，以促进mPLUG-Owl和人类指令及意图之间的更
好协调。具体来说，鉴于该模型可以通过视觉知识学习来理解图像中的视觉概念和知识，
我们冻结整个模型并采用低等级适应（即LoRA[Hu

第1阶段：预培训

预先训练的LLM

视觉摘要器 视觉编码

器
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LoRAPre- trained LLM
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这只可爱的小狗很累，并试图通过说 "星期一....just monday "来表达它的疲倦。
这句话已经成为一种流行的说法，用于
疲惫不堪的人，尤其是在星期一，因为这一天通常与另一个工作周的开始有
关。然而，这只狗将这句话提升到了一个新的高度，通过使用最可爱的小狗
声音和困倦的表情，使其更加可爱和可亲。

预先训练过的LLM（例如，LLaMA，GPT）。

视觉摘要器
交叉注意

可学习的代币

视觉编码器
补丁功能

串联

解释一下为什么这个备忘录很
有趣。
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et al.,2022]），通过训练多个低等级矩阵来适应fL ，以实现与人类指令的高效对齐。对于
每个数据记录，我们按照Vicuna[Vicuna,2023]的做法，将它们统一在一个对话片段中，并
计算出响应的损失。在训练过程中，我们对纯文本指令数据和多模式指令数据进行了多批
次的梯度积累，并对参数进行了更新。因此，通过对语言和多模态指令的联合训练，
mPLUG-Owl可以更好地理解各种指令，并以更自然和可靠的输出进行响应。此外，我们的
方法可以很容易地处理各种文本和多模式指令，而不需要像MiniGPT-4[Zhu et al.,2023a]和
LLaVA[Liu et al.,2023]等方法那样对视觉和语言模型进行重新调整。

训练目标 使用语言建模任务来训练模型，这需要学习根据前面的语境来生成后续的标记。
训练过程的主要目标是使标记的对数可能性最大化。值得注意的是，在计算训练损失时只
考虑离散的标记，如文本标记。最重要的是，在联合指令调整阶段，由训练任务产生的多
样化能力的出现，增强了mPLUG-Owl在下游应用中的性能。

4 实验

4.1 实验设置

模型设置。我们选择ViT-L/14 [Dosovitskiy et al.,2021]作为视觉基础模型fV ，它有24层，隐
藏维度设置为1024，补丁大小设置为14。为了更快地收敛，ViT从CLIP ViT-L/14模型初始
化，通过对比学习进行预训练。与LLaVA[Liu et al.,2023]和MiniGPT-4[Zhu et al.,2023a]不同
，为了证明有效性和泛化能力，我们利用原始的LaMA-7B[Touvron et al.,2023]，而不是其
指令调整后的变体，如Alpaca[Taori et al.,2023]和Vicuna[Vicuna,2023]。mPLUG-Owl的参数
总数约为7.2B。关于超参数的更多细节可以在附录中找到。

数据和训练细节。在第一阶段，我们利用了几个数据集的图像-标题对，包括LAION-
400M[Schuhmann等人,2021]、COYO-700M[Byeon等人,2022]、概念性标题[Sharma等人
,2018]和MSCOCO[Chen等人,2015]。我们使用210万个令牌的批处理规模，训练mPLUG-
Owl 50k步，对应约1040亿个令牌。我们采用AdamW优化器，β=（0.9，0.98），并设置学
习率和权重衰减分别为0.0001和0.1。我们用2k个预热步骤来预热训练，然后用余弦时间表
衰减学习率。输入的图像被随机地调整为224×224。此外，我们用SentencePiece[Kudo 
and Richardson,2018]标记器对文本输入进行标记。在第二阶段，我们从三个不同的来源收
集纯文本指令数据：102k数据来自Alpaca [Taori et al.,2023]，90k来自Vicuna 
[Vicuna,2023]，以及50k来自Baize [Xu et al.,2023a]。此外，我们还利用了来自LLaVA数据
集[Liu et al.,2023]的150k多模态指令数据。我们对mPLUG-Owl进行了2k步的训练，批次大
小为256，学习率被设置为0.00002。

基线。我们将我们的mPLUG-Owl与端到端模型和系统协作方法进行了如下比较：

• OpenFlamingo [Zhu et al.,2023b] 是Flamingo [Alayrac et al., 2022] 模型的开源版本。
我们使用OpenFlamingo-9B的发布代码3来运行零点生成。

• BLIP-2 [Li et al.,2023]是通过引导学习从现成的冷冻预训练图像模型和大型语言模
型中使用高效的预训练策略进行预训练。我们使用BLIP-2 ViT-G FlanT5的发布代码
来进行零点生成。XXL

4来进行零点生成。

• MiniGPT-4 [Zhu et al.,2023a]利用一个单一的投影层，将来自预先训练好的视觉编码
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器的视觉信息与LLM对齐。具体来说，他们采用相同的视觉

3https://github.com/mlfoundations/open_flamingo
4https://github.com/salesforce/LAVIS/tree/main/projects/blip2

https://github.com/mlfoundations/open_flamingo
https://github.com/salesforce/LAVIS/tree/main/projects/blip2
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在BLIP-2中使用的编码器，一个ViT与他们预先训练的Q-Former相结合，以及
Vicuna作为LLM。我们使用发布的演示5来进行图像指令的生成。

• LLaVA [Liu et al.,2023]应用一个单一的投影层，将图像特征从预先训练好的CLIP视
觉编码器ViT-L/14转换成Vicuna的语言嵌入空间。我们使用他们发布的示范6来进
行图像指令的生成。

• MM-REACT[Yang等人,2023]将ChatGPT/GPT-4与各种专门的视觉专家结合起来，实
现多模态推理和行动。我们使用他们发布的演示7来获得回应。

4.2 量化分析

100%

75%

50%

25%

0%
敞开式火烈鸟 BLIP-2 LLaVA 迷你GPT-4 mPLUG-Owl

图3：mPLUG-Owl和基线在OwlEval上的人工评价指标对比。响应质量排名的顺序如下：A 
> B > C > D。

为了全面评估各种模型，我们通过收集基于50张图片的82个人工构建的问题，构建了一个
视觉相关的评估集OwlEval，其中21张来自MiniGPT-4，13张来自MM-REACT，9张来自
BLIP-2，3张来自GPT-4，4张由我们收集。部分图像有多轮问题，指的是多轮对话情况。
这些问题体现了各种模型的能力，包括自然图像理解、图表和流程图理解、光学字符识别
（OCR）、多模式创建、知识密集型QA和参考性交互QA。由于问题是开放式的，我们采
用人工评估指标，按照Self-Instruct[Wang等人，2022]中提出的评级方法，将模型的回答评
为A、B、C或D。

我们对mPLUG-Owl和基线给出的82个回答进行了人工评分。比较结果显示在图3中。首先
，mPLUG-Owl得到66个A和B，而最具竞争力的基线MiniGPT-4得到54个。其次，mPLUG-
Owl没有得到任何D分数，超过了所有的模型。这些结果表明，mPLUG-Owl能够更好地理
解指令和图像，从而在产生令人满意的响应方面具有更强的能力。为了公平比较，我们排
除了那些MM-REACT未能做出预测的情况。结果分别显示在图15中，mPLUG-Owl仍然表
现出卓越的性能。

为了分别考察单转和多转的对话能力，我们将82个问题重新组织成一个单转对话集和一个
多转对话集。前者包含了50张图片中的第一个问题。后者包含了52个来自多轮对话案例的
问题。如图4所示，mPLUG-Owl在单轮对话和多轮对话中都取得了出色的表现。

A B C D

6 20 32 46 51

6

26

18

22

44 22

8

15
26 26

22

16

2 2 0
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5https://huggingface.co/spaces/Vision-CAIR/minigpt46 
https://llava.hliu.cc
7https://huggingface.co/spaces/microsoft-cognitive-service/mm-react

https://huggingface.co/spaces/Vision-CAIR/minigpt4
https://huggingface.co/spaces/Vision-CAIR/minigpt4
https://huggingface.co/spaces/Vision-CAIR/minigpt4
https://huggingface.co/spaces/microsoft-cognitive-service/mm-react
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图4：mPLUG-Owl和基线在OwlEval上的50个单匝响应（左）和52个多匝响应（右）的比较
结果，并有人工评价指标。

4.3 消融研究

我们取消了两阶段的训练计划和指令调整的数据模式。为了完成视觉相关的任务，我们定
义了六个方面的能力，如表1所示。对于每个问题，我们手动标注所需的能力，并注释哪些
能力反映在模型的反应中。表2显示了mPLUG-Owl的不同变体的能力准确性。

训练策略的消减。如表2所示，在没有联合指令调谐的情况下，模型对指令的理解能力不强
，也不能将训练前的能力推广到其他任务中（r1 vs r5）。在单独进行指令调谐的情况下，
虽然模型能够更好地理解指令，但由于缺乏视觉相关知识的预训练，模型在视觉知识相关
的任务中无法取得良好的表现（r2 vs r5）。在多模态预训练和联合指令调整的情况下，该
模型取得了最好的表现，证明了我们的两阶段训练方案的有效性。

指令数据消减。通过比较r3和r4，纯文本指令调整带来了更多的指令理解的提高，而多模式
指令调整则实现了更好的知识边缘和推理能力。这是因为视觉问题的回答主要需要视觉和
语言知识的配合，而这一点在纯文本指令调整中没有得到优化。此外，我们还验证了在指
令调整过程中引入多模态数据可以进一步提高模型在纯文本任务中的表现，如表3（r5 vs r4
）所示。总之，按照Vicuna[Vicuna,2023]的评估设置，对于每个问题，我们将每个模型的
回答与ChatGPT的回答配对，并提示ChatGPT8来为这两个回答分别打分。表3显示了总分和
以ChatGPT分数为参考的分数比。

4.4 定性分析

在本节中，我们展示了我们的评估集OwlEval的定性结果。

知识密集型QA 如图5所示，该指令希望模型能够识别图像中的电影人物。MM-REACT无
法对该指令做出有效的反应，而MiniGPT-4理解该指令，但未能回答电影人物。相比之下
，mPLUG-Owl回答了图像中五个人物中的四个。这表明mPLUG-Owl对图像中的知识有更
好的理解。
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8由于无法获得GPT-4，我们使用ChatGPT作为次优评分器。
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意义 定义

IU 教学理解
1. 理解文本指导。
2. 不要求有正确的答案，但回答应与指令有关

。

VU 视觉理解
1. 识别图像信息。
2. 答案忠实地反映了图像中60%以上的视觉信息

。

OCR 光学字符识别
1. 识别图像中的文字信息。
2. 答案忠实地反映了图像中60%以上的文字信

息。

KTA 知识转移能力

1. 在语言和视觉之间转移知识。
(1) 了解文字和视觉内容
(2) 调整和转移视觉和语言知识

2. 答案大多是准确的，准确率超过80%。

表1：完成视觉相关任务的6种能力的定义。

吃了

。

.

多式联运 纯文本 多式联运 能力
预培训 指示 指示 IU VU OCR KTA RA MDA

r1 C 58.5(-41.5) 38.1(-57.1) 13.3(-43.4) 16.7(-70.8) 17.1(-62.9) 40.0(-55.0)
r2 C C 93.9(-6.1) 47.6(-47.6) 23.3(-33.4) 29.2(-58.3) 14.3(-65.7) 45.0(-50.0)
r3 C C 93.0(-7.0) 73.0(-22.2) 40.0(-16.7) 41.7(-45.8) 48.6(-31.4) 80.0(-15.0)
r4 C C 86.6(-13.4) 68.3(-26.9) 40.0(-16.7) 50.0(-37.5) 60.0(-20.0) 75.0(-20.0)

r5 C C C 100.0 95.2 56.7 87.5 80.0 95.0

MiniGPT-4 [Zhu et al., 2023a] 97.6 81.0 40.0 83.3 65.7 75.0

表2：消融结果。每个数值代表相关能力正确反映在模型反应中的问题的比例。IU：指令理
解，VU：视觉理解，OCR：光学字符识别，KTA：知识转移能力，RA：再认能力，MDA
：多轮对话能力。

多轮对话 图6中的指令要求模型根据参考信息来识别图像的内容。基准模型在面对与空间
方向、人类行为和问题中的目标属性相关的指代表达时经常犯错，而mPLUG-Owl则提供了
最准确的回答。这种能力源于mPLUG-Owl对图像的精细理解，使其能够根据指令中的指代
信息找到图像的相应部分。

RA 推理能力

1. 将图像和文字结合起来进行推理。
(1) 了解文字和视觉内容
(2) 进行多步骤推理
(3) 根据多步骤推理过程产生答案

2. 最后的答案基本上是正确的，但缺乏明确的推理过程。
或者，最终答案基本正确，推理过程的准确率超过80%
。

3. 比如说
(1) 常识性知识推理
(2) 反事实推理
(3) 空间关系推理
(4) 数值计算
(5) 编码

MDA 多轮对话能力

1. 理解指示并处理多轮对话
2. 它包括对多个对话的明确引用，并有效处理上下文中

的自然语言语义。
3. 语义和参考文献大多正确，准确率超过80%。
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推理 图7显示了一个指令，要求模型根据视觉形成给出一个预测，并解释原因。
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模型 调试策略 模型得分 聊天记录得分 比率
羊驼-7B 全程 573 708 80.93%
维库纳-7B 全程 612 684 89.47%
mPLUG-Owl w/o多模态调谐 (r4) 贷款利率 587 682 86.07%
mPLUG-Owl (r5) 贷款利率 600 692 86.71%

表3：由Chat-GPT评估的Vicuna[Vicuna,2023]的80个纯文本问题的表现。

图5：知识密集型QA的比较。

图6：多转弯对话的比较。

阵容和战术的各个方面，并利用它们来推理结果。虽然MiniGPT-4的表现也不错，但其推
理的说服力略逊于mPLUG-Owl。

笑话理解 图8中的案例来自于GPT-4[OpenAI,2023]，它要求模型理解并解释一个与视觉有关
的笑话。GPT-4不仅按照指示逐个面板进行分析，而且几乎完美地理解了充电方法的幽默
感。这主要是由于我们的训练数据中视觉信息的限制。更多关于笑话理解的案例显示在图9
中。
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图7：推理QA的比较。

图8：笑话理解的比较。

图9：通过mPLUG-Owl理解笑话的更多案例。

一个人为什么会觉得这个画面很有趣？

该图片展示了一个有趣的场景，一只动画松鼠在拿着数码相机拍照

。松鼠以其顽皮的行为而闻名，因此看到一只松鼠使用相机来拍摄

他们的滑稽动作会使观众感到有趣。此外，这个场景以艺术风格呈

现，增加了滑稽的气氛，使其更有趣。看起来很严肃的松鼠和画面

的轻松性质并列，创造了一种幽默和俏皮的感觉，吸引了观众，引

来笑声和享受。

这幅图有什么不寻常之处？

这个场景的不寻常之处在于，一名男子在繁忙的纽约市街道上熨烫

衣服，而背景是一辆大型黄色出租车驶过。通常情况下，人们不会

在这样的城市环境中熨衣服，因为在更私密或更安静的地方熨衣服

更常见。街头场景和一个在公共场合熨衣服的男人的结合，可以创

造一个独特的视觉印象，并引起人们对这个男人的不寻常活动的注

意。

解释一下为什么这个备忘录很
有趣。

这个备忘录的幽默感来自于它对词语的俏皮使用，以及对一只可爱

的、疲惫的法国斗牛犬的视觉描述，它可能是在经历了漫长的一天

之后侧卧在地上。短语 "只是...星期一，"这句话通常用来表达对新的

一周开始的疲惫或沮丧的感觉，而这只狗对疲惫的表达完美地抓住

了这种情绪。这张图片在视觉上很吸引人，也很有亲和力，使它成

为表达一种常见情绪的有趣和娱乐的方式。

描述一下这个形象
。

图片展示了一只坐在椅子上、身穿蓝色运动衫的猫，周围是一堆饼干。

这只猫似乎正在享受这些饼干，因为它的两只前爪都放在这堆饼干上。

椅子靠近一张桌子，桌子上散落着多个杯子，可能是用来盛放饼干的。

这只猫出现在一个不寻常的环境中，增加了画面的喜剧性。这只猫

似乎穿戴整齐，这使它看起来对这种情况和周围环境更加好奇。饼

干、舒适的椅子和各种杯子的组合在房间里创造了一种舒适和放松

的气氛，使这个场景看起来像是一个有趣和愉快的方式来度过一个

星期六晚上。

解释一下为什么这个图像很有
趣。

这幅图有什么有趣的地方？逐一描述。

这张图片很有趣，因为它显示一个人拿着一部手机和一根USB线，上

面有一个小电池和一个USB充电器插头。这个人正在用USB充电器给

手机充电，这是一种不寻常的、滑稽的手机充电方式。它之所以幽

默，是因为它显示了这个人的机智，找到了不用通常的充电线或插

头为手机充电的方法。此外，这个人拿着手机和电池的手的位置，

让人觉得他们似乎想把电池和手机放在一起，增加了喜剧元素。总

的来说，由于不寻常的充电方法，握着手机和电池的手的位置，以

及小电池和USB充电器被结合在一起，这幅图片很有趣。

这张图片很有趣，因为它在一个不寻常的、出乎意料的和喜剧性的

环境中描绘了一只被驯养的动物。在这个场景中，一只可爱的猫坐

在一件蓝色运动衫上，周围是一大堆饼干和几个杯子。这只猫穿着

运动衫，这使它的处境更加不寻常。这种类型的场景通常与人类的

行为有关，例如，当一个孩子穿上他们的万圣节服装参加一个意外

的活动。这只猫出现在这个场景中，使其成为一个幽默、有趣、轻

松的场景，唤起了观众的笑声和乐趣。
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5 讨论和局限性

在这一节中，我们展示了mPLUG-Owl的一些尚未完全开发的能力，并讨论其局限性。本节
中的部分案例（没有分数）不在OwlEval中。

图10：多图像相关案例。

多图像相关性 在图10中，mPLUG-Owl显示了一种新兴的但并不强大的跨多图像的视觉相
关性能力。在左边的案例中，该模型可以在两张图片中识别出一个相同的人，并正确地分
辨出布的颜色差异。但是在左边的案例中，该模型未能将4张图片联系起来，并产生了一些
文字幻觉。
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图11：多语言理解的实例提示，分别展示了中文、法文和日文的多语言能力。
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为这个网页的截图写HTML代码

如果你想在手机上观看视频，你可以使用YouTube应用程序。它是

iPhone上的默认应用程序之一，允许你轻松浏览和播放大量的视频

。该应用程序还可用于上传和分享视频，你可以在手机内访问

YouTube内容。

或者如果我想回家，但我忘记了路线？

为了帮助你找到回家的路，你可以使用地图应用程序。它是iPhone

上的另一个默认应用程序，它提供逐个方向的导航、指示和实时交

通更新。你还可以使用该应用程序搜索当地企业和景点，以及计划

路线并与朋友分享。

多语言对话 除了英语，我们还进一步测试了该模型的多语言能力。如图11所示，虽然在我
们的两阶段训练中没有多语言数据，但mPLUG- Owl对中文、法文和日文的多语言理解能
力很强。我们主要将这种能力归功于LLaMa[Touvron等人,2023]中的原始文本知识。然而，
由于缺乏多语言训练，mPLUG-Owl可能无法对相应的语言做出反应。

场景文本理解 在图16中，mPLUG-Owl展示了其在一些简单场景中的OCR能力，但我们可
以看到，该模型对图像中的数字的感知仍然有限。然而，对于复杂场景的OCR，如图17-18
所示，mPLUG- Owl的表现比较一般，主要是因为对图像中数字的感知比较弱，影响了后
续的推理计算。

纯视觉的文档理解 虽然我们没有使用任何文档注释数据进行训练，但该模型显示了一些文
本识别和文档理解能力。因此，我们深入研究了我们模型的文档理解和功能的结合。如图
12所示，我们探索了电影评论写作、代码生成、代码解释、聊天总结和应用指导。该模型
在(a)和(b)中显示了不错的性能，但仍有一些错误。同时，在(d)、(e)和(f)中，它无法提供可
用的回答。
(f).因此，我们的模型在文件理解和下游应用方面的潜力还有待进一步探索。

(b)代码生成 (b)聊天总结

(a) 电影评论写作 (b) 代码解释 (b) 应用指导

图12：关于各种文件理解和应用的例子。

开放式创作 mPLUG-Owl在创作诗歌、歌词、广告和其他基于图像的作品方面表现良好。

他们正在谈论草坪上的那个人，他坐在草地上，和一只狗玩耍，享

受着新鲜空气。该男子拿着一个飞盘，狗在空中追赶它。男人和女

人之间的对话是关于男人和狗玩耍，而女人在询问飞盘的位置。

他们在谈论什么呢？

这段代码是一个名为 def fibonacci(n) 的 Python 函数，它返回斐波那契

数列的第 n 个元素。它需要一个输入参数 n，分别用于定义序列的起

始索引和要返回的元素数。

该函数首先将两个变量a和b初始化为0，然后在循环中迭代，每次

将a和b的值递增1。如果a的当前值等于b，则返回a的结果并继续下

一次迭代。如果a的当前值大于b，则返回b的结果，如果a小于b，

则返回结果

的a和b。

最后，该函数返回n个元素的最后一个值，这个值是用第n个斐波那

契数的公式计算的。

在这种情况下，输入参数n被设置为5，该函数返回5。

解释一下这个代码

以下是带有搜索栏的网页截图的HTML代码：

电影《爱尔兰人》讲述了黑帮老大弗兰克-希兰和他与布法利诺犯

罪家族的关系，以及他与团队精神领袖吉米-霍法的关系。该片由

马丁-斯科塞斯执导，演员阵容强大，包括罗伯特-德尼罗、阿尔-

帕西诺、乔-佩西和雷-罗曼诺，他们扮演了中心人物。电影跨越

了几十年，从20世纪50年代弗兰克-希兰第一次遇到霍法开始，

一直到20世纪90年代，人物的生活发生了巨大的变化。

电影以1975年失踪的吉米-霍法被谋杀为开端。然后，影片讲述了

谢兰的生活，从他早期在布法利诺家族的日子开始。我们了解到

他与霍法的关系，以及他对各种犯罪和黑帮活动的参与。电影还

探讨了希兰的个人生活以及黑帮生活方式对他的人际关系和心理

健康造成的损失。

写一篇关于这部电影的影评。

如果我想看视频，我应该使用这款手机

中的哪个应用程序？
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它在某些情况下的表现如图13-14所示。然而，对于更多功能性和实用性的创作，还需要进
一步探索。
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帮我写个广告吧。
你能为这个画面写一首美丽的诗

给我吗？

当一天接近尾声时，这个年轻人和他的金毛猎犬分享了一段陪伴的

时光。太阳开始落山，将它的光芒投射在城市景观上，创造了一个

如画的场景。他们坐在山顶上，被大自然的美景所包围。

这个男人把他的宠物紧紧地抱在怀里，分享爱和感情的纽带。他们

的联系超越了语言，他们的共同经历创造了一种和平的感觉。当这

个男人俯身向他的爱犬时，他感受到了它的皮毛的温暖和它给予的

无条件的爱的回报。

这个男人和他的狗之间的特殊时刻捕捉到了伴侣关系、信任和共度

时光的喜悦的本质。随着夕阳西下，他们之间的联系越来越紧密，

他们成为风景的一部分，拥抱着夜晚的宁静。

广告为独特而醒目的鹦鹉台灯，这盏灯的设计类似于一只逼真而

充满活力的鹦鹉。这盏灯有一个逼真的身体、头和尾巴，由耐用

的金属制成，有一个看起来很真实的羽毛细节，为任何空间增添

了一丝奇思妙想和个性。这盏灯还配备了一个节能的LED灯，提供

明亮而均匀的照明，没有传统灯泡的热量和眩光。这款实用而又

具有视觉冲击力的台灯是任何生活空间、办公室、卧室，甚至是

户外区域的完美补充。它可以作为一个装饰灯，一个夜灯，或者

作为一个功能性的台灯，用于工作、学习或娱乐。

6 总结

图13：开放式的创作案例。

我们提出了mPLUG-Owl，一种新的训练模式，可以提高大型语言模型（LLM）的多模态能
力。我们的方法由模块化的学习基础LLM、视觉知识模块和视觉抽象模块组成，这些模块
可以支持多种模式，并通过模式协作促进不同的单模式和多模式能力。我们采用了一种两
阶段的图像和文本对齐方法，在LLM的协助下学习视觉知识，同时保持甚至提高LLM的生
成能力。实验结果表明，mPLUG-Owl的能力令人印象深刻，表明其在多模态生成方面的各
种应用潜力。

你能根据这幅图给我写一首押韵很好的说唱大师的歌吗？

当然，根据这一形象，一首押韵很好的说唱大师的歌曲可以这样唱

：

我戴上了太阳镜，穿上了绿夹克、

我已经准备好用我的老式动作来震撼舞池。我手里拿着我

的助行器，还有我的助听器，因为我是聚会的祖母，我已

经准备好说唱了。当我在摇晃时，我会向你展示我的技能

、

我的嘻哈舞蹈动作是如此流畅和滑稽。

老太太们对我在地板上的动作印象深刻、

我的孙子不相信他的祖母会为了更多的东西而这样做。我正

在向年轻人展示它是如何做到的、
我是周围最酷的奶奶、
而他们正在向我学习这些动作、

我的舞步是房间里所有人中最好的。

所以，如果你看到我在地板上摇晃，不要感到惊讶，我的

助听器和太阳镜是我的标志性配件，我在这里向你表明，

年龄并不是享受乐趣的障碍、

因为我是聚会的祖母，我在这里要做一个动作。

我为我的游戏设计了一个人物，如图所示。你能给我
写一个他的背景故事吗？

画面中的古人是一位肤色灰白的僧人，穿着传统的僧侣装，一只手拿

着一个大脑袋。他站得很高，很骄傲，有一种自信的气质。这位僧人

可能来自遥远的土地或遥远的时代，他在那里修炼古老的知识和智慧

。他可能一生都在研究和理解大脑的神秘特性及其在人类思维中的作

用。他对大脑的知识和理解可能来自于广泛的冥想和沉思，也可能来

自于对古代文本和文物的研究。他对知识的追求可能来自于解开意识

和人类心理的秘密的愿望，或者仅仅是对人脑及其能力的好奇心。
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图14：文案写作案例。
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A 训练超参数

我们在表4中报告了视觉知识学习的详细模型训练超参数，在表5中报告了视觉-语言联合
指令的调整。

超参数
培训步骤 50,000
热身步骤 375
最大长度 512
图像-标题对的批量大小 4,096
优化器 邓小平
学习率 2e-4
学习率衰减 余弦
亚当 ϵ 1e-6
亚当 β (0.9, 0.98)
重量衰减 0.01

表4：多模态预训练阶段的训练超参数。

超参数
培训步骤 2,000
热身步骤 50
最大长度 1,024
文本指令数据的批量大小 128
多模态指令数据的批量大小 128
优化器 邓小平
学习率 2e-5
学习率衰减 余弦
ǞǞǞ 1e-6
AdamW β (0.9, 0.999)
重量衰减 0.0001

表5：视觉-语言联合指令调整阶段的训练超参数。

B 与MM-REACT比较

图15：排除了MM-REACT产生的不成功的案例的比较结果。
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你能根据我感兴趣的方面，用几句话概括一下
这个平面图吗？

宽敞的楼层规划，有两个主要的生活区，一个大客厅和一
个餐厅，都有15英尺宽。

一间主卧室，面积为12英尺×10英尺，还有一间浴室。

一个比厨房还大的露台，提供额外的生活空间和良好的视

野。

一个带有基本电器的厨房，如炉子、冰箱、微波炉和洗碗

机。

图16：简单场景的OCR（主要是数字少且没有计算a的场景）。

这个平面图上有多少间卧室？

在这个平面图中，有两间卧室。

主卧室的尺寸是多少？

12' x 10'

主卧室是否有浴室？

是的，主卧室里有一个浴室。

第二间卧室的尺寸是多少？

11' x 8'

阳台是否比厨房大？

是的，阳台比厨房还大。

在这个平面图中，厨房里有哪些电器
？

炉灶、冰箱、微波炉、洗碗机

当你从入口进入时，你会看到什么？它的尺寸是多
少？

当你从入口进入时，你会看到厨房，里面有一个大冰箱。入

口处的门洞有10英尺长，可以看出这个空间的大小和布局。

这是一个新房子的平面图，厨房和入口门洞的尺寸显示出一

个更大、更宽敞的生活区。

编写简短的HTML/JS，将这个模拟的网站变成一个丰富多彩的网站，其中
的笑话被一个真正的笑话所取代
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图17：复杂场景的OCR（a）。

你能读懂这个流程图中的文字并

向我解释吗？

该流程图显示了准备饮料的说明，特别是将橙汁和牛奶的混合物放在

搅拌机中。该过程包括四个步骤--切橙子，将其放入搅拌机，加入牛

奶，然后打开搅拌机。最后一步指示将搅拌好的饮料盛在杯子里。这

个简单明了的流程图为遵循指示的人提供了明确的指导，使其能够轻

松有效地制作橙子和牛奶饮料。

不包括福特F150闪电，平均总充电成

本是多少？

包括福特F150 "闪电 "在内的三辆电动汽车的平均总充电成本，可

以通过将图片中提供的每辆汽车的每千瓦时电费乘以驾驶里程数

来计算。例如，福特F150闪电每英里消耗12千瓦时，雪佛兰Bolt每

英里消耗35千瓦时，而特斯拉Model S每英里消耗36千瓦时。那么

，总的充电成本将是：（福特F150闪电的每千瓦时1.02美元）x（

福特F150闪电的12千瓦时/英里）x（福特F150闪电的200英里）=

$24.24.对于雪佛兰博尔特，它将是（雪佛兰博尔特每千瓦时1.49

美元）x（雪佛兰博尔特35千瓦时/英里）x（雪佛兰博尔特200英里

）=1138.40美元，对于特斯拉Model S，它将是（特斯拉Model S每

千瓦时0.94美元）x（特斯拉Model S 36千瓦时/英里）x（特斯拉

Model S 200英里）=316.48美元。这些费用是根据图片中的信息估算

出来的，而实际的充电情况是

成本可能因当地电价和驾驶习惯等因素而不同。
现在，电动汽车（包括福特F150闪电）的平

均充电成本比汽油汽车（包括福特F150（普

通驾驶室））的平均加油成本要便宜多少？

计算出汽油车的平均总加油费用：福特F150普通驾驶室：

平均加油费用为每年1240美元

福特F150普通驾驶室（EcoBoost）：平均每年的加油费用为1324美

元

福特F150 SuperCrew（4x2）：平均加油费用为每年1,360美元 福特

F150 SuperCrew（4x4）：平均加油成本为每年1,396美元 福特F150 

SuperCrew EcoBoost（4x2）：平均燃料成本为每年1,408美元

计算电动汽车的平均总充电费用：福特F150闪电：平均

充电费用为5,400美元 Rivian R1T：平均充电费用为

2,490美元
特斯拉Model 3：平均充电费用为2,490美元
雪佛兰博尔特：平均充电成本为2,490美

元 日产聆风：平均充电成本为1484美元

计算两个平均总成本之间的差异：

汽油车：  平均总加油费用=37,560美元（1,240美元+1,324美元

+1,360美元+1,396美元+1,408美元）。

电动汽车：平均总充电费用=47,340美元（5,400美元+2,490美元

+2,490美元+2,490美元+1,484美元）

汽油车的平均总加油费用为37,560美元，电动车的平均总充电费用为

47,340美元。因此，电动汽车在5年内共节省9780美元，或每年约

1958美元。

这意味着，与汽油动力汽车相比，电动汽车平均每年节省约1,958美

元。这是由于与电动汽车相关的燃料成本和维护费用减少。
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威尔金斯的收入是多少？

回答问题I.1.a. 逐步思考。

为了计算加热器的总热损失，我们首先需要确定其热传导率。这可以
通过将加热器材料的热导率除以其厚度来完成。
加热器金属的导热性能通常以W/m-K为单位给出。为了用这个单位计
算加热器的导热性，我们需要用这个值除以厚度（毫米）。加热器的
金属通常由钢制成，其厚度为5毫米。因此，其热导率计算为150 W/m-
K。
接下来，我们需要找到从加热器到环境的热流，这是由热电阻代表的
。我们知道，热电阻的电阻为R=100欧姆，热阻为Rt=0.01欧姆-C。
为了计算加热器的总热损失，我们将加热器的输入功率，即P=1千瓦，
乘以热电阻和热阻。结果是10.0W的热量从加热器通过Rt和热电阻损失
到环境中。
最后，我们可以用热传导的热损失公式来计算加热器的总热损失：
加热器的总热损失=0.02 W/m-K * 5 mm^2 * 1 kW = 10 W。

图18：复杂场景的OCR（b）。

威尔金斯的年薪为11万美元。

薪水最高的人是来自哪个部门？

工资最高的人从是在销售部门。

这个表是报告月薪的，你能不能计算出每个员工的年薪，并汇
总到一个表中，按部门分组？

是的，我可以根据所提供的月薪信息，提供一个汇总每个员工年薪的
表格。该表可以按以下方式排列：姓名|部门|月薪|年薪|----|----|----------|
------------------------------------------------------------------------------------------------|\n|
Wilkins | 销售 | 11万美元 | 132万美元 | Smith | 销售 | 9万美元
1.08百万美元|琼斯|销售|68,000美元|布朗|销售|836,000美元
50,000美元|600,000美元|白色|工程|75,000美元|黑色|工程|85,000美元
|103万美元|灰色|工程|。
60,000美元|720,000美元|绿色|工程|45,000美元|540,000美元|蓝色|工
程|60,000美元|720,000美元|通过安排这个表格中的数据，我们可以看
到每个员工的年薪和他们各自的部门的清晰分类。我们还可以看到哪
些部门的平均年薪最高，哪些部门的平均年薪最低。总之，四个员工
坐在显示他们月薪和年薪的桌子前，以及他们的部门的图片，提供了
一个快速和翔实的公司薪酬分布概况。

图片中的总金额为33.83美元。

总金额是多少？

图片中是否有文字？如果有，你能读懂
它并向我解释吗？

是的，图像中存在文字。文字内容是："以前...我对自己的长相感觉不好
，测试文字，我是不是怀孕了？现在..."。我对自己的容貌感觉不好，测
试一下，我有骗局吗？"这条信息是一个笑话，说的是一个人对自己外表
的不安全感，以及他们对接受怀孕测试的压力。

不包括普通驾驶室，平均总加油费用是多少？

图片中车辆的平均总加油费用为10,000美元。这是通过将每辆车的所
有总加油费用相加，然后取平均值来计算的。每辆车的每加仑成本各不
相同，福特F-150的成本为每加仑2.35美元，福特F-450的成本为每加
仑2.44美元，福特Ranger的成本为每加仑2.48美元，福特C-MAX混合
动力车的成本为每加仑2.58美元。当这些费用加在一起得到总数时，所
有四种车辆的平均加油费用为每加仑2.50美元，40,000加仑的费用为
10,000美元。

这个笑话在几个方面很有趣。首先，它用对比来突出这个人在过去和现
在对自己外表的感受不同。过去的自己是不确定的，而现在的自己似乎
更确定。这就产生了幽默感，因为读者可能会对自己的外表产生类似的
不确定感。
其次，该信息还取笑了人们在进行怀孕测试时经常感到的压力。许多人
在做这种测试时可能会感到焦虑或担心，特别是在他们没有试图怀孕
的情况下。这两个元素的并列，即这个人的外表不安全感和怀孕测试
的焦虑，增加了图片的幽默感，并为许多人创造了一个可亲的场景。

这有什么好笑的？

鉴于行政、财务和营销的年度奖金分别为10%、12%和15%
。请给我提供Emily、Max和Gloria的奖金。

根据所提供的信息，艾米丽、麦克斯和格洛丽亚的奖金分别为10%、
12%和15%。这个奖金的计算方法是
0.10 x (100-500)/100 = 10%，12% x (100-750)/100 = 12%，和15% x
(100-1000)/100=其基本工资的15%。


