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Prefacio

Cuando la Comunidad Cientifica not6 que las computadoras podian facilitar su trabajo, sus
integrantes se convirtieron posiblemente en los adoptantes tempranos mas entusiastas de la tec-
nologia. Aunque el uso y la potencia de las computadoras crece continuamente en el ambito
cientifico, poco se ha avanzado en la formacion y desarrollo de habilidades en Desarrollo de
Software.

El célculo cientifico requiere realizar combinaciones de multiples tareas de diversa clase. Por
ejemplo, es necesario registrar automaticamente datos de un experimento y visualizarlos, realizar
calculos numéricos o simbolicos, ordenar, clasificar, simular, etc. Muchas veces podemos utilizar
paquetes de software que realizan esas tareas por nosotros, pero muchas otras ocurre que nadie
ha implementado un determinado coémputo en la forma que necesitamos, o simplemente quere-
mos probar ideas nuevas. Cualquiera sea la naturaleza de nuestra actividad en la ciencia o en
la tecnologia, no resulta infrecuente la necesidad de interactuar con computadoras a través de
programas propios.

El uso de Python en aplicaciones cientificas ha aumentado sostenidamente en los tltimos
afos, sin embargo es dificil encontrar libros o manuales en castellano de Python que no estén
pensados para programadores.

Este libro nace con la idea primaria de acercar Python al mundo cientifico, en un libro pensado
para cientifiques, a partir de nuestra experiencia en el dictado del curso "Herramientas Compu-
tacionales para Cientificos’que ofrecemos en la Universidad Nacional de La Plata y la Universidad
Tecnoloégica Nacional, desde 2007. De la misma manera, la elecciéon del castellano como idioma
de escritura es un factor critico, porque aunque sabemos que el inglés es una herramienta funda-
mental tanto para programar como para hacer ciencia, estamos convencidos que no deberia ser
una barrera de entrada.

Mas alla de las secciones basicas de un libro (indice, bibliografia, etc.), el libro tiene dos
grandes partes. La primera habla de Python, algunas bibliotecas importantes y otros temas que
son fundamentales. En la segunda, mostramos cémo abordar temas cientificos basicos utilizando
Python, de forma tedrica y practica.

En ambos casos este libro esquiva la pretensién de ser una referencia absoluta, sino que tiene
el propésito de allanar el camino de les cientifiques para dar los primeros pasos en el lengua-
je y solucionar los problemas bésicos (pero no por eso menos importantes) de la ciencia y la
tecnologia.

Tanto los textos como el codigo fuente, ejemplos e imagenes son Copyright de Facundo Ba-
tista y Manuel Carlevaro y estan compartidos bajo la licencia Creative Commons Atribucioén-
NoComercial-Compartirlgual 4.0 Internacional (CC BY-NC-SA 4.0) [1], salvo que se especifique
puntualmente lo contrario.

Olivos y La Plata, Buenos Aires, Argentina,

Facundo Batista & Manuel Carlevaro
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Parte I
Herramientas fundamentales

Los capitulos siguientes desarrollan un conjunto de conocimientos y técnicas fundamentales
que seran utilizados en la Parte II al abordar temas de aplicaciones especificas. Se sugiere, a los
lectores que no tienen experiencia previa en el uso de Python, un recorrido secuencial a través
de los capitulos que componen esta Parte.



Parte 11
Temas especificos

En esta Parte desarrollaremos capitulos que abordan temas especificos de aplicacion de he-
rramientas de Python. Cada capitulo esta autocontenido, de forma que el lector o lectora puede
acceder directamente al tema de interés sin realizar un recorrido secuencial de los capitulos, aun-
que seran utilizados conceptos y herramientas tratados en la Parte 1.



1 | Modelado estadistico

1.1. Introduccion

Los modelos estadisticos, construidos a partir de un con-
junto de datos observados, son utilizados en las diferentes dis-
ciplinas cientificas con dos propdsitos: explicacién causal y A
prediccion empirica. Ambos enfoques no son, naturalmente,

mutuamente excluyentes. Moédulo Version

Estos modelos generalmente contienen uno o varios para-

: ) i Matplotlib 3.5.3
metros, que pueden determinarse a partir de los datos a través . Lad
. . n 4.
de un procedimiento de ajuste para obtener los valores que andas
SciPy 1.9.1

mejor expliquen los datos observados. Posteriormente se pue-
den utilizar para predecir los valores de nuevas observaciones
dados los valores de las variables independientes del modelo.

statsmodels 0.13.2

Cédigo disponible

Una vez establecido el modelo, se pueden realizar compa-
raciones estadisticas entre los valores observados y los genera-
dos por el modelo para determinar cuan bien el modelo explica
los datos, y qué parametros contribuyen mas al poder predictivo.

Abordaremos el siguiente problema: dado un conjunto de variables dependientes Y (o res-
puesta), y variables independientes X, queremos determinar una relacion matematica (o modelo)
como funcién Y = f(X).

Si no conocemos la funcién f pero tenemos acceso a datos provenientes de observaciones
como pares {z;, y; }, podemos parametrizar la funcién y ajustar los valores de dichos parametros
utilizando los datos. Por ejemplo, podriamos tener el modelo lineal f(X) = By + 51X cuyos
parametros son (g y [31. Por lo general tenemos mas datos que pardmetros en el modelo, y en
tales casos podemos realizar un ajuste de minimos cuadrados que minimiza la norma del residuo
r=Y — f(X).

Hemos presentado el modelo matematico representado por la funcion f, pero el ingrediente
que hace al modelo estadistico lo constituye cierta incertidumbre contenida en los datos {x;,y;}
en virtud de, por ejemplo, errores en las mediciones u otros factores fuera de control. Esta in-
certeza en los datos puede ser descripta en términos de variables aleatorias, por ejemplo, Y =
f(X)+e¢, donde € es una variable estocastica. Dependiendo de como aparece la variable aleatoria
en el modelo, y de la distribuciéon que la describe, podemos obtener distintos tipos de modelos
estadisticos, los cuales requieren diferentes abordajes para sus anélisis.

Una situacion de uso habitual de los modelos estadisticos consiste en describir un conjunto y;
de valores experimentales que se obtienen registrando en cada observacion x; variables de con-
trol. Un elemento x; puede o no ser relevante para predecir (o explicar) la respuesta y;, por lo que
un aspecto importante del modelado estadistico consiste en determinar cuales son las variables
independientes relevantes. Por supuesto, también puede suceder que haya factores relevantes
que no hayan sido incluidos en el conjunto de variables independientes x;, pero que aporten a la


https://github.com/facundobatista/libro-pyciencia/tree/master/código/modelado_estadistico/
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determinacion de y;. En este caso puede no ser posible explicar con precision los datos obtenidos
con el modelo. La determinacién de cuan precisa es la explicacion de los datos con el modelo es
otro aspecto importante del modelado estadistico.

1.2. Coeficiente de correlacion

Al explorar conjuntos de datos de dos variables es natural preguntarse si existe alguna rela-
cion entre ellas. Por ejemplo, querriamos saber si al cambiar una de las variables, la otra también
lo hace. Cuando detectamos que existe correlacion entre las variables, es posible obtener una rela-
cién predictiva que puede resultar util. Por ejemplo, la correlacién existente entre la temperatura
ambiente y el consumo de energia eléctrica permite anticipar que habra un pico de consumo en
dias de calor extremo.

Si ambas variables estan distribuidas normalmente, la medida mas comin de dependencia
entre estas cantidades es el coeficiente de correlaciéon producto-momento de Pearson, o simple-
« . .7 »
mente “coeficiente de correlacion de Pearson”. Para el caso de muestras representadas por pares
{zi, vy}, este coeficiente se define como:

M=

(i = 7)(yi — 9)

=1

3~ a3 e~ 0)°

T:Ey -

Si definimos la covariancia de la muestra como

-

(i = 7)(yi — 9)

=1

Spy =
Y n—1
Y 8z Y Sy como las desviaciones estandar muestrales de x y y, respectivamente, el coeficiente de
correlacion 7., se puede escribir como
Szy

Toy = ———
Y Sy * Sy

El coeficiente de correlacién de Pearson resulta entonces una cantidad adimensional que pue-
de tomar cualquier valor entre —1 y +1. Un coeficiente de correlacién nulo indica que no existe
una relacioén lineal entre las variables, mientras que los valores extremos indican correlacién
lineal perfecta. Si la correlacion es un nimero positivo, las variables estan directamente rela-
cionadas (esto es, el aumento de una variable implica el aumento de la otra), mientras que si el
numero es negativo, las variables estan inversamente relacionadas (cuando una aumenta la otra
disminuye su valor). La figura 1.1 muestra varios conjuntos de puntos y el valor del coeficiente
de correlacion correspondiente.

Veremos un ejemplo de calculo de coeficiente de correlacion de Pearson analizando un con-
junto de datos de atletas olimpicos recolectados desde los juegos de Atenas de 1896 hasta Rio
de Janeiro en 2016, con el proposito de obtener una estimacion cuantitativa de las correlaciones
entre el peso de los atletas y sus alturas y edades. Estos datos pueden descargarse libremente de
kaggle', y analizaremos esta informacion utilizando las funcionalidades de Pandas.

En la celda 1 importamos los médulos requeridos para este ejemplo, y en la 2 generamos el
dataset a partir del archivo de datos descargados.

'https://www.kaggle.com/datasets/hees0037/120-years-of-olympic-history-athletes-and-results/download


https://www.kaggle.com/datasets/heesoo37/120-years-of-olympic-history-athletes-and-results/download
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1 0.8 0.4 0 -0.4 -0.8 -1

FiGura 1.1: Distintos conjuntos de valores {z,y} con el coeficiente de Pearson para cada caso. En la
primera file puede notarse que el coeficiente refleja tanto la direccién de una relacion lineal como el apar-
tamiento de la misma, pero no la pendiente de la relacion lineal (como se aprecia en la linea media, no
tampoco relaciones no lineales (linea inferior). Notar que la figura en el centro tiene pendiente nula, pero
el coeficiente de correlacion es indefinido. Fuente: Wikipedia (accedida el 20.06.2022).

CEeLL 01
import matplotlib.pyplot as plt
import numpy as np
import pandas as pd
from scipy.stats import rankdata
.
p
CELL 02
olymp = pd.read csv('athlete events.csv', usecols=['Sex', 'Age', 'Height', 'Weight', 'Year',

'Sport', 'NOC']).dropna()
olymp.head()

Sex Age Height Weight NOC Year Sport
24.0 180.0 80.0 CHN 1992 Basketball
23.0 170.0 60.0 CHN 2012 Judo

21.0 185.0 82.0 NED 1988 Speed Skating
21.0 185.0 82.0 NED 1988 Speed Skating
25.0 185.0 82.0 NED 1992 Speed Skating

(o) B G B
m m m=E =

En la celda 3 exploramos la estructura del dataset, y vemos que disponemos de 206.165 regis-
tros para analizar.


https://commons.wikimedia.org/w/index.php?curid=15165296
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CELL 03

olymp.info()

<class 'pandas.core.frame.DataFrame'>
Int64Index: 206165 entries, 0 to 271115
Data columns (total 7 columns):

# Column Non-Null Count Dtype

Sex 206165 non-null object
Age 206165 non-null float64
Height 206165 non-null float64
Weight 206165 non-null float64
NOC 206165 non-null object
Year 206165 non-null int64

6 Sport 206165 non-null object
dtypes: float64(3), int64(1l), object(3)
memory usage: 12.6+ MB

U b~ W N =R O

Para inspeccionar la forma en que se agrupan los puntos tomando los pares altura-peso y
edad-peso, los graficamos en forma de puntos:

CELL 04
# Creamos los objetos figura y ejes
fig, ax = plt.subplots(1l, 2,figsize=(10,5))
# Creamos los scatterplots
ax[0].plot(olymp['Height'], olymp['Weight'], marker='o', linestyle='",
alpha=0.1, markersize=2)
ax[1].plot(olymp['Age'], olymp['Weight'], marker='o', linestyle='",
alpha=0.1, markersize=2)
# Titulos y ejes
ax[0].set(title='Altura vs. Peso de atletas olimpicos',
xlabel="'Altura (cm)', ylabel='Peso (kg)"')
ax[1].set(title='Edad vs. Peso de atletas olimpicos',
xlabel='Edad (afios)', ylabel='Peso (kg)"')
plt.show()
Altura vs. Peso de atletas olimpicos Edad vs. Peso de atletas olimpicos
200 A 200 1
175 1 175 1
150 A P
= =
< 125 =
2 2
& &
100 4
75 A
50
25
140 160 180 200 220 10 20 30 40 50 60 70
Altura (cm) Edad (afios)

Obtenemos el coeficiente de correlacién de Pearson entre las variables peso, altura y edad
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simplemente utilizando el método corr() de los dataset de Pandas:

CELL 05

olymp[['Weight', 'Height', 'Age'l]].corr()
Weight Height Age

Weight 1.000000 0.796573 0.212041

Height ©.796573 1.000000 0.141684

Age 0.212041 0.141684 1.000000

Naturalmente, la correlacion de una variable con si misma es perfecta, por lo que los elemen-
tos diagonales toman el valor uno. Tal como anticipa la figura de la celda 4, existe una mayor
correlacion entre la altura y peso de los atletas que entre la edad y el peso. Esta tabla muestra
también una menor correlacién aun entre la edad y la altura de los atletas.

El coeficiente de correlacion de Pearson puede verse afectado por la existencia de valores
extremos, que pueden exagerar o atenuar la intensidad de la relacion lineal, y por lo tanto es
inapropiado su uso cuando una o ambas variables no estan normalmente distribuidas. Una de
las formas mas usadas para evaluar la correlacion entre dos variables, tanto continuas como
discretas, que obedecen a distribuciones sesgadas es la p de Spearman. Esta métrica utiliza el orden
(o ranking) en que se presentan los datos, en vez de sus valores en si. Por ejemplo, podemos crear
un dataframe reducido del original conservando solo los primeros diez registros de las columnas
peso y altura, y luego agregar tres columnas mas conteniendo el orden de los valores peso y altura
(generados con el método rankdata() de scipy.stats, y la diferencia d entre ambos valores para
el mismo registro:

7

CELL 06

oly 10 = olymp.loc[:10, ['Weight', 'Height']]

oly 10['r Weight'] = rankdata(oly 10['Weight'])
oly 10['r Height'] = rankdata(oly 10['Height'])
oly 10['d'] = oly 10['r Weight'] - oly 10['r Height']
oly 10
Weight Height r Weight r_Height d
0 80.0 180.0 3.0 2.0 1.0
1 60.0 170.0 1.0 1.0 0.0
4 82.0 185.0 6.5 5.5 1.0
5 82.0 185.0 6.5 5.5 1.0
6 82.0 185.0 6.5 5.5 1.0
7 82.0 185.0 6.5 5.5 1.0
8 82.0 185.0 6.5 5.5 1.0
9 82.0 185.0 6.5 5.5 1.0
10 75.0 188.0 2.0 9.0 -7.0

Lo que muestra la celda 6 es que, para el registro 1, tanto el peso como la altura tienen el
orden mas bajo (1). Cuando los valores se repiten se toma el valor promedio del orden (en este
caso, el valor de altura 185 ocupa los 6rdenes desde el 3 hasta el 8: (3+4+5+6+7+8)/6 = 5,5).
Con esta diferencia de orden d se calcula el coeficiente de correlacion de Spearman como:

63 df
=1
n(n? —1)

donde d; es la diferencia de orden entre los valores de = y y. Podemos obtener el coeficiente de
correlacion de Spearman para el dataset completo de los atletas olimipicos invocando nuevamen-

p:

te el método corr() de Pandas, pero esta vez indicando que el método que queremos utilizar para
el calculo es 'spearman':

10
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CELL 07

olymp[['Weight', 'Height', 'Age']].corr(method='spearman')
Weight Height Age

Weight 1.000000 0.827500 ©.216952

Height 0.827500 1.000000 0.148001

Age 0.216952 0.148001 1.000000

El coeficiente de correlacion de Spearman es mas robusto ante la presencia de valores ex-
tremos, y es una medida del grado de correlaciéon entre funciones monodtonas (mas que de la
correlacion lineal como el coeficiente de Pearson). También toma los valores extremos +1y —1
cuando la correlacion es perfecta (directa o inversa, respectivamente).

1.3. Definicion de modelos estadisticos con patsy

Al realizar un modelado estadistico es necesario especificar la relacién matematica entre las
variables dependientes Y y las variables independientes X . Por ejemplo, en el caso de los modelos
lineales, la variable Y puede expresarse como una combinacién lineal de las variables indepen-
dientes X, o de funciones de estas variables. Por ejemplo, podriamos proponer que esta relacion
es:

Y = 61X 4 B2 X3 + cos(X)

Es importante notar que no necesariamente Y debe ser funcién lineal de X en los modelos
lineales, sino que debe ser lineal respecto de los coeficientes desconocidos ;. Por otro lado, el
modelo Y = exp(fy + $1X) es un ejemplo de modelo no lineal, ya que en este caso Y no es una
funcién lineal de By y 1. Sin embargo, podemos transformar este modelo en uno lineal tomando
logaritmos en ambos miembros lo que conduce a Y =B+ /X conY = logY. La clase
de problemas que pueden transformarse en modelos lineales pueden ser tratados con el modelo
lineal generalizado.

El paquete patsy” de Python provee el acceso a un mini lenguaje que permite describir féormu-
las para representar relaciones entre variables dependientes e independientes, y esta basado en
la notacioén introducida por Wilkinson y Rogers en 1973[2]. Con este paquete, podemos escribir

Y ~X

para representar la relacion directa entre la variable Y y X. Podemos representar una relaciéon
mas compleja en la que Y depende de las variables X, a y b de la siguiente manera:

Y~X+4+a+b+ta:d

Los simbolos que se pueden utilizar para construir estas expresiones pueden verse en la Ta-
bla 1.1. La descripcién detallada y completa del lenguaje se puede ver en la documentacion del
paquete.

Una vez definida la relaciéon funcional entre las variables que constituyen el modelo, el paso
siguiente es construir las llamadas matrices de disefo. Para un modelo lineal simple Y = X3 +¢€
son necesarias dos matrices: una con los valores de la variable dependendiente Y y otra con
las variables dependientes del segundo miembro (mas una columna opcional de unos que repre-
sentan la ordenada al origen)®. Los elementos X;; de la matriz de disefio X son los valores de
funciones de las variables independientes correspondientes a cada coeficiente 3; y observacioén

*https://patsy.readthedocs.io/.
*Se suelen nombrar también vector observacion y y dejar especificamente matriz de disefio para X . Usaremos estas
notaciones indistintamente.

11
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TaBLa 1.1: Elementos principales de la sintaxis de formulas con patsy.

Operador Significado

~ Separa el lado derecho del izquierdo en la expresion. Si se omite se asume que
solo existe el lado derecho.

+ Combina términos en ambos lados de la expresion (unidén de conjuntos).

- Elimina términos en el lado derecho del conjunto de términos del lado izquierdo
(diferencia de conjuntos).

Término de interaccion (por ejemplo a : b denota a - b
a * b es una forma abreviadadea +b+a : b
a/b es una forma abreviadade a + a : b

*% Toma un conjunto de términos en el lado izquierdo y un entero n en el derecho,
y calcula el resultado de * sobre el conjunto de términos con si mismo n veces.

f(x) Funcién arbitraria de Python (o NumPy) utilizada para transformar términos en
la expresion (por ejemplo: np.log(x)

C(x) Trata a la variable x como categdrica

y;. Por ejemplo, si los valores observados son y = [1, 2, 3, 4, 5] para dos variables independientes
con los valores correspondientes z; = [6,7,8,9,10] y zo = [13,14, 15,16, 17], y si el modelo
en consideracion es Y = Sy + 51 X1 + B2 X9 + 83X X9, la matriz de disefio para el lado de-
recho es X = [1, 21,22, x122]. En las celdas del siguiente notebook podemos ver de qué forma
construimos el modelo con patsy y obtenemos las matrices de disefio.

~

CELL 01
import numpy as np
import pandas as pd
from patsy import dmatrices, dmatrix
- v
f CELL 02

y = [1, 2, 3, 4, 5]

x1 = [6, 7, 8, 9, 10]

x2 = [13, 14, 15, 16, 17]

data = {'y': np.array(y), 'x1': np.array(xl), 'x2': np.array(x2)}

12
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CELL 03

dmatrices("y ~ x1 + x2 + x1:x2", data)

(DesignMatrix with shape (5, 1)
y

U s W NP

Terms:
'y' (column 0),
DesignMatrix with shape (5, 4)
Intercept x1 x2 x1:x2
1 6 13 78

1 14 98
1 15 120
1 16 144
1 10 17 170

Terms:
'Intercept' (column 0)
'x1' (column 1)
'x2"' (column 2)
'x1:x2"' (column 3))

En las celdas 1 y 2 importamos los médulos necesarios y definimos los valores de nuestras
variables dependiente e independientes, respectivamente. En la celda 3 utilizamos la funcién
dmatrices() para obtener las matrices de disefio correspondientes al modelo definido como ar-
gumento de dicha funcién, que se construyen utilizando data ingresado como segundo argumen-
to. Si solo queremos la matriz de disefio sin los valores de y, podemos usar dmatrix() como se
muestra en la celda siguiente:

~

CELL 04

X = dmatrix("x1l + x2 + x1:x2")

DesignMatrix with shape (5, 4)
Intercept x1 x2 x1:x2
1 6 13 78

1 7 14 98
1 8 15 120
1 9 16 144
1 10 17 170

Terms:
'Intercept' (column 0)
'x1' (column 1)
'x2"' (column 2)
'x1:x2' (column 3)

La definicién del modelo con patsy consiste en definir una cadena de caracteres que repre-
senta la relacion matematica entre las variables (nétese que no figuran los coeficientes 5; en la
formula ya que se asume implicitamente que cada témino de la férmula tiene un parametro del
modelo como coeficiente), mientras que los datos utilizan una representacion con diccionarios.

La matriz de disefio obtenida con dmatrix es un objeto del tipo DesignMatrix de patsy. Este
objeto es completamente compatible con los arrays de NumPy, e incluso se muestra como tal
como podemos ver a continuacion:

13



Regresion lineal §1.4

CELL 05

print(type(X))

print(X)

<class 'patsy.design info.DesignMatrix'>
[[ 1. 6. 13. 78.]

[ 1. 7. 14. 98.]
[ 1. 8. 15. 120.]
[ 1. 9. 16. 144.]
[ 1. 10. 17. 170.]1]

En forma alternativa, y dada la popularidad de Pandas para la representacion de conjuntos de
datos, podemos establecer el argumento return_type de dmatrices como "dataframe". Ademas,
dado que los objetos DataFrame se comportan como diccionarios, los podemos utilizar para definir
los datos como segundo argumento de la funcion dmatrices:

~

CELL 06

df data = pd.DataFrame(data)
y, X = dmatrices("y ~x1 + x2 + x1:x2", df data, return type="dataframe")

Intercept x1 x2 x1:x2
1.6 6.0 13.0 78.0
1.6 7.0 14.0 98.0
1.6 8.0 15.0 120.0
1.0 9.0 16.0 144.0
1.6 10.0 17.0 170.0

AW N RO

Una vez obtenidas las matrices de disefio con patsy, requeridas para resolver un modelo esta-
distico, podemos utilizar un método de minimos cuadrados como el de NumPy np.linalg.lstsq:

CELL 07

beta, res, rank, sval = np.linalg.lstsq(X, y, rcond=None)
beta

O también usar cualquiera de los muchos modelos estadisticos provistos por la biblioteca
statsmodels.

1.4. Regresion lineal

El modelado estadistico suele involucrar un analisis interactivo de los datos, comenzando con
una inspeccion visual, buscando correlaciones y relaciones funcionales. A partir de esta primera
inspeccidn, se propone un modelo estadistico que podria describir los datos. En los casos mas
simples, las relaciones entre los datos se puede describir con un modelo lineal:

Y=kX+d

A continuacién se procede a determinar los pardmetros del modelo (en este caso, k y d).
Luego es necesario determinar la calidad del modelo, y finalmente se analizan los residuos (dife-
rencias entre los valores observados y los predichos) para verificar si el modelo propuesto falla
en describir algunas caracteristicas de los datos.
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Si los residuos presentan valores altos u outliers, o si sugieren una relacién funcional diferen-
te a la propuesta, es necesario modificar el modelo. Este procedimiento se repite hasta que los
resultados sean satisfactorios.

La biblioteca statsmodels [3] provee diversos modelos estadisticos que comparten el mismo
modo de uso, lo que facilita cambiar entre diferentes modelos. Estos modelos estadisticos estan
representados por clases, que pueden ser inicializadas usando tanto las matrices de disefio como
expresiones en patsy, y un dataframe u otro objeto de tipo diccionario conteniendo los datos.
Los pasos para establecer y analizar un modelo son los siguientes (asumiendo que importamos
statsmodels.api como smy statsmodels.formula.api como smf):

1. Crear una instancia de la clase modelo, por ejemplo, modelo = sm.MODEL(Y, X) o
modelo = smf.model(formula, data), utilizando las mayusculas cuando usamos las matri-
ces de disefio y las minudsculas para expresiones de patsy. MODEL o model denotan el nombre
de un modelo particular como OLS (minimos cuadrados ordinarios), GLS (minimos cua-
drados generalizados), etc.

2. Instanciar un modelo no realiza ningtin calculo. Para ajustar el modelo a los datos se utiliza
el método fit, por ejemplo, resultados = modelo.fit(), que realiza el ajuste y devuelve
un objeto que contiene atributos y métodos para analisis posteriores.

3. Inspeccionar el resumen de las estadisticas contenidas en el objeto resultado. Este objeto
varia levemente entre diferentes modelos, pero la mayoria implementa el método summary
que produce una salida que describe el resultado del ajuste.

4. Postprocesamiento de los resultados. Ademas del método summary, el objeto resultado tiene
métodos y atributos para obtener los parametros ajustados (params), los residuos (resid),
los valores ajustados (fittedvalues) y un método para predecir los valores de las variables
dependientes para nuevos valores de las variables independientes (predict).

5. Opcionalmente, suele ser util visualizar el resultado del ajuste. Para ello se puede utilizar
Matplotlib o algunas de las rutinas graficas provistas por la bilbioteca statsmodels.

Recorreremos estos pasos utilizando un ejemplo en el cual conocemos la relacion entre la
variable dependiente y las independientes, y ajustaremos un modelo que genere una prediccién
cercana a estos datos a los que agregaremos ruido distribuido normalmente.

Vamos a considerar que la relacién matematica que vincula las variables independientes x;
y x5 con la variable dependiente y esta dada por

y=44x1 — 2z + 3x122 (1.1)

Para ello generaremos un conjunto de ntimeros aleatorios (estableciendo previamente un
valor de la semilla del generador para poder reproducir los valores muestreados) y construiremos
a partir de estos valores los correspondientes a la variable dependiente segin la ecuacion (1.1). En
las siguientes dos celdas del notebook importamos primero los médulos necesarios y construimos
un dataframe de Pandas conteniendo los valores de las variables dependientes x1 y 2 y la variable
dependiente y:

r

CELL 01

import matplotlib.pyplot as plt

import numpy as np

import pandas as pd

from scipy import stats

import statsmodels.api as sm

import statsmodels.formula.api as smf
import statsmodels.graphics.api as smg
plt.rcParams.update({"text.usetex": True})
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CELL 02

N = 100 # Cantidad de datos
np.random.seed(13) # Semilla del generador de numeros aleatorios
x1 = np.random.randn(N)
x2 = np.random.randn(N)
data = pd.DataFrame({"x1": x1, "x2": x2})
def y(x1, x2):
return 4 + x1 - 2 * x2 + 3 * x1 * x2

data["y exacto"] = y(x1, x2)

En la celda siguiente generamos un array de nimeros aleatorios (epsilon) que sumaremos a
la variable dependiente, de modo de simular la presencia de “ruido” en los datos que queremos
ajustar:

CELL 03

epsilon = 0.5 * np.random.randn(N)
data["y"] = data["y exacto"] + epsilon

Construimos ahora un primer modelo en el que suponemos que la relacién entre las variables
independientes y la dependiente es solo la suma de las primeras, omitiendo el término que con-
tiene el producto x5 de la ecuacidon (1.1), es decir, Y = [y + S121 + S22 que representamos
con la férmula de patsy "y ~ x1 + x2" en la que hacemos uso de los datos “con ruido” de la va-
riable dependiente. Utilizaremos el método de minimos cuadrados ordinarios (u OLS por su sigla
en inglés: Ordinary Least Squares) para ajustar el modelo, para lo cual instanciaremos un objeto
modelo_1 de la clase smf.ols, e invocaremos al método fit() de ese objeto. Para ver el resultado
del ajuste, invocaremos el método summary():

7

CELL 04
modelo 1 = smf.ols("y ~ x1 + x2", data)
resultado_1 = modelo 1.fit()
print(resultado 1.summary())
OLS Regression Results

Dep. Variable: y  R-squared: 0.094
Model: OLS Adj. R-squared: 0.075
Method: Least Squares  F-statistic: 5.041
Date: Wed, 08 Mar 2023 Prob (F-statistic): 0.00827
Time: 12:01:15 Log-Likelihood: -252.20
No. Observations: 100  AIC: 510.4
Df Residuals: 97 BIC: 518.2
Df Model: 2
Covariance Type: nonrobust

coef std err t P>|t| [0.025 0.975]
Intercept 4.1240 0.311 13.240 0.000 3.506 4.742
x1 0.5549 0.328 1.690 0.094 -0.097 1.207
X2 -1.0186 0.378 -2.693 0.008 -1.769 -0.268
Omnibus: 26.557 Durbin-Watson: 2.067
Prob(Omnibus) : 0.000 Jarque-Bera (JB): 86.445
Skew: 0.811 Prob(JB): 1.69e-19
Kurtosis: 7.256 Cond. No. 1.32
Notes:
[1] Standard Errors assume that the covariance matrix of the errors is correctly specified.
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La descripcion detallada de la salida de summary () excede el alcance de este libro, pero sefia-
laremos algunos indicadores de la calidad del ajuste en la primera tabla. Entre ellos, R-squared
es un estadistico que indica la proporcién de variacion en la variable dependiente debida a la
variacion en las variables independientes, y comprende el rango entre 0 y 1, tomando el valor 1
cuando el ajuste es perfecto. Ademas de estar informado en la salida de summary (), esta contenido
en el atributo rsquared de resultado_1, tal como se ve en la celda siguiente:

CELL 05

resultado 1.rsquared

0.09414676944969591

En este caso vemos que el ajuste es muy pobre, ya que apenas llega a 0,094. El valor ajustado
de R? (Adj. R-squared) es una correccion de R? que penaliza el nimero de parametros en el mo-
delo. Otros indicadores 1tiles para comparar la calidad de ajustes entre modelos son AIC (Akaike
Information Criterion) y BIC (Bayesian Information Criterion). Estos dos indicadores no nos dicen
qué tan bueno es un ajuste individual, pero son utiles para decidir entre diferentes modelos ya
que resulta mejor el que tiene valores menores de estos indicadores.

La segunda tabla de summary() contiene los coeficientes [3; obtenidos por el ajuste del mo-
delo. Estos coeficientes (o pesos) de la regresion lineal estan contenidos en el atributo params de
resultado_1y se devuelve como un objeto Series de pandas:

CELL 06

resultado_1.params
Intercept 4.124015
x1 0.554879
X2 -1.018580
dtype: float64

Asumiendo que los residuos estin normalmente distribuidos, la columna std err ofrece una
estimacion de los errores estandar de los coeficientes del modelo, asi como el estadistico t y su
correspondiente p-valor para el test estadistico segun el cual la hipdtesis nula es que el corres-
pondiente coeficiente es cero. Esta columna entonces (P>|t|) nos permite juzgar cuales variables
independientes tienen coeficientes con probabilidad de ser diferente de cero, lo que significa que
tienen un poder predictivo significativo. La hipdtesis alternativa es que el predictor contribuye a
la respuesta. Como es usual, establecemos un umbral o« = 0,05 0 0,001, y si el p-valor es menor
que el umbral (P(T" > |t|) < «), podemos rechazar la hipotesis nula. El ¢-test nos permite evaluar
la importancia de los diferentes predictores siempre que los residuos del modelo tengan una dis-
tribucién normal alrededor de cero. Si esto no es el caso, el ¢-test sugiere la existencia de alguna
no linealidad entre las variables y por lo tanto no se puede utilizar para estimar la importancia
de los predictores individuales.

Para tener una idea mas precisa sobre el supuesto de que los errores estan normalmente
distribuidos, es necesario analizar los residuos del modelo que ajustamos a los datos. Los errores
estandar de los coeficientes son las raices cuadradas de los elementos diagonales de la matriz de
covarianza que resulta de

C =cov(f) = (X XT)7!

donde X es la matriz de disefo y o2 es la varianza, o error cuadratico medio, de los residuos.

Podemos analizar los residuos para justificar la suposicion de distribucién normal. Estos son
accesibles mediante el atributo resid del objeto resultado_1:
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CELL 07

resultado 1.resid.head()
2.772770
-1.074751
0.563161
-0.057005
-0.949921
dtype: float64

\. J
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Podemos invocar la funcion normaltest() de scipy.stats para verificar la hipotesis que los
residuos constituyen una muestra de una variable aleatoria con distribucién normal (hipotesis
nula). Si establecemos un o = 0,001, y calculamos el p-valor:

CELL 08

z, p = stats.normaltest(resultado_1.resid)

1.7109127008978512e-06

vemos que p < ¢, con lo que podemos rechazar la hipétesis nula (es decir, podemos concluir que
la suposicién de que los residuos estan normalmente distribuidos no se cumple). Una forma visual
de verificar la normalidad de los residuos es a través de un grafico Q-Q (Quantile-Quantile plot),
que compara los cuantiles empiricos de la muestra con los valores teodricos, y que si los valores
muestrales estan normalmente distribuidos la figura deberia aproximarse a una linea recta. Para
nuestro caso, podemos generar el grafico Q-Q mediante smg.qqplot:

CELL 09
fig, ax = plt.subplots(figsize=(8, 4))
smg.qgplot(resultado 1.resid, ax=ax, line='q');
L
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Como se puede ver en la salida de la celda 9, los puntos se desvian notablemente de una recta,
sugiriendo que es poco probable que los residuos observados sean una muestra de una variable
aleatoria distribuida normalmente.

Por ultimo, mencionamos que en la segunda tabla de la salida de summary() se muestran los
intervalos de confianza para cada predictor. Un intervalo de confianza pequerfio indica que el
ajuste permite establecer con mayor precision el valor de estos predictores, mientras que inter-
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valos mas grandes indican una mayor incerteza o varianza en estos parametros. Al igual que los
valores de AIC y BIC, los intervalos de confianza resultan utiles a la hora de comparar el grado de
ajuste entre diferentes modelos.

Los resultados previos sugieren que el modelo propuesto no es suficiente y que necesitamos
mejorarlo. Podemos entonces incluir el término de interaccion en la formula de patsy y repetir
los analisis:

CEeLL 10
modelo 2 = smf.ols("y ~ x1 + x2 + x1 : x2", data)
resultado_2 = modelo 2.fit()
print(resultado 2.summary())
OLS Regression Results

Dep. Variable: y  R-squared: 0.972
Model: OLS Adj. R-squared: 0.971
Method: Least Squares F-statistic: 1119.
Date: Wed, 08 Mar 2023 Prob (F-statistic): 1.57e-74
Time: 12:01:15 Log-Likelihood: -77.990
No. Observations: 100 AIC: 164.0
Df Residuals: 96 BIC: 174 .4
Df Model: 3
Covariance Type: nonrobust

coef std err t P>|t]| [0.025 0.975]
Intercept 3.9800 0.055 72.494 0.000 3.871 .089
x1 0.9716 0.058 16.666 0.000 856 .087
X2 -1.9678 0.069 -28.610 0.000 -2.104 -1.831
x1:x2 9938 0.054 55.075 0.000 2.886 .102
Omnibus: 1.217 Durbin-Watson: 2.304
Prob(Omnibus) : 0.544 Jarque-Bera (JB): 0.713
Skew: 0.134  Prob(JB): 0.700
Kurtosis: 3.316  Cond. No. 1.51
Notes:
[1] Standard Errors assume that the covariance matrix of the errors is correctly specified.

Ahora vemos que varios indicadores muestran un mejor ajuste del modelo. Para empezar, R?
esta mas cerca de la unidad:

CELL 11

resultado 2.rsquared

0.972209883186191

También los valores de AIC y BIC son menores que en el caso anterior, indicando una mejora
en la calidad del modelo. Si realizamos un ¢-test sobre los residuos obtenemos:

CELL 12

z, p = stats.normaltest(resultado 2.resid)

0.5442003027882543

y ahora el p-valor es mayor que nuestro umbral, con lo que no podemos rechazar la hipétesis
nula que indica la normalidad de la distribucién de residuos. Esto se visualiza con el grafico Q-Q,
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que se aproxima mejor a una recta:
-
CEeLL 13

fig, ax = plt.subplots(figsize=(8, 4))
smg.qqplot(resultado_2.resid, ax=ax, line='q');

Sample Quantiles

2 o

_2 -1 0 1
Theoretical Quantiles
Los parametros de ajustes del modelo mejorado son:
f CeLL 14

resultado 2.params

Intercept 3.979993

x1 0.971593
x2 -1.967837
x1:x2 2.993805

dtype: float64

\

que son bastante cercanos a los modelos “verdaderos” con los cuales generamos los datos (sin el
ruido agregado). Finalmente, podemos comparar los valores que se obtienen mediante la funcién
correcta y los predichos por el modelo en forma grafica:

f CELL 15

N_new = 100

x = np.linspace(-1, 1, N new)

X1, X2 = np.meshgrid(x, x)

datos_nuevos = pd.DataFrame({"x1": X1l.ravel(), "x2": X2.ravel()})
y pred = resultado 2.predict(datos nuevos)
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CELL 16

y pred = y pred.values.reshape(N new, N new)
fig, axes = plt.subplots(1l, 2, figsize=(12, 5), sharey = True)

def plot y contour(ax, Y, title, bar title):
c = ax.contourf (X1, X2, Y, 20, cmap=plt.cm.RdBu)
ax.set_xlabel(r"$x 1$", fontsize=20)
ax.set ylabel(r"$x 2$", fontsize=20)
ax.set title(title)
cb = fig.colorbar(c, ax=ax)
cb.set label(bar title, fontsize=16)

plot_y contour(axes[0], y(X1, X2), "Relacién verdadera", r"s$ys$")
plot y contour(axes[1], y pred, "Prediccién", r"$y {pred}$")

Relacién verdadera Prediccién

6.0 6.0

F4.5 F4.5

Ypred

= 0.0049 F3.0 = [N F3.0

0.0

—1.00
—1.00 =075 —0.50 =025 0.00 025 050 075 100 =100 —0.75 —050 —0.25 000 025 050 075 100
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En el panel de la izquierda mostramos los valores obtenidos utilizando la relacion inicial
verdadera entre las variables independientes 1 y x2, mientras que en el panel de la derecha vi-
sualizamos la prediccién. De este modo podemos cuantificar en forma visual el grado de precision
de nuestro modelo.

1.5. Regresion discreta

Los modelos de regresion discreta son aquellos en los que la variable dependiente toma va-
lores discretos. El mas simple de los casos es el que la variable dependiente y es binaria (solo
puede tomar dos valores, que por conveniencia y sin perder generalidad, denotamos por 0 y 1).
Por ejemplo, podemos definir que y = 1 si un individuo es adulto y y = 0 si no lo es; 1 si hace
deportes y 0 en caso contrario; 1 si un vehiculo tiene motor eléctrico y 0 si no; etc.

Cuando la variable dependiente toma mas de dos valores, podemos clasificar los diferentes
casos en variables categéricas y no categoricas. Como ejemplo del primer caso, podemos catego-
rizar individuos segtin su rango etario:

» y = 1 sila edad es menor a 20 afios,
s y = 2 sila edad es entre 20 y 60 afios,
» y = 3 sila edad es mayor a 60 anos,

Como ejemplo de una variable no categérica podemos mencionar el nimero de unidades
vendidas por una empresa durante un dia. En este caso y puede tomar los valores 0,1,2,.. ., es
decir, valores discretos sin ser una variable categorica.
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FiGuraA 1.2: Representacion grafica de la funcién logistica con los valores 5y =0y 1 = 1.

Los métodos usuales de regresion lineal que vimos hasta ahora no son suficientes, dado que
en esos casos la variable de respuesta obtenida es continua, y no puede ser utilizada directamen-
te para modelar una variable que solo puede tomar valores discretos. Sin embargo, es posible
mapear un predictor lineal mediante una transformacién adecuada a un intervalo que se puede
interpretar como una probabilidad para diferentes resultados discretos. Para el caso de variables
de respuesta binaria, una transformacién muy utilizada es la funcion logistica:

log (12)) = fo + 1z

p=(1+exp(—Bo — frz)) "

quemapeaz € (—oo,00)ap € (0, 1),y cuyarepresentacion grafica se muestra en la figura 1.2. Es
decir, que la variable independiente (continua o discreta) x es mapeada a través de los parametros
del modelo lineal 5y y 31, y posteriormente utilizando la funcion logistica transformamos la salida
del modelo lineal en una probabilidad p. Si p < 0,5 podemos decir que y = 0,y sip > 0,5, la
prediccion es que y = 1.

La biblioteca statsmodels ofrece varios métodos para regresiones discretas, incluyendo la cla-
se Logit para regresiones binarias, la clase para regresion logistica multinomial MNLogit (para mas
de dos categorias), y la clase Poisson para variables no categodricas con distribucion de Poisson
(enteros positivos). Vamos a desarrollar un ejemplo de regresién discreta binaria utilizando el
famoso conjunto de datos de flor Iris de Fisher* Este conjunto contiene 50 muestras de cada una
de las tres especies de Iris: setosa, virginica e versicolor. En cada muestra se midieron el largo
y el ancho del sépalo y del pétalo (en centimetros). En el ejemplo, tomaremos un subconjunto
de los datos pertenecientes solo a dos especies e intentaremos construir un modelo que prediga,
en términos de los valores de las dimensiones del sépalo y del pétalo, a cual de las dos especies
corresponden esos valores.

Como es habitual, en la primera celda del jupyter-notebook importamos los médulos necesa-
rios. A continuacion, utilizamos el submddulo datasets de statsmodels cuya funcion get_rdataset
provee acceso a conjuntos de datos utilizados en el popular lenguaje R°.

*Se puede leer mas sobre este conjunto de datos en la entrada de Wikipedia.
°Los conjuntos de datos estan disponibles en https://vincentarelbundock.github.io/Rdatasets/.
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CELL 01

import matplotlib.pyplot as plt

%sconfig InlineBackend.figure formats = ['svg']
import numpy as np

import pandas as pd

import statsmodels.api as sm

import statsmodels.formula.api as smf

from scipy import stats
plt.rcParams.update({"text.usetex": True})

CELL 02

df = sm.datasets.get rdataset("iris").data
df.info()

<class 'pandas.core.frame.DataFrame'>
RangeIndex: 150 entries, 0 to 149

Data columns (total 5 columns):

#  Column Non-Null Count Dtype

0 Sepal.Length 150 non-null float64
1 Sepal.Width 150 non-null float64
2  Petal.Length 150 non-null float64
3  Petal.Width 150 non-null float64

4  Species 150 non-null object
dtypes: float64(4), object(1)
memory usage: 6.0+ KB

Extrayendo los valores tinicos en la columna Species de nuestro dataset, vemos que estan las
tres especies de Iris:

CELL 03

df.Species.unique()

array(['setosa', 'versicolor', 'virginica'], dtype=object)

Construimos ahora un nuevo dataframe que constituye un subconjunto del original, inclu-
yendo solo las especies versicolor y setosa, y reasignamos los valores de la columna Species a
los valores 0 o 1 para versicolor y virginica respectivamente. Finalmente, antes de proceder con
la construccién del modelo, es necesario renombrar las columnas del dataframe reemplazando
los puntos por otro caracter de modo que Python pueda interpretar correctamente su nombre. Si
pasamos como nombre de variable en expresiones Patsy "Sepal.Length", Python intentara en-
contrar una variable llamada Sepal que tiene un atributo Length. Evitamos esto reemplazando los
puntos por, por ejemplo, el caracter " ":

7

CELL 04
df subconjunto = df[df.Species.isin(["versicolor", "virginica"])].copy()
df_subconjunto.Species = df_subconjunto.Species.map({"versicolor": 0, "virginica": 1})
df subconjunto.columns = [c.replace('.', ' ') for ¢ in df subconjunto.columns]

df subconjunto.head()

Sepal Length Sepal Width Petal Length Petal Width Species

50 7.0 3.2 4.7 1.4 0
51 6.4 3.2 4.5 1.5 0
52 6.9 3.1 4.9 1.5 0
53 5.5 2.3 4.0 1.3 0
54 6.5 2.8 4.6 1.5 0

\. J

Podemos construir ahora el modelo utilizando la clase Logit, y realizamos el ajuste con su
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método fit() utilizando como variables independientes las medidas del pétalo (largo y ancho):

7

CELL 05

modelo = smf.logit("Species ~ Petal Length + Petal Width", data=df subconjunto)
resultado = modelo.fit()

Optimization terminated successfully.
Current function value: 0.102818
Iterations 10

Como ya vimos, los resultados del ajuste se pueden mostrar con el método summary():

CELL 06

print(resultado.summary())

Logit Regression Results

Dep. Variable: Species No. Observations: 100
Model: Logit Df Residuals: 97
Method: MLE  Df Model: 2
Date: Wed, 22 Feb 2023 Pseudo R-squ.: 0.8517
Time: 17:34:37 Log-Likelihood: -10.282
converged: True LL-Null: -69.315
Covariance Type: nonrobust  LLR p-value: 2.303e-26
coef std err z P>|z| [0.025 0.975]
Intercept -45.2723 13.612 -3.326 0.001 -71.951 -18.594
Petal Length 5.7545 2.306 2.496 0.013 1.235 10.274
Petal Width 10.4467 3.756 2.782 0.005 3.086 17.808

Possibly complete quasi-separation: A fraction 0.34 of observations can be
perfectly predicted. This might indicate that there is complete
quasi-separation. In this case some parameters will not be identified.

Al igual que en los ejemplos precedentes, no haremos un analisis exhaustivo de toda la in-

formacion que muestra summary () sino que solo centraremos nuestra atencion en los parametros
del ajuste (Intercept, Petal Length y Petal Width) ya que éstos nos permitiran realizar predic-
ciones sobre nuevos valores de mediciones del largo y ancho del pétalo. Podemos simular nuevas
mediciones generando valores con variables aleatorias dentro de los rangos de variacion de es-
tas magnitudes, los cuales registramos en un nuevo dataframe df_nuevo. Utilizando el ajuste del
modelo podemos predecir a qué especie pertenece cada “nuevo” valor, tomando el criterio de
asignar el valor 1 o 0 segtn la prediccién sea mayor o menor a 0,5:
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n_datos = 20

amplitud = 1.2

np.random.seed(1729)

df nuevo = pd.DataFrame({"Petal Length": np.random.randn(n datos) * amplitud + 5,
"Petal Width": np.random.rand(n_datos) * amplitud + 1.1})

df nuevo["Species pred"] = resultado.predict(df nuevo)

print(df nuevo["Species pred"].head(3))

df nuevo["Species pred"] = (df_nuevo["Species pred"] > 0.5).astype(int)

df nuevo["Species pred"].head(3)

0 0.004483

1 0.078261

2 0.999989

Name: Species pred, dtype: float64

0 0
1 0
2 1

Name: Species pred, dtype: int64

. J

Para tener una apreciacion visual del desempenio del modelo en la clasificacion de las especies
y en la prediccion de los resultados, podemos realizar un grafico que muestre los valores origina-
les (de los cuales conocemos a qué especie pertenecen), la recta que separa ambas clasificaciones,
y las predicciones sobre los nuevos valores obtenidos aleatoriamente:
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CELL 08
parametros = resultado.params
# Parametros de la recta que define la separacidn de especies
a = -parametros['Intercept']/parametros|['Petal Width']
b = -parametros['Petal Length']/parametros['Petal Width']
fig, ax = plt.subplots(l, 1, figsize=(8, 4))
ax.plot(df_subconjunto[df_subconjunto.Species == 0].Petal_Length.values,
df subconjunto[df subconjunto.Species == 0].Petal Width.values,
's', label='Versicolor')
ax.plot(df nuevo[df nuevo.Species pred == 0].Petal Length.values,
df nuevo[df nuevo.Species pred == 0].Petal Width.values,
's', label='Versicolor - Prediccién')
ax.plot(df subconjunto[df subconjunto.Species == 1].Petal Length.values,
df subconjunto[df subconjunto.Species == 1].Petal Width.values,
'o', label='Virginica')
ax.plot(df nuevo[df nuevo.Species pred == 1].Petal Length.values,
df nuevo[df nuevo.Species pred == 1].Petal Width.values,
‘o', label='Virginica - Prediccién')
x = np.array([3.5, 6.1])
ax.plot(x, a + b * x, 'k")
ax.set_xlabel('Longitud de pétalo')
ax.set ylabel('Ancho de pétalo')
plt.legend()
plt.show()
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Vemos que algunos valores originales proximos a la recta de separacion se encuentran en el
lado erréneo de la clasificacidn, pero las predicciones sobre los valores generados aleatoriamente
son muy buenas.

Como ultimo ejemplo de modelado sobre variables discretas, intentaremos ahora realizar un
ajuste sobre un conjunto de datos que registra el numero de visitas al médico en las ultimas dos
semanas para una muestra de 5.190 adultos de la Encuesta de Salud Australiana 1977-78°. Este
y otros conjuntos de datos acerca del uso de servicios de salud fueron objeto de analisis por A.
Cameron y P. Trivedi en el contexto de un modelo econémico [4].

El modelo discreto mas simple que podemos considerar para modelar datos que representan

conteos es el de Poisson, que expresa la probabilidad de un nimero dado de eventos que ocurren
en un intervalo de tiempo (o espacio) fijo, en el caso en que estos eventos ocurran con una fre-

°El conjunto de datos se puede descargar desde este enlace.
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cuencia media constante e independientemente del intervalo de tiempo desde el tltimo evento.
Si suponemos que los eventos ocurren aleatoriamente en el tiempo de modo que se cumplan las
siguientes condiciones:

» La probabilidad de ocurrencia de al menos un evento en un intervalo dado es proporcional
a la longitud del intervalo.

= La probabilidad de dos o mas ocurrencias de eventos en un intervalo muy pequeno es
despreciable.

» El ndmero de ocurrencias de eventos en intervalos de tiempos disjuntos son mutuamente
independientes.

entonces la distribucion de probabilidad del numero de ocurrencias de eventos en un intervalo
de tiempo fijo es una distribucién de Poisson con media p = A ¢, donde A es la frecuencia de ocu-
rrencia del evento por unidad de tiempo y ¢ es la longitud del intervalo de tiempo. Un proceso
que satisface las tres condiciones mencionadas se denomina proceso de Poisson. Ejemplos mode-
lados como procesos de Poisson que podemos mencionar son: la cantidad de goles anotados en
un partido de futbol, potenciales de accién emitidos por una neurona o la cantidad de vehiculos
que pasan por una calle.

Formalmente, si Y; denota el nimero de ocurrencias para el ¢-ésimo de N individuos, de un
evento de interés en un intervalo dado de tiempo, la densidad de probabilidad esta dada por:

e
yi!

donde y; es el valor obtenido de la variable aleatoria. Esta es una distribucién con un solo pa-

rametro en la cual el valor medio y varianza de Y; son ambos iguales a A;. Para incoporar un

conjunto de variables independientes X;;(j = 1,..., K), incluyendo un término constante, el
parametro A resulta:

P(Y; = y;) . y=0,1,2,..., i=1,2,....,N

Ai = exp(X;3)

Volviendo al ejemplo, vemos en la celda 9 que leemos el archivo DoctorVisits.csv y almace-
namos sus datos en el dataframe df. Invocando el método info() podemos ver los nombres de las
columnas, la cantidad de valores registrados y los tipos de datos. En la celda siguiente podemos
ver que la columna 'visits' contiene 10 valores y la cantidad de veces que aparece cada uno de
ellos en los datos.
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CELL 09

df = pd.read csv('DoctorVisits.csv', header=0, infer datetime format=True, parse dates=[0],
index_col=[0])

df.info()

<class 'pandas.core.frame.DataFrame'>

Int64Index: 5190 entries, 1 to 5190

Data columns (total 12 columns):

#  Column Non-Null Count Dtype
0 visits 5190 non-null int64
1 gender 5190 non-null object
2 age 5190 non-null float64
3 income 5190 non-null float64
4 illness 5190 non-null int64
5 reduced 5190 non-null int64
6 health 5190 non-null int64
7 private 5190 non-null object
8 freepoor 5190 non-null object
9 freerepat 5190 non-null object

iy
(<]

nchronic 5190 non-null object

11 1chronic 5190 non-null object
dtypes: float64(2), int64(4), object(6)
memory usage: 527.1+ KB

CELL 10

df['visits'].value counts()

O 00 Ul O N B W N = ©
-
N

Name: visits, dtype: int64

\ J

En la celda 11 instanciamos el objeto modelo especificando que es un modelo de Poisson
en el cual la columna 'visits' del dataframe constituye nuestra variable dependiente, a la que
queremos explicar solo a través de una constante, sin relacionarla ain con otros campos del
dataframe. A continuacion realizamos el ajuste del modelo con el método fit() asignandolo al
objeto resultado, y mostramos los resultados del dicho ajuste mediante el método summary():
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CEeLL 11

modelo = smf.poisson("visits ~ 1", data=df)

resultado = modelo.fit()

resultado.summary ()

Optimization terminated successfully.
Current function value: 0.767475
Iterations 1

<class 'statsmodels.iolib.summary.Summary'>

Poisson Regression Results

Dep. Variable: visits No. Observations: 5190
Model: Poisson  Df Residuals: 5189
Method: MLE  Df Model: 0
Date: Wed, 22 Feb 2023 Pseudo R-squ.: -2.220e-16
Time: 17:34:40 Log-Likelihood: -3983.2
converged: True  LL-Null: -3983.2
Covariance Type: nonrobust LLR p-value: nan

coef std err z P>|z| [0.025 0.975]
Intercept -1.1982 0.025 -47.416 0.000 -1.248 -1.149

El resultado que estamos buscando aqui es el valor de Intercept, que es el que podemos
vincular con el parametro A de la distribucion. En la celda siguiente calculamos este parametro y
generamos tres distribuciones de Poisson: una con el parametro recién obtenido, y dos utilizando
los valores extremos del intervalo de confianza del 95 % de Intercept informados en la celda 11:

CELL 12

lam = np.exp(resultado.params)

print(lam)

X = stats.poisson(lam)

X ci 1 = stats.poisson(np.exp(resultado.conf int().values)[0,0])
X ci_u = stats.poisson(np.exp(resultado.conf_int().values)[0,1])
Intercept 0.301734

dtype: float64

Utilizando estas tres distribuciones, compararemos el histograma de visitas de los datos (nor-
malizado con el nimero total de visitas) con las funciones de masa de probabilidad de las distri-
buciones, obtenidas mediante el método pmf()’. Generamos esta comparacion en forma gréafica,
como se ve en la celda a continuacion:

’La funcién de masa de probabilidad devuelve la probabilidad de que una variable aleatoria discreta sea exacta-
mente igual a un valor dado.
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CELL 13

v, k = np.histogram(df.visits, density=True)

fig, (ax1l, ax2) = plt.subplots(2, 1, sharex=True)

fig.subplots adjust(hspace=0.05)

width = 0.35

for ax in (ax1l, ax2):
ax.bar(k[:-1]-width/2, v, width, align='center', label='Visitas',alpha=1)
ax.bar(k+width/2, X.pmf(k), width, align='center', label='Fit',alpha=0.35)
ax.bar(k+width/2, X ci_l.pmf(k), width/2, align='edge', label='Fit-L',alpha=0.35)
ax.bar(k+width/2, X ci u.pmf(k), -width/2, align='edge', label='Fit-U',alpha=0.35)

axl.set ylim(0.1, 0.95)

ax2.set_ylim(0, 0.06)

axl.spines.bottom.set visible(False)

ax2.spines.top.set visible(False)

ax1l.xaxis.tick top()

axl.tick params(labeltop=False)

ax2.xaxis.tick bottom()

d = .5 # proporcién de extensién vertical a horizontal de la marca de separacién

kwargs = dict(marker=[(-1, -d), (1, d)], markersize=12,

linestyle="none", color='k', mec='k', mew=1, clip_on=False)

axl.plot([0, 1], [0, O], transform=axl.transAxes, **kwargs)

ax2.plot([0, 1], [1, 1], transform=ax2.transAxes, **kwargs)

ax1.legend()

plt.show();
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Podemos ver que los valores del histograma no estan comprendidos entre las distribucio-
nes con los limites superior e inferior del intervalo de confianza del parametro ajustado, por
lo que debemos rechazar la hipotesis de que el nimero de visitas al médico en las ultimas dos
semanas es un proceso de Poisson. No tener éxito en el ajuste de un modelo a un conjunto de
datos es habitual durante el proceso de modelado estadistico, y tal vez podriamos obtener mejo-
res resultados si intentamos explicar nuestra variable dependiente con algunas de las columnas
del dataframe. Por ejemplo, podriamos reemplazar la expresion del modelo en la celda 11 por

A\
A\
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"visits ~ 1 + age + illness * income". Dejamos aqui al lector la tarea de explorar estas posi-
bilidades, que resultan bastante mas complejas que el caso que usamos como ejemplo.

1.6. Series temporales

Una serie temporal consiste en el registro de datos sucesivos en el tiempo. Las técnicas uti-
lizadas para analizar series temporales tratan de identificar patrones de los datos en el pasado e
intentan anticipar (o predecir) los valores futuros. Estos datos se encuentran ordenados cronolé-
gicamente:

Yo, Y1y - -5 Yt—2,Yt—1, Yt

El analisis de series temporales presenta una caracteristica distintiva respecto de los analisis
realizados hasta aqui: no se puede considerar que un conjunto de observaciones de una serie
temporal representen una muestra de valores aleatorios de una poblacion, ya que existe una
fuerte correlacion entre observaciones que estan cercanas en el tiempo. Por otra parte, se pueden
identificar los valores futuros de una serie temporal como las variables dependientes, que son
predichas por los valores pasados de la serie (variables independientes). Esto se refuerza cuando
existen autocorrelaciones como ciclos diarios o anuales, o fuertes tendencias que se mantienen
en el tiempo. Ejemplos de series temporales son las observaciones climéaticas, orograficas, pobla-
cionales, precios de acciones, etc.

El modelo mas simple que podemos considerar es el autoregresivo AR (“autoregressive mo-
del”), que utiliza una combinacion lineal de p valores pasados para estimar el presente. La expre-
sion matematica para el modelo AR(p) es:

P
Yo = ¢o + Z PnYt—n + €

n=1

Aqui, p es el orden del modelo y ¢; representa ruido blanco sin correlacion. Los modelos
autoregresivos se aplican a procesos estacionarios, es decir, aquellos en los cuales sus propiedades
estadisticas no varian en el tiempo. Esta condicion impone restricciones sobre los valores que
pueden tener los coeficientes ¢;.

Otro algoritmo estadistico simple para modelar series temporales es el de la media movil
MA (“moving average”), que utiliza la dependencia entre una observaciéon dada y los residuos
calculados a partir de observaciones previas. Estos residuos consisten en la diferencia entre los
valores registrados en el instante ¢ y el promedio (o media mévil) de un subconjunto precedente
de ¢ datos. Matematicamente el modelo MA(q) se expresa como:

q
Yr = p+ Z Onet—n + &t
n=1
donde 6; son los parametros del modelo, y es la media de la serie y ; los residuos.

Estos abordajes pueden combinarse dando origen al modelo ARMA(p, ¢), pero tal como men-
cionamos, solo puede aplicarse a series que sean estacionarias. Vamos a intentar modelar ahora
una serie temporal que registra mediciones atmosféricas de COy desde 1958 en el Observatorio
Mauna Loa [5], en partes por millon (ppm). Para ello utilizaremos las herramientas disponibles
en el moédulo statsmodels.

Como es usual, iniciamos el notebook importando los médulos necesarios:
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CELL 01

import pandas as pd

import matplotlib.pyplot as plt
plt.rcParams.update({"text.usetex": True})

%sconfig InlineBackend.figure formats = ['svg']

import statsmodels.api as sm

from statsmodels.tsa.stattools import adfuller

from statsmodels.tsa.seasonal import seasonal decompose
from statsmodels.graphics.tsaplots import plot acf, plot pacf
from statsmodels.tsa.api import ARIMA, SARIMAX

import warnings

warnings.filterwarnings("ignore")

import itertools

En la celda 2 leemos los datos desde los datasets disponibles en statsmodels, podemos ver que

obtenemos un dataframe de pandas con 2284 registros, ordenados por fecha:

7

CELL 02

data = sm.datasets.co2.load pandas()
co2 = data.data

print(co2.info())

print(co2.head())

<class 'pandas.core.frame.DataFrame'>

DatetimeIndex: 2284 entries, 1958-03-29 to 2001-12-29
Freq: W-SAT

Data columns (total 1 columns):

# Column Non-Null Count Dtype

0 co2 2225 non-null float64
dtypes: float64(1)
memory usage: 35.7 KB
None
co2
1958-03-29 316.1
1958-04-05 317.3
1958-04-12 317.6
1958-04-19 317.5
1958-04-26 316.4

Antes de comenzar el andlisis, vamos a transformar nuestra serie temporal original en otra

cuyos indices temporales sean el primer dia de cada mes conteniendo el valor medio de los datos
del mes correspondiente. Ademas buscamos fechas sin registros (encontramos 5) y completamos
esos registros artificialmente con el valor precedente. Finalmente graficamos la serie temporal:
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CELL 03

y = co2['co2'].resample('MS"').mean()
print(y.isnull().sum())

y = y.fillna(method="'backfill")

fig, ax = plt.subplots(1l, 1, figsize=(8, 4))
ax.plot(y)

plt.xlabel('Afo")

plt.ylabel(r'Concentracién C0$ 2$ (ppm)"')
plt.plot(y);
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De este modo, finalizamos con una serie temporal con 526 valores. En la figura se observa
claramente que existe una tendencia creciente de la concentracién de CO3 con el tiempo, a la
que se le superpone una oscilacién estacional. Ademaés de la inspeccion visual, es util disponer
de una herramienta cuantitativa para determinar la estacionalidad de una serie temporal. En
nuestro caso, haremos uso del test de Dickey-Fuller aumentado® cuya hipoétesis nula consiste en
que la serie no es estacionaria, por lo que al obtener el p-valor del test por encima del valor 0,05
no podemos asegurar que la serie no es estacionaria con el 95 % de confianza. En la celda siguiente
definimos una funcién que calcular este p-valor y nos informa para distintos valores criticos:

CELL 04

def check stationary(values):
dftest = adfuller(values, autolag='AIC")
print("Test statistic = {:.3f}".format(dftest[0]))
print("P-value = {:.3f}".format(dftest[1]))
print("Critical values :")
mensaje = "\t{}: {} - Los datos {} estacionarios con {}% de confianza"
for k, v in dftest[4].items():
print(mensaje.format(k, v, "no son" if v<dftest[0] else "son", 100-int(k[:-1])))

Aplicamos esta funcién con nuestros datos, y obtenemos obviamente lo que vimos en la fi-
gura:

®Ver la siguiente entrada en Wikipedia.
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CELL 05

check stationary(y)

Test statistic = 2.360

P-value = 0.999

Critical values :

1%: -3.4432119442564324 - Los datos no son estacionarios con 99% de confianza
5%: -2.8672126791646955 - Los datos no son estacionarios con 95% de confianza
10%: -2.569791324979607 - Los datos no son estacionarios con 90% de confianza

Una herramienta practica para descomponer nuestra serie original en términos de tenden-
cia, estacionales y residuos, es la funcién seasonal_decompose() de statsmodels.tsa.seasonal.

Usando nuestros datos y como argumento, y utilizando un método aditivo para la descomposi-
cién, obtenemos:

f CELL 06
result = seasonal_decompose(y, model='additive', period=12)
result.plot();
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Podemos entonces repetir nuestro test sobre la parte estacional para ver si es estacionario, lo
que se confirma claramente:

CELL 07

check stationary(result.seasonal)

Test statistic = -190285817600000.906

P-value = 0.000

Critical values :

1%: -3.443161545965353 - Los datos son estacionarios con 99% de confianza
5%: -2.8671904981615706 - Los datos son estacionarios con 95% de confianza
10%: -2.5697795041589244 - Los datos son estacionarios con 90% de confianza
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Es posible transformar una serie temporal no estacionaria en una que si lo es a través de
calcular diferencias entre los sucesivos valores. Si, por ejemplo, la linea de tendencia es lineal,
generar una nueva serie temporal a través de la primera diferencia 4; = y; — y;—1 produce una
serie estacionaria, a la cual le podemos aplicar un modelo ARMA. Aplicando esto a nuestra serie
temporal obtenemos:

7

CELL 08

y 1 =y.diff()

check stationary(y 1[1:])

plt.plot(y 1)

Test statistic = -5.063

P-value = 0.000

Critical values :

1%: -3.4432119442564324 - Los datos son estacionarios con 99% de confianza
5%: -2.8672126791646955 - Los datos son estacionarios con 95% de confianza
10%: -2.569791324979607 - Los datos son estacionarios con 90% de confianza

[<matplotlib.lines.Line2D at 0x7fa97ac24730>]
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Podemos generar un modelo que contemple la “desestacionalizacion” mediante diferencias de
orden d con un modelo ARIMA(p, d, q), donde I(d) es el preprocesamiento que realiza el calculo
de las diferencias.

El tratamiento de series temporales con componentes estacionales se puede realizar directa-
mente con un modelo SARIMAX, con considera ademas de la no estacionalidad, la posibilidad
de incoporar otras variables exégenas al modelo. Intentaremos entonces trabajar sobre nuestra
serie original ajustandola con un modelo SARIMAX que requiere, ademas de los parametros p, d
y ¢, parametros adicionales para tratar con la componente estacional: P, (), D y m, siendo este
ultimo parametro el nimero de pasos temporales que comprende un periodo estacional.

Una forma de estimar estos parametros es utilizando los graficos de las funciones de autoco-
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rrelacién (ACF) y autocorrelacion parcial (PACF). La ACF es la correlacion de una serie temporal
con si misma en funcioén del retraso o lag, mientras que la PACF es la correlacion entre la serie
temporal y una versioén retrasada de si misma, sustrayendo el efecto de la correlacion de lags
menores. En el caso de nuestro ejemplo, podemos graficar estas funciones con las herramientas
provistas por statsmodels:

7

CELL 09

fig, (ax1l, ax2) = plt.subplots(2, 1, figsize=(8, 6))
plot_pacf(y, method='ywm', ax=axl);
plot acf(y, ax=ax2);
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En estas figuras, las zonas sombreadas representan el intervalo de confianza del 95 %, por
lo que los valores que quedan dentro de estas regiones podrian considerarse nulos. Se puede ver
que para la serie analizada existen fuertes correlaciones de periodo 12 (que representan un afo en
nuestros datos) en la PACF, y un decaimiento muy suave para la dfuncién de autocorrelacién. Se
suele utilizar como parametro p el iltimo valor del lag de la PACF antes del primero que se anula,
y el correspondiente lag de la ACF para determinar g. La figura de la PACF sugiere entonces usar
un valor de p = 2, pero no es concluyente para determinar d debido a que el decaimiento de la
funcién es muy lento.

Entonces podemos recurrir a otros indicadores para determinar los parametros del modelo.
Al realizar un ajuste SARIMAX(p, d, q)(P, D, Q),, obtenemos los valores de AIC (Akaike Infor-
mation Criterion) y BIC (Bayesian Information Criterion). En ambos casos, menores valores de
estos indicadores sugieren mejores modelos. Tanto AIC como BIC penalizan modelos con mu-
chos parametros, aunque difieren en la forma en que penalizan la complejidad del mismo. BIC
penaliza 6rdenes adicionales del modelo méas que AIC, por lo que el criterio BIC suele sugerir
modelos mas simples que AIC. En muchas ocasiones, ambos sugieren el mismo modelo, pero
cuando no lo hacen la eleccién depende de las prioridades: si queremos identificar un mejor mo-
delo predictivo, AIC es una mejor eleccion, mientras que silo que buscamos identificar un buen
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modelo explicativo, entonces podemos basar nuestra decisién en el que produzca el menor valor
de BIC.

Vamos a realizar entonces una bisqueda de los parametros en una grilla, avaluando los mis-
mos para los valores 0, 1 y 2, lo que nos da un total de 3% = 729 modelos. Almacenaremos los
valores de los parametros, junto con los resultados obtenidos para AIC y BIC en una lista, y luego
examinaremos las combinaciones de parametros con menores valores de AIC y BIC.

Previamente, dividiremos nuestra serie temporal en un conjunto de datos para el ajuste del
model (y_train) conteniendo el primer 85 % del total de datos, y reservaremos el restante 15 %
(y_valid) para contrastar las predicciones obtenidas por nuestro mejor modelo con los datos
registrados, de modo de tener una medida de cuan buenas son las predicciones:

CELL 10

n_train = int(0.85 * y.size)

n samples = y.size

n_valid = n_samples - n_train

y train, y valid = y[:n_train], y[n train:]

print(f'Nimero de muestras: {n samples}, entrenamiento: {n_train}, validacioén: {n_valid}')

Nimero de muestras: 526, entrenamiento: 447, validacién: 79

A continuacion generamos la busqueda, iterando sobre todas las tuplas (p,d, q) y (P, D, Q)
con valores entre 0 y 2 (dejamos fijo m = 12). Los resultados de cada ajuste los guardamos en la
lista model evals.

~

CELL 11

model_evals = []
p=d=gq = range(0,3)
pdg = list(itertools.product(p, d, q))
seasonal PDQ = [(x[0], x[1], x[2], 12) for x in list(itertools.product(p, d, q))]
for param in pdq:
for param seasonal in seasonal PDQ:
try:
mod = SARIMAX(y train, order=param, seasonal order=param seasonal,
enforce stationary=False,
enforce_invertibility=False)
results = mod.fit(disp=0)
model evals.append([param, param seasonal, results.aic, results.bic])
except:
continue

Mostramos ahora los parametros obtenidos para los modelos con AIC y BIC menores a 300,
siendo este valor sugerido por ajustes exploratorios para algunos pocas tuplas:
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CELL 12

for p in model evals:

if (p[2] < 300) or (p[3] < 300):
print(f"AIC: {p[2]1}, BIC: {p[31},

AIC: 12.0, BIC: 36.25579700209428,
AIC: 14.0, BIC: 42.717910162294984,
AIC: 296.9064313262613, BIC: 325.41774306496416,

(p, d, gq)=(0, 0, 0),
(p, d, q)=(0, 0, 1),
(p, d, q)=(0, 2, 2),
(p, d, q)=(1, 0, 2),

AIC: 299.38141802518373, BIC: 331.96577429798697,

AIC: 8.0, BIC: 24.410234378454277,
AIC: 10.0, BIC: 30.512792973067846,
AIC: 10.0, BIC: 30.512792973067846,

AIC: 299.73667810970073, BIC: 332.32103438250397,

(p, d, q)={plO]},

(p, d, q)=(1, 1, 2),
(p, d, q)=(2, 0, 0), (P, D, Q, 12)=(0, 0, 1,
(p, d, q)=(2, 0, 0),
(p, d, q)=(2, 0, 1),

(p, d, q)=(2, 1, 1),

(P, D, Q, 12)=(2, 0, 2,

(P, D, Q, 12)={p[11}")
AIC: 10.0, BIC: 30.512792973067846,
AIC: 10.0, BIC: 30.512792973067846,

12)

(P, D, Q, 12)=(2, 0, 1, 12)
(P, D, Q, 12)=(1, 2, 2, 12)

(p, D, Q, 12)=(1, 0, 2,
(p, d, q)=(1, 1, 1), (P, D, Q, 12)=(2, 1, 2, 12)
(P, D, Q, 12)=(2, 1, 2, 12)

12)

12)

(P, D, Q, 12)=(1, 0, 1, 12)
(P, D, Q, 12)=(0, 0, 1, 12)

(P, D, Q,

12)=(2, 1, 2, 12)

J

Podemos ver que algunas combinaciones de parametros generan valores muy bajos de AIC
y BIC. Sin embargo, dichos modelos no ajustan bien a la serie temporal (esto se muestra en los
warnings que desactivamos en la celda 1 para evitar salidas muy largas, que informan sobre pro-
blemas de convergencia del método de ajuste o inestabilidades numéricas). Descartando estos
valores, el conjunto (p,d,q) = (1,1,1) y (P, D,Q,12) = (2,1,2,12) coinciden en bajos va-
lores tanto de AIC como BIC, por lo que construiremos un modelo SARIMAX basado en estos

parametros:
f CELL 13
model = SARIMAX(y train, order=(1,1,1), seasonal order=(2, 1, 2, 12),
enforce stationary=True, enforce invertibility=False)
model fit = model.fit(disp=0, maxiter=200)
print(model fit.summary())
SARIMAX Results
Dep. Variable: co2 No. Observations: 447
Model: SARIMAX(1, 1, 1)x(2, 1, [1, 2], 12) Log Likelihood -141.453
Date: Mon, 09 Jan 2023 AIC 296.906
Time: 18:50:12 BIC 325.418
Sample: 03-01-1958  HQIC 308.160
- 05-01-1995
Covariance Type: opg
coef std err z P>|z]| [0.025 0.975]
ar.L1 0.4175 0.083 5.020 0.000 0.254 0.580
ma.Ll -0.7347 0.065 -11.335 0.000 -0.862 -0.608
ar.S.L12 1.0033 0.086 11.680 0.000 0.835 1.172
ar.S.L24 -0.1418 0.059 -2.398 0.016 -0.258 -0.026
ma.S.L12 -1.8858 0.106 -17.736 0.000 -2.094 -1.677
ma.S.L24 0.9195 0.096 9.539 0.000 0.731 1.108
sigma2 0.1049 0.007 15.680 0.000 0.092 0.118
Ljung-Box (L1) (Q): 0.00 Jarque-Bera (JB): 129.06
Prob(Q): 0.95 Prob(JB): 0.00
Heteroskedasticity (H): 0.57  Skew: 0.48
Prob(H) (two-sided): 0.00 Kurtosis: 5.50

Warnings:

[1] Covariance matrix calculated using the outer product of gradients (complex-step).

Con el método summary () del objeto model fit podemos obtener los parametros del ajuste y
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sus correspondientes p-valores. En todos los casos, estos p-valores muestran que los coeficientes
obtenidos son significativos.

También podemos examinar la calidad del ajuste a través del analisis de los residuos de los
datos que utilizamos como ajuste (y_train). Estos residuos son la diferencia entre los valores
generados por el modelo y los datos reales. El modelo ideal de ajuste deberia tener residuos que
sean ruido blanco gaussiano centrados en cero y sin correlacién. El método plot_diagnostics
genera cuatro graficos que permiten evaluar estas caracteristicas de los residuos:

CELL 14
model fit.plot diagnostics(figsize=(9,7));
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Theoretical Quantiles

El panel superior izquierdo muestra los residuos para cada valor registrado en los datos de
ajuste. Si nuestro modelo funciona adecuadamente, no se deberia apreciar ningtin patrén obvio
en estos residuos, tal como muestra la figura. El panel superior derecho muestra la distribucion
de dichos residuos, tanto en forma de histograma como su KDE, y muestra también para facilitar
la comparacién una distribuciéon normal con media cero y varianza 1. Se puede ver que la KDE
de los residuos es muy cercana a la distribucién normal.

En el panel inferior izquierdo se muestra el diagrama Q-Q de los residuos. Este diagrama
compara la distribucion teérica de los residuos con la observada. En el caso ideal deberiamos
obtener una linea recta como la roja. Esto sucede en casi todos los valores excepto en los extremos.
Finalmente, en el panel inferior derecho se muestra un correlograma que representa la ACF de
los residuos. E1 95 % de las correlaciones para lags mayores que cero no deberian ser significativos
(es decir, deben estar dentro de la regiéon sombreada). Si hubiese una correlacién en los residuos,
podriamos interpretar que existe informacién en los datos que no fue capturada por el modelo.
En nuestro caso, no parecen haber correlaciones para lags mayores que cero, lo que indica que
el ajuste es bueno.
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Finalmente, podemos utilizar el modelo ajustado para predecir valores de la serie temporal
posteriores a los que utilizamos para el ajuste, y compararlos con los valores que reservamos con
este fin, y valid:

CELL 15
y _valid _fore = model fit.forecast(steps=n_valid)
plt.plot(y[n train-20:], label='Datos ajuste')
plt.plot(y valid, label='Datos validacion')
plt.plot(y_valid fore, label='Prediccién')
plt.legend(loc=2)
plt.show()
—— Datos ajuste
372.5 - Datos validacion
—— Prediccion
370.0
367.5
365.0
362.5
360.0
357.5 A
355.0
T T T T T T T T T
1994 1995 1996 1997 1998 1999 2000 2001 2002

Podemos ver que el modelo es capaz de predecir con buena precisién los valores posteriores
a los utilizados en el ajuste del modelo, pese a que alguna diferencia es notoria.

Hemos visto un ejemplo de analisis estadistico de una serie temporal no estacionaria, ajus-
tandola con un modelo relativamente simple. Ademas de statsmodels, existen otras herramientas
poderosas para el ajuste de modelos, entre las que podemos destacar Darts’ y muchas bibliotecas
de redes neuronales. El proceso no es simple y hay que analizar con espiritu critico cada resultado
obtenido.

1.7. Lecturas recomendadas

= Una definiciéon formal rigurosa de modelo estadistico puede verse en Peter McCullagh.
«What is a statistical model?» En: The Annals of Statistics 30.5 (2002), pags. 1225 -1310. DOI:
10.1214/a05/1035844977. URL: https://doi.org/10.1214/a0s/1035844977.

= Galit Shmueli realiza una detallada discusion sobre la diferencia entre modelos explicativos
y modelos predictivos en Galit Shmueli. «To Explain or to Predict?» En: Statistical Science

*https://unit8co.github.io/darts/
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25.3 (2010), pags. 289 -310. DOI: 10.1214/10- STS330. URL: https://doi.org/10.1214/10-
STS330.

= Un libro moderno, con muchos ejemplos y cddigo (en R), y que mantiene una version online
con licencia Creative Commons, es Susan Holmes y Wolfgang Huber. Modern statistics for
modern biology. Cambridge, England: Cambridge University Press, feb. de 2019. URL: https:
//web.stanford.edu/class/bios221/book/introduction.html. Se puede acceder aqui®.

= Un libro clasico sobre el uso de técnicas estadisticas aplicadas al anélisis de datos experi-
mentales: George E.P. Box, J. Stuart Hunter y William G. Hunter. Statistics for experimen-
ters. 2.2 ed. Wiley Series in Probability and Statistics. Chichester, England: Wiley-Blackwell,
mayo de 2005.

= El libro de Haslwanter tiene una buena introduccién al modelado estadistico utilizando
Python: Thomas Haslwanter. An Introduction to Statistics with Python. 1.2 ed. Statistics and
Computing. Cham, Switzerland: Springer International Publishing, 2016. po1: 160 . 1007 /
978-3-319-28316-6.

= Cameron y Trivedi son autores de un libro de referencia para el modelado de conjuntos
de datos discretos: A. Colin Cameron y Pravin K. Trivedi. Regression Analysis of Count
Data. 2.2 ed. Econometric Society Monographs. Cambridge University Press, 2013. por:
10.1017/CB09781139013567.

» El libro de T. Mills presenta una guia practica y muy completa para la modelizacion y
prediccion de series temporales: Terence Mills. Applied time series analysis. San Diego, CA:
Academic Press, 2019.

= Un libro muy completo (aunque con cddigo en R) es: George E P Box y col. Time Series A
nalysis. en. 5.2 ed. Wiley Series in Probability and Statistics. Nashville, TN: John Wiley &
Sons, jun. de 2015.

https://web.stanford.edu/class/bios221/book/index.html.
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Parte III
Apéndices
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A | Zen de Python

Incluimos aqui las frases traducidas correspondientes al Zen de Python [14].

= Bello es mejor que feo.

= Explicito es mejor que implicito.

= Simple es mejor que complejo.

= Complejo es mejor que complicado.

» Plano es mejor que anidado.

» Espaciado es mejor que denso.

» La legibilidad es importante.

= Los casos especiales no son lo suficientemente especiales como para romper las reglas.
» Sin embargo la practicidad le gana a la pureza.

» Los errores nunca deberian pasar silenciosamente.

= A menos que se silencien explicitamente.

» Frente a la ambigiiedad, evitar la tentacion de adivinar.

= Deberia haber una, y preferiblemente solo una, manera obvia de hacerlo.
» A pesar de que esa manera no sea obvia a menos que seas Holandés.

» Ahora es mejor que nunca.

» A pesar de que nunca es muchas veces mejor que ahora mismo.

= Sila implementacion es dificil de explicar, es una mala idea.

= Sila implementacion es facil de explicar, puede que sea una buena idea.

= Los espacios de nombres son una gran idea, jtengamos mas de esos!
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