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Prefacio

Cuando la Comunidad Cientifica not6 que las computadoras podian facilitar su trabajo, sus
integrantes se convirtieron posiblemente en los adoptantes tempranos mas entusiastas de la tec-
nologia. Aunque el uso y la potencia de las computadoras crece continuamente en el ambito
cientifico, poco se ha avanzado en la formacion y desarrollo de habilidades en Desarrollo de
Software.

El célculo cientifico requiere realizar combinaciones de multiples tareas de diversa clase. Por
ejemplo, es necesario registrar automaticamente datos de un experimento y visualizarlos, realizar
calculos numéricos o simbolicos, ordenar, clasificar, simular, etc. Muchas veces podemos utilizar
paquetes de software que realizan esas tareas por nosotros, pero muchas otras ocurre que nadie
ha implementado un determinado coémputo en la forma que necesitamos, o simplemente quere-
mos probar ideas nuevas. Cualquiera sea la naturaleza de nuestra actividad en la ciencia o en
la tecnologia, no resulta infrecuente la necesidad de interactuar con computadoras a través de
programas propios.

El uso de Python en aplicaciones cientificas ha aumentado sostenidamente en los tltimos
afos, sin embargo es dificil encontrar libros o manuales en castellano de Python que no estén
pensados para programadores.

Este libro nace con la idea primaria de acercar Python al mundo cientifico, en un libro pensado
para cientifiques, a partir de nuestra experiencia en el dictado del curso "Herramientas Compu-
tacionales para Cientificos’que ofrecemos en la Universidad Nacional de La Plata y la Universidad
Tecnoloégica Nacional, desde 2007. De la misma manera, la elecciéon del castellano como idioma
de escritura es un factor critico, porque aunque sabemos que el inglés es una herramienta funda-
mental tanto para programar como para hacer ciencia, estamos convencidos que no deberia ser
una barrera de entrada.

Mas alla de las secciones basicas de un libro (indice, bibliografia, etc.), el libro tiene dos
grandes partes. La primera habla de Python, algunas bibliotecas importantes y otros temas que
son fundamentales. En la segunda, mostramos cémo abordar temas cientificos basicos utilizando
Python, de forma tedrica y practica.

En ambos casos este libro esquiva la pretensién de ser una referencia absoluta, sino que tiene
el propésito de allanar el camino de les cientifiques para dar los primeros pasos en el lengua-
je y solucionar los problemas bésicos (pero no por eso menos importantes) de la ciencia y la
tecnologia.

Tanto los textos como el codigo fuente, ejemplos e imagenes son Copyright de Facundo Ba-
tista y Manuel Carlevaro y estan compartidos bajo la licencia Creative Commons Atribucioén-
NoComercial-Compartirlgual 4.0 Internacional (CC BY-NC-SA 4.0) [licencia-libro], salvo que se
especifique puntualmente lo contrario.

Olivos y La Plata, Buenos Aires, Argentina,

Facundo Batista & Manuel Carlevaro
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Parte I
Herramientas fundamentales

Los capitulos siguientes desarrollan un conjunto de conocimientos y técnicas fundamentales
que seran utilizados en la Parte II al abordar temas de aplicaciones especificas. Se sugiere, a los
lectores que no tienen experiencia previa en el uso de Python, un recorrido secuencial a través
de los capitulos que componen esta Parte.



Parte 11
Temas especificos

En esta Parte desarrollaremos capitulos que abordan temas especificos de aplicacion de he-
rramientas de Python. Cada capitulo esta autocontenido, de forma que el lector o lectora puede
acceder directamente al tema de interés sin realizar un recorrido secuencial de los capitulos, aun-
que seran utilizados conceptos y herramientas tratados en la Parte 1.



1 | Optimizacion

Los problemas en los cuales se pretende encontrar la mejor
solucion aparecen frecuentemente en casi todos los ambitos de

la ciencia, la ingenieria, la tecnologia y por supuesto, también A

en la vida cotidiana. Diariamente, para ir desde nuestro hogar

al trabajo, tenemos que decidir si queremos ir por el camino Médulo Version
mas corto, mas rapido, menos costoso, menos transitado, mas

lindo, etc. A menudo, a este requerimiento de obtener la “me- Matplotlib 3.5.3
jor solucién” sobre la base de un criterio dado, le agregamos SciPy 1.9.1
algunas restricciones adicionales que se deben cumplir tam- SymPy 1.12
bién: tenemos que llegar a destino antes de una determinada Codigo disponible

hora, cruzar la menor cantidad de puentes, que nuestra ruta
incluya un lugar donde tomar un desayuno.

En general, la optimizacion es un proceso por el cual que-
remos encontrar y seleccionar el elemento 6ptimo de un conjunto de candidatos posibles. Uti-
lizando el formalismo matematico, este problema se expresa como la determinacion del valor
extremo de una funcién en un dominio dado. Tal valor extremo, o valor 6ptimo, puede referirse
al maximo o minimo de una funcién, dependiendo de la aplicacion y el problema especifico. En
este contexto, un problema de optimizacion tiene dos ingredientes:

» Una funcién objetivo que debe ser maximizada o minimizada. Por ejemplo, minimizar la
distancia en el recorrido de un vehiculo de entrega de productos.

= Un conjunto de restricciones (posiblemente vacio) que se deben satisfacer. Por ejemplo,
no cruzar mas de dos veces un rio.

Sin perder generalidad podemos considerar la optimizacién como un problema de minimiza-
cion’. La forma estandar de un problema de optimizacion continua es:

minimizar f(x) (1.1)

sujetoa gi(x) <b;, i=1,....m

Aqui, el vector x = (z1,...,x,) es la variable de optimizacion del problema (también de-
nominadas usualmente variables de decision), la funciéon f : R” — R es la funcién objetivo,
las funciones g; : R® — R, ¢ = 1,--- ,m son las funciones de restriccion, y las constantes
b1, ,bpy son los limites de las restricciones. Un vector * se denomina 6ptimo, o solucion
del problema (1.1), si tiene el menor valor objetivo entre todos los vectores que satisfacen las
restricciones: para todo z con ¢1(z) < by,...,gm(2) < by, tenemos que f(x*) < f(z).

Las formas particulares que presentan las funciones objetivo y de restriccién caracterizan
familias o clases de problemas de optimizacion muy variados. Un abordaje matematico general

Dado que es valido: f(zo) > f(z) & —f(zo) < —f(x) es suficiente presentar el formalismo para problemas
de minimizacion.


https://github.com/facundobatista/libro-pyciencia/tree/master/código/optimizacion/
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es dificil de tratar y no hay métodos eficientes para resolver completamente problemas genéricos
de optimizacion. Sin embargo, existen métodos muy eficientes para muchos casos de importancia
tedrica o practica, en los cuales resulta valioso conocer todo lo posible sobre las funciones objetivo
y de restricciones para resolver con éxito el problema.

Los problemas de optimizacion se clasifican segtin las propiedades de f(x)y g;(x). En primer
lugar, si x es un escalar (z € R) el problema es unidimensional o univariado, mientras que si @
es un vector (x € R"), el problema es multidimensional o multivariado. Naturalmente, cuanto
mayor es n, mas dificil es resolver el problema de optimizacién, y requiere mas potencia de
céalculo.

Cuando la funcioén objetivo y las funciones de restriccion son lineales, es decir, satisfacen que

flax + By) = af(z) + Bf(y)

se suele llamar al problema de optimizacion (1.1) como programacién lineal®. Si la funcion obje-
tivo o las de restriccion son no lineales, el problema de optimizacion se denomina programaciéon
no lineal. Cuando se requiere que el vector « solo tome valores enteros, se trata de un problema
de programacion entera, mientras que si la restriccién consiste en que solo tome dos valores (por
ejemplo, 0 y 1), estamos frente a un problema de programacién binaria. En relacién con las fun-
ciones de restriccion g;, los problemas de optimizacion pueden ser con o sin restricciones, y en
este ultimo caso dichas restricciones pueden expresarse en forma de igualdades o desigualdades.

Los problemas no lineales presentan una complejidad mayor que los lineales, debido a que tie-
nen una variedad muy amplia de posibles comportamientos. En general, estos problemas pueden
tener minimos globales y locales, lo que hace dificil indentificar al minimo global.

1.1. Optimizacion unidimensional

La forma mas obvia de encontrar el minimo de una funcién es diferenciarla y encontrar el
valor de la variable independiente que hace la derivada igual a cero. Sin embargo, en muchas
situaciones no es practico encontrar la derivada directamente. El submédulo optimize de SciPy
provee dos métodos para encontrar el minimo de una funcién unidimensional: brent y golden,
aunque en la documentacion de SciPy sugieren no utilizar este ultimo, incluido solo con fines
académicos. Estos métodos solo utilizan evaluaciones de la funcién a optimizar, sin requerir del
célculo de la derivada, y se aproximan al valor 6ptimo mediante técnicas de bracketing o acota-
miento. Para funciones con un Gnico minimo en un intervalo dado, estas metodologias de brac-
keting garantizan la convergencia al punto 6ptimo, pero esto no esta asegurado para funciones
mas complejas.

Como ejemplo de optimizacion unidimensional consideraremos el ejemplo clasico de mini-
mizar el area de un cilindro con un volumen Vj dado. Las variables a considerar son el radio r y
la altura h del cilindro, y la funcién objetivo es f(r, h) = 2772 + 27rh, con la condicién de res-
triccion g(r, h) = 7r2h — Vi = 0. El problema asi planteado presenta dos variables, pero a partir
de la restriccién podemos reducirlo a una sola dimensién usando h = Vg /7r? y substituyendo
en f(r,h), lo que conduce a minimizar f(r) = 272 + 2V /7.

Comenzaremos solucionando el problema en forma analitica aprovechando las capacidades
de calculo simbolico de SymPy. En la primera celda importamos las funciones necesarias de
SymPy, en la segunda declaramos las variables y ecuaciones que representan el problema, ob-
teniendo el valor exacto de r que minimiza el area para un volumen V{ dado:

r

CELL 01

from sympy import symbols, pi, solve, diff

?Pese al nombre, no tiene que ver con programacion de computadoras.
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CELL 02

r, h, V.0 = symbols("r h V 0")

Area = 2 * pi * r**2 + 2 * pi * r * h

Volumen = pi * r**2 * h

h r = solve(Volumen - V 0, h)[0] # hallamos h en funcién de r

Area r = Area.subs({h: h_r}) # expresamos el drea como funcién de r
r_sol = solve(Area_r.diff(r), r)[0] # solucidn de r con significado fisico
r sol

Podemos verificar que es un minimo evaluando las derivadas primera y segunda de Area_r
en el valor obtenido para r_sol:

CELL 03

print(Area_r.diff(r, 1).subs(r, r_sol), Area r.diff(r, 2).subs(r, r_sol))

dando un valor positivo (127) para la derivada segunda confirmando que r_sol es un minimo. El
area que corresponde a esta solucion es:

CELL 04

Utilizaremos el valor exacto del minimo obtenido para r (r_sol) en la celda 2 para compararlo
con el que obtendremos mediante una optimizaciéon numérica. Para ello evaluamos r_sol para el
caso en que Vg = 1:

CELL 05

r sol.subs({V_0: 1}).evalf()

0,541926070139289

Para problemas simples la resolucién analitica es posible, pero en problemas reales es comin
tener que recurrir a métodos numeéricos (por ejemplo cuando no es posible resolver la ecuacién
f'(x) = 0). Para abordar este problema con el submodulo optimize de SciPy, primero debemos
definir la funcién f() que implementa la funcién objetivo (en este caso asumimos que Vp = 1),y
luego pasamos esta funcion como argumento de minimize scalar para realizar la minimizacién
numeérica, junto con un intervalo de bracketing y la selecciéon del método de optimizacion. El
método de Brent utiliza una combinacién de interpolacién parabdlica y el método de seccion de
oro. En la celda siguiente realizamos la optimizacion de nuestro problema con este método:
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CELL 06

import numpy as np
from scipy.optimize import minimize scalar

def f(r)
return 2 * np.pi * r¥*2 + 2 / r

solucion = minimize scalar(f, bracket=[0.01, 1], method='brent"')
print(solucion)
print(f"r_min = {solucion.x}")
message:
Optimization terminated successfully;
The returned value satisfies the termination criteria
(using xtol = 1.48e-08 )
success: True
fun: 5.535810445932086
x: 0.5419260710334868
nit: 12
nfev: 15
r min = 0.5419260710334868

Como resultado de la optimizacién, el método devuelve un objeto (asignado en este caso a la
variable solucion) que en sus atributos contiene informcidén acerca de como fue la ejecucion de la
optimizacidn, tal como un mensaje que describe el motivo de la finalizacidn, una variable boolea-
na que indica si hubo convergencia (success), el valor de la funcién evaluada en el valor 6ptimo
(fun), el valor 6ptimo hallado (x), el nimero de iteraciones (nit) y las llamadas a la funcién obje-
tivo (nfev). Podemos ver que el resultado numérico coincide con el valor “exacto” obtenido con
SymPy hasta la precision informada. La figura 1.1 muestra la funcién y el valor éptimo hallado.
Siempre es recomendable visualizar la funcion antes de aceptar el valor obtenido como valido.

La funcién minimize scalar permite establecer, ademas, la tolerancia requerida para la con-
vergencia o el nimero maximo de iteraciones. Sugerimos ver las opciones en su documentacién®.

1.2. Optimizacion multidimensional sin restricciones

La optimizaciéon multidimensional es mas compleja que la correspondiente a la de una sola
dimensién que vimos en la seccién anterior. Los métodos de bracketing no son aplicables y en
general se deben aplicar métodos que comienzan en algin punto en el espacio de coordenadas y
mediante alguna estrategia se buscan nuevos puntos que sucesivamente se aproximen al minimo.

Como abordaremos el caso de una minimizacion sin restricciones, podemos expresar nuestro
problema como
Minimizar f(xz) V& € R"

donde f(x) es una funcién no lineal de * = (x1,...,x,). Estos problemas son frecuentes
en muchas aplicaciones, por ejemplo en problemas de redes neuronales donde es necesario en-
contrar los pesos que minimizan la diferencia entre la salida de la red y la respuesta conocida a
la entrada.

Iniciamos entonces asumiendo una aproximacion inicial xg, y procedemos a generar una
mejor aproximacion utilizando una férmula iterativa de la forma

Tl =X +5dg, parak=0,1,2,...

*https://docs.scipy.org/doc/scipy/reference/generated/scipy.optimize.minimize scalar.html#scipy.
optimize.minimize scalar


https://docs.scipy.org/doc/scipy/reference/generated/scipy.optimize.minimize_scalar.html#scipy.optimize.minimize_scalar
https://docs.scipy.org/doc/scipy/reference/generated/scipy.optimize.minimize_scalar.html#scipy.optimize.minimize_scalar
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FIGURA 1.1: Optimizacién de la superficie de un cilindro con volumen dado.

Para utilizar esta féormula es necesario determinar el vector di, que representa la direccion
en la que buscamos el nuevo valor o1, y el escalar s que representa la distancia en que nos
movemos en esa direccion. Se pueden implementar muchas estrategias para definir estas cantida-
des. Tal vez la eleccién mas simple consiste en tomar la direccion dj, como el negativo del vector
gradiente de f en xj. Para un paso d suficiente pequerio, esta estrategia garantiza una reduccion
en el valor de la funcién. Esto conduce al algoritmo del descenso del gradiente:

Tpr1 = @k — sV f(xg)

donde Vf(x) = (0f/0x1,0f/0x2,--- ,0f/0xy),y s es un valor constante pequeiio. El minimo
se alcanza cuando el gradiente se anula. Aunque en cada paso nos movemos hacia un valor menor
de la funcién, utilizando valores chicos de s el algoritmo es muy lento. Por otra parte, un valor
grande de s pone en riesgo la convergencia hacia el minimo.

El valor de s se puede optimizar considerando que el valor que produce la méaxima reduc-
cién de f es el que se obtiene de minimizar la funcién a lo largo de la direccion establecida por
—V f (k). Formalmente, esto significa que para cada k debemos hallar el valor de s que minimiza

flxr — sV f(zy)] (1.2)

que también constituye un problema de minimizacion denominado “btsqueda lineal”, dado que
en definitiva es una minimizacién en una sola variable, s, a lo largo de la direccién del gradiente,
ya que x, es conocido. Claramente, el valor que minimiza f[x; — sV f(x)| es tal que la derivada
de flxy — sV f(xy)] es cero. Entonces, diferenciando f[x) — sV f(xx)] respecto de s tenemos:

df [y — sV f ()]
ds
lo que muestra que las direcciones sucesivas de biisqueda son ortogonales. Si bien este método

genera una secuencia que se aproxima al minimo de f, no presenta la mejor forma de hacerlo
dado que los cambios en las direcciones de bisqueda son grandes.

=~ (Vf(xr11)) Vf(zi) =0

Una mejora consiste en tomar una combinacion de la direccion previa y de la nueva direccion
para aproximarnos al valor 6ptimo en forma més directa, lo que da origen al método del gradiente

10
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conjugado. Utiliza el mismo paso s obtenido en (1.2), y, llamando gx1 = V f(x+1), la nueva
direccion resulta de

dii1 = —gr+1 + Bdi

Esto es, lanueva direccién es una combinacion del negativo del gradiente en la nueva posicién
mas el escalar 3 por la direccion previa de busqueda. Ahora el problema es establecer el valor de
B,y el criterio utilizado es que las sucesivas direcciones de bisqueda sean conjugadas, esto es,
que (dj41)TAdy, = 0 para alguna matriz dada A.

Esta eleccion posee propiedades adecuadas de convergencia para el método del gradiente
conjugado. Se puede mostrar que conduce a un valor de 3 dado por:

(9r+1)TGr+1
(gr)Tgr

El método de Newton para optimizacién multidimensional se puede considerar como una
modificacién del descenso del gradiente que puede mejorar la convergencia. Del mismo modo
que para el caso unidimensional, el método de Newton consiste en una aproximacioén cuadratica
local de la funcién, que cuando se minimiza da origen a un esquema iterativo. Escribiendo una
expansion en serie de Taylor de segundo orden para f(x) alrededor de x = x;:

1
fla) = f(z:) + V(@) (@ — @) + 5 (@ — i) Hi(z — )
donde H; es la matriz hessiana®. En el minimo,

0
55:) =0, paraj=1,2,---,n

Entonces,

Vf=Vf(zi)+ Hi(x —x;) =0

Si H; no es singular,
T = x; — H; 'V f(x;)

que se puede mostrar converge cuadraticamente cerca del minimo. Este procedimiento altera,
por lo general, tanto la direcciéon como la longitud del paso, por lo que no es estrictamente un
método del descenso del gradiente, y puede no converger si el punto de partida no esta suficien-
temente cerca del minimo. Tal como esta planteado aqui, el método de Newton requiere tanto el
célculo como el almacenamiento del gradiente y del hessiano de la funcién. Esto puede resultar
impractible para funciones de muchas variables (particularmente para optimizacién de la funcién
de pérdida durante el entrenamiento de redes neuronales), por lo que existen métodos mas apro-
piados, como los algoritmos cuasi-Newton, siendo uno de los mas populares el BFGS (Broyden -
Fletcher - Goldfarb - Shanno).

El submédulo optimize de SciPy contiene la funciéon minimize, que permite utilizar, entre
otros, los métodos mencionados aqui. Vamos a mostrar un ejemplo de optimizacién de la funciéon

de dos variables: )

1
flxr, @) = 5 Z(mf — 16:1512 + 5x;)
i=1
que tomamos de styblinski1990 [styblinski1990] y tiene cuatro minimos locales, con el minimo
global localizado en z; = —2,903534,7 = 1,2, y un maximo local ubicado cerca del origen.
Para utilizar el método de Newton, necesitamos calcular el gradiente de la funcion y también el

*La matriz hessiana de un campo escalar f : R” — R es la matriz cuadrada de tamafio n X n que tiene como
entradas las derivadas parciales de segundo orden. Ver entrada en Wikipedia.

11


https://es.wikipedia.org/wiki/Matriz_hessiana

Optimizacion multidimensional sin restricciones §1.2

hessiano. En el ejemplo que estamos analizando es simple realizar estos calculos manualmente,
pero aprovecharemos la oportunidad para utilizar la potencia de calculo simbdlico de SymPy, y
veremos como utilizar las expresiones simbolicas obtenidas en el contexto numérico de NumPy.

Comenzamos entonces definiendo los simbolos a utilizar , la funcién f (simbélica) y sus de-
rivadas parciales, tal como se muestra en la celda 7:

CELL 07

x1l, x2, x, y = symbols("x 1 x 2 x y")
f_sim = (x1**4 - 16 * x1**2 + 5 * x1) / 2 + (x2**4 - 16 * x2**2 + 5 * x2) / 2
f dl = [f sim.diff(x ) for x_in (x1, x2)]

. J

Podemos ver el gradiente representando en forma matricial (aunque estrictamente es un vec-
tor columna en este caso) utilizando la funciéon Matrix de SymPy:

7~

CELL 08

from sympy import Matrix

# Gradiente:
Matrix(f_d1)

223 — 161 + 3
223 — 1622 + 3

Anélogamente podemos obtener la matriz hessiana:

CELL 09

f hess = [[f_sim.diff(x, y) for x in (x1, x2)] for y in (x1, x2)]

CELL 10

# Hessiano:
Matrix(f_hess)

Habiendo realizado estos calculos, necesitamos ahora obtener la representacién vectoriza-
da de estas funciones, de modo de que puedan ser manipuladas por NumPy y SciPy. Para ello
invocamos la funcion lambdify de SciPy:

7

CELL 11

from sympy import lambdify

f num = lambdify((x1, x2), f_sim, 'numpy')
f dl num = lambdify((x1, x2), f_dl, ‘numpy')
f hess num = lambdify((x1, x2), f hess, 'numpy')

\.

con lo que ahora f_num, f_d1 _numy f_hess_numrepresentan a f, su gradiente y su matriz hessiana,
respectivamente. Sin embargo, las funciones generadas por lambdify toman un argumento por
cada variable en la correspondiente expresion, mientras que las funciones de optimizacion de
SciPy esperan funciones vectorizadas en las que todos los argumentos se encuentran empaque-
tados en un array. Por lo tanto, para obtener funciones que sean compatibles con las rutinas de
optimizacién de SciPy, debemos “envolver” las funciones generadas por lambdify con funciones
de Python que reacomoden los argumentos, tal como mostramos en la celda 12:

12
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CELL 12

def func_XY_a X Y(f):
return lambda X: np.array(f(X[0], X[1]))

f = func_XY_a_X_ Y(f_num)
fl = func_XY_a X Y(f_dl num)
fh = func XY a X Y(f hess num)

Finalmente tenemos todo listo para proceder con la optimizacion. Esto lo hacemos con la
funcién minimze de scipy.optimize, pasindole como argumentos la funcién a minimizar (f), su
gradiente (f1, argumento jac) y la matriz hessiana (fh, argumento hess), asi como el punto de
partida de la basqueda: (1, 1):

7

CELL 13

from scipy.optimize import minimize

solucion = minimize(f, (1, 1), method='Newton-CG', jac=fl, hess=fh)
solucion
message: Optimization terminated successfully.
success: True
status: 0
fun: -50.058893310567896
x: [ 2.747e+00 2.747e+00]
nit: 4
jac: [ 2.301le-04 2.30le-04]
nfev: 7
njev: 7
nhev: 4

La funcién encuentra un minimo en (x1, z2) = (2,747,2,747), y muestra informacion sobre
como ha resultado la ejecucion del algoritmo, incluyendo el niimero de iteraciones, el valor de la
funcién en el minimo, el valor del gradiente (jac) y la cantidad de evaluaciones de la funcién, del
gradiente y del hessiano. Podemos verificar el valor de la funcién en el minimo hallado:

CELL 14

f(solucion.x)

array(-50.05889331)

Como es usual en estos casos, resulta util visualizar el problema. Para ello realizamos un
mapa de calor donde el color representa el valor de la funcién y marcamos con una estrella roja
el 6ptimo hallado:
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CEeLL 15

import matplotlib.pyplot as plt

import matplotlib.colors as colors
plt.rcParams.update({"text.usetex": True})
%sconfig InlineBackend.figure formats = ['svg']

fig, ax = plt.subplots(figsize=(6, 4))

xLim = yLim = 4

x =y = np.linspace(-xLim, xLim, 100)

X, Y = np.meshgrid(x, y)

X_min = solucion.x

palette = plt.cm.winter

im=ax.imshow(f_num(X, Y), extent=[-xLim, xLim, -yLim, yLim],
cmap=palette, norm=colors.Normalize(vmin=-80.0, vmax=20),
origin="lower")

¢ = ax.contour(X, Y, f_num(X, Y), 30)

ax.plot(x_min[0], x _min[1], 'r*', markersize=5)

ax.set xlabel(r"$x 1$", fontsize=12)

ax.set_ylabel(r"$x 2$", fontsize=12)

plt.colorbar(im, ax=ax)

plt.show()

x1

o

—20

—40

—60

—80

En la practica no siempre suele ser factible calcular el gradiente o el hessiano de la funcién, por
lo que pueden utilizarse otros métodos que estiman estas funciones numéricamente. Un método
popular mencionado anteriormente es el BFGS. Para utilizar este método podemos invocar la

funcién optimize con el argumento method="'BFGS':

14
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CELL 16

sol bfgs = minimize(f, (1, 1), method='BFGS')
sol bfgs

message:
success:
status:
fun:

X:

nit:

jac:

hess inv:

nfev:
njev:

Optimization terminated successfully.

True

0

-50.05889331056787

[ 2.747e+00 2.747e+00]

6

[-9.537e-07 -4.768e-07]
[[ 5.171e-01 -4.829%e-01]
[-4.829e-01 5.171e-01]]

30

10

Vemos que en este caso no es necesario suministrar el gradiente ni la matriz hessiana, y
tambien podemos notar que, en consecuencia, el nimero de evaluaciones de la funcion aumenta
significativamente (30) respecto del método de Newton (7 evaluaciones).

Otro método del que dispone SciPy es el del gradiente conjugado. En este caso podemos usar
el gradiente de la funcion, mientras que el hessiano no es requerido:

CELL 17

sol cg = minimize(f, (1, 1), method='CG', jac=f1)
sol cg

message:
success:
status:

Optimization terminated successfully.
True
0

fun: -50.05889331056788
x: [ 2.747e+00 2.747e+00]
nit: 5
jac: [-2.170e-09 -2.170e-09]
nfev: 17
njev: 16

J

Si no se conocen ni el gradiente ni el hessiano, el método BFGS suele ser un buen punto
de partida para la busqueda del optimo. En caso de poder calcular el gradiente, el método del
gradiente conjugado resulta méas eficiente (en nuestro caso solo necesita 17 evaluaciones de la
funcién para hallar el minimo). Naturalmente, cuanta mas informacién le podamos aportar al
método, mas eficiente sera el calculo, tal como se muestra al utilizar el método de Newton, que
provee la convergencia mas rapida. En cualquier caso es necesario también evaluar la complejidad
de las funciones para el calculo del gradiente o del hessiano, debido a que puede resultar costosa
la evaluacion numérica de ellas, haciendo més conveniente el uso del método BFGS.

En general, los métodos que hemos visto hasta aqui convergen a minimos locales. En los pro-
blemas con muchos minimos locales, es muy posible que estos métodos converjan a uno de estos
minimos locales (dependiendo, naturalmente, del valor inicial de la iteracién), y que nos resulte
dificil localizar el minimo global. En estos casos es recomendable realizar una primera buisque-
da utilizando un método de fuerza bruta, que consiste simplemente en discretizar el dominio en
una grilla y evaluar la funcion en los nodos de esta discretizacion, y utilizar el resultado de esta
busqueda como punto incial de un método iterativo. SimPy provee la funcion brute de optimize
para realizar esta busqueda inicial, a la que le pasamos como argumento la funcion f, y una tupla
de objetos slice, con un elemento por cada dimensién del espacio de parametros (valor inicial,
valor final y paso para cada coordenada), que especifica la grilla sobre la que se evaluara la fun-
cion. Como tercer argumento especificamos finish=None para evitar que la funcién brute refine
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la busqueda (dejaremos esa tarea a uno de nuestros algoritmos, posteriormente):

-

CELL 18

from scipy.optimize import brute

sol_ini = brute(f, (slice(-5, 5, 0.5), slice(-5, 5, 0.5)), finish=None)

sol_ini

array([-3., -3.])
CELL 19

f(sol ini)

array(-78.)

Vemos que el punto de la grilla (—3, 3) ofrece el menor valor de f (—78). Ahora usamos ese
punto como valor inicial del método BFGS:

CELL 20

sol bfgs g = minimize(f, sol ini, method='BFGS")
sol bfgs g
message: Optimization terminated successfully.
success: True
status: 0
fun: -78.33233140754265
x: [-2.904e+00 -2.904e+00]
nit: 3
jac: [-1.907e-06 -1.907e-06]
hess inv: [[ 5.145e-01 -4.855e-01]
[-4.855e-01 5.145e-01]]
nfev: 15
njev: 5

\.

que converge al valor del minimo global que anticipamos al inicio. Dado que nuestro punto de
partida es bastante cercano al 6ptimo, el nimero de evaluaciones requeridas por el algoritmo
BFGS es la mitad de la requerida para el punto inicial (1, 1), que converge a un minimo local.

1.3. Optimizacioén con restricciones

La incorporacion de restricciones a los problemas de optimizacién incrementa el nivel de
complejidad de los métodos para obtener las soluciones posibles. No existe una tinica forma de
categorizar estos problemas, en este capitulo abordaremos tres formas de considerar restriccio-
nes: limites en las variables de decisioén, programacioén lineal y programacion no lineal.

1.3.1. Restricciones en las variables de decision

Tal vez la manera mas simple de incluir restricciones en un problema de optimizacion consiste
en limitar el dominio de busqueda de los valores dptimos de las variables de decision. Por ejemplo,
encontrar el minimo de f(x,y) sujetoaa < x < byc < y < d. Larestriccibona < = < b
es simple dado que solo restringe los valores de la variable x independientemente de las otras
variables del problema.

SciPy puede resolver estos problemas de optimizacién con restricciones simples por medio
del algoritmo L-BFGS-B, que es una variante del método BFGS que utilizamos en la seccion 1.2.

16
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Veamos como aplicamos este método para obtener el minimo de la funcién de Rosembrock’:
2 2\2
f(z1,22) = (@ — x1)” + b(x2 — %)

donde usaremos @ = 1y b = 1. Esta funcién tiene un minimo global en (a,a?) en donde la
funcién se anula. Intentaremos localizar los minimos en el problema sin restricciones, y restrin-
giendo el dominio de las variables de decision al rectangulo 2 < z; <3y 0 <29 < 2:

CELL 21

def f ros(X):
x1l, x2 = X
a, b=1,1
return (a - Xx1)**2 + b * (x2 - x1**2)**2

x0 = [0, 0]

res opt = minimize(f ros, x0, method='BFGS"')

bnd_x1, bnd_x2 = (2, 3), (0, 2)

res_opt _bnd = minimize(f_ros, x0, method='L-BFGS-B',

bounds=[bnd x1, bnd x2])

print(f"Sin restriccién: f = {res opt.fun} en x = {res opt.x}")

print(f"Con restriccién: f = {res_opt_bnd.fun} en x = {res_opt _bnd.x}")

Sin restriccién: f = 2.9986375725184793e-15 en x = [0.99999995 0.99999991]

Con restriccién: f = 5.0 en x = [2. 2.]

Aqui podemos ver que cuando optimizamos sin restringir los valores de ;1 y x3 localiza-
mos el minimo global de la funcién de Rosembrock, pero al establecer la optimizacién limitada
a los intervalos especificados para cada variable, el valor 6ptimo se establece en (2, 2) en donde
f = 5. Dado que este ejemplo presenta una optimizacion de dos variables, podemos realizar un
grafico para visualizar como se ubican los valores 6ptimos en cada caso. En la celda siguiente
construimos esta visualizacion, realizando previamente una definicion de la funcién de Rosem-
brock para que acepte como parametros de entrada dos valores en vez de una tupla, ya que de
este modo necesitamos ingresar los valores de la grilla de visualizacién. Marcamos también en
gris el rectangulo que comprenden los intervalos de la restriccion. La estrella azul representa los
valores que minimizan la funcién sin restricciones, mientras que la roja lo hace al establecer las
restricciones.

*Ver https://es.wikipedia.org/wiki/Funcién_de Rosenbrock.
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CELL 22

def f ros p(x, y):
return f_ros((x, y))

fig, ax = plt.subplots(figsize=(6, 4))
xLim = yLim = 4
x =y = np.linspace(-xLim, xLim, 200)
X, Y = np.meshgrid(x, y)
palette = plt.cm.Greens
im=ax.imshow(f ros p(X, Y), extent=[-xLim, xLim, -yLim, yLim],
cmap=palette, norm=colors.Normalize(vmin=-0.0, vmax=10),
origin="'Tlower")
c = ax.contour(X, Y, f ros p(X, Y), 20)
ax.plot(res opt.x[0], res opt.x[1], 'b*', markersize=5)
ax.plot(res_opt bnd.x[0], res opt bnd.x[1], 'r*', markersize=5)
bound zone = plt.Rectangle((bnd x1[0], bnd x2[0]),
bnd x1[1] - bnd x1[01],
bnd x2[1] - bnd x2[0],
facecolor="gray"')
ax.add_patch(bound_zone)
ax.set_xlabel(r"$x 1$", fontsize=12)
ax.set ylabel(r"$x 2$", fontsize=12)
plt.colorbar(im, ax=ax)
plt.show()

o
o
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1.3.2. Programacion lineal

La programacion lineal aborda el problema de optimizar una funcién objetivo lineal sujeta
a restricciones lineales en forma de igualdades y desigualdades sobre las variables de decision.
Estos problemas se pueden expresar en una variedad de formas equivalentes. Veremos en un
ejemplo simple como abordar un problema de programacién lineal.

Supongamos que disponemos de tres tipos de alimentos, A1, A2 y As, que contienen tres
tipos de nutrientes (carbohidratos, proteinas y vitaminas) en las siguientes cantidades:

Alimento Carbohidratos Proteinas Vitaminas Costo ($/kg)

A 1 4 3 0.82
A 7 2 2 0.50
A 2 2 0 0.40

El requerimiento diario de carbohidratos, proteinas y vitaminas es 10, 15 y 6, respectivamen-
te. El problema es determinar cudnto es necesario consumir de cada alimento para obtener las
cantidades requeridas de cada nutriente al menor costo, por lo tanto, la eleccion natural de las
variables de decision a optimizar sera x1, x2 y 3 como las cantidades a consumir por dia de cada
alimento.

El paso siguiente es determinar la funcién objetivo a maximizar o minimizar. En este ejemplo,
queremos minimizar el costo diario total, que se obtiene mediante el calculo 0,82 z1 + 0,50 x +
0,40 3.

Por ultimo necesitamos describir las restricciones que deben satisfacer 1, 2 y 3. En primer
lugar, estas variables deben ser positivas (no podemos comer cantidades negativas de alimentos).
Estas restricciones se denominan restricciones de no negatividad, y se encuentran muy frecuente-
mente en los problemas de programacion lineal. Ademaés, no todos los valores de x1, z2 y 3 dan
lugar a una dieta con las cantidades diarias necesarias de nutrientes. La cantidad de proteinas en
21 unidades de A1, xo de Ao y x3 de As esdxy + 2129 + 23, y esa cantidad debe ser al menos
de 15 por dia. Esto significa que x1, 2 y x3 deben satisfacer 4 1 + 222 + 223 > 15.

Entonces, este problema de optimizacién dietaria se puede formular de la siguiente forma:

minimizar:  f(x1,x2,23) = 0,8221 + 0,50 22 + 0,40 x3
sujetoa: 21+ T7x2+ 223 > 10
4a1+2x9+2x3>15 (1.3)
3x1+2x9>6
x1 > 0; 22 > 0; 23 >0

Se dice que una solucién = (z1, z2, x3) es factible con respecto al programa lineal anterior
si satisface todas las restricciones anteriores. El conjunto de soluciones factibles se denomina
espacio factible o region factible. Una solucion factible es 6ptima si el valor de su funcion objetivo
es igual al valor mas pequefio que f puede tomar en la region factible.

Para obtener la solucién a este problema de programacién lineal utilizaremos la funciéon
linprog de scipy.optimize, que puede resolver problemas con la forma:
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min T x
x
talque: Ay < by (1.4)
Ay < by
l<z<u

donde x representa el vector con las variables de decision, c es el vector con los coeficientes de
la funcién lineal f, A, es la matriz con los coeficientes de las restricciones de desigualdad, en la
que cada fila especifica los coeficientes de una desigualdad lineal sobre x, b, es el vector de las
desigualdades lineales en el que cada elemento representa el limite superario del correspondien-
te valor de A,; . Del mismo modo, A, y bey representan restricciones mediante igualdades
(que en este problema no tenemos). Finalmente, I y w son los limites inferiores y superiores del
dominio de busqueda de los valores 6ptimos de x (intepretando la desigualdad elemento por
elemento).

Podemos ver que en nuestro problema representado en la forma (1.3) las restricciones de
desigualdad tienen el sentido inverso al requerido por linprog. Esto no representa ninguna di-
ficultad, ya que multiplicando cada ecuacién miembro a miembro por (—1) las adaptamos para
usarlas en la funcion.

La funcién linprog utiliza los métodos highs-ds y highs-ipm para resolver el problema de mi-
nimizacién. que consisten en rutinas desarrolladas en C++ de alto desempeno® que implementan
los métodos simplex dual revisado y de punto interior, cuyas descripciones exceden el alcance de
este libro [huangfu2018]. En la celda 23 definimos ¢ como una lista con los coeficientes de f, A
representa la matriz A, la lista b contiene los elementos del vector by, y finalmente establece-
mos los limites para cada variable de decisién con la tupla (0, None) que significa que el limite
inferior en cada variable es cero, y el superior es infinito (todas las variables de decision son no
negativas):

CELL 23

c =[0.82, 0.5, 0.4]

A=1[[-1, -7, -21, [-4, -2, -21, [-3, -2, 0]]
b =1[-10, -15, -6]

x0_bounds = (0, None)

x1_bounds = (0, None)

x2_bounds = (0, None)

. J

Ahora podemos invocar la funcion linprog, guardando su resultado en un objeto res que con-
tiene el valor minimo de la funcién objetivo (res.fun) evaluada en los valores 6ptimos obtenidos
(res.x):

7

CELL 24

from scipy.optimize import linprog

res = linprog(c, A ub=A, b ub=b, bounds=[x0 bounds, x1 bounds, x1 bounds])
print(f"Valor de f: {res.fun}, en x = {res.x}")

print(f'c . x = {c @ res.x}")

Valor de f: 3.052380952380952, en x = [1.9047619 0.14285714 3.54761905]
c . x = 3.052380952380952

que verificamos mostrando el valor del producto ¢ @ res.x. El objeto res contiene méas informa-
cién acerca de la ejecucion de la rutina de optimizacion:

*Ver https://highs.dev/.
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CELL 25

message: Optimization terminated successfully. (HiGHS Status 7: Optimal)
success: True
status: 0
fun: 3.052380952380952
x: [ 1.905e+00 1.429e-01 3.548e+00]
nit: 3
lower: residual: [ 1.905e+00 1.429e-01 3.548e+00]
marginals: [ 0.000e+00 0.000e+00 0.000e+00]
upper: residual: [ inf inf inf]
marginals: [ 0.000e+00 0.000e+00 0.000e+00]
eqlin: residual: []
marginals: []
ineqlin: residual: [ 0.000e+00 0.000e+00 0.000e+00]
marginals: [-1.238e-02 -1.876e-01 -1.905e-02]
mip node count: 0
mip dual bound: 0.0
mip gap: 0.0

Para la interpretacion de la informacién contenida en res, invitamos a ver la documentacion’.

1.3.3. Programacion no lineal

Una vez mas, cuando en el problema intervienen relaciones no lineales entre las variables de
decision, la complejidad aumenta y son necesarios métodos mas sofisticados para encontrar el va-
lor 6ptimo, y en muchas oportunidades no es posible obtener una minimizacion o maximizacioén
que respete todas las restricciones.

Una de las técnicas que se pueden utilizar para problemas de optimizacién con restricciones
no lineal es la de los multiplicadores de Lagrange, que convierte un problema con restricciones
en uno sin restricciones mediante la incorporacion de variables adicionales. La idea es incorporar
cada restriccion a la funcion objetivo y resolver el problema como uno sin restricciones.

Por ejemplo, consideremos el problema de optimizacién min f(x) sujeto a restricciones de
igualdad g(«) = 0. Si no consideramos esta restriccion, el gradiente de f(x) se anula en los
puntos extremos, V f(x) = 0. Se puede mostrar que al incorporar la restriccion, el negativo del
gradiente pertenece al espacio soportado por la restriccién normal, es decir, =V f(z) = AJ] (z),
donde J, () es la matriz jacobiana de la funcién de restriccion g(x) y A son las nuevas variables
representadas por el vector de los multiplicadores de Lagrange. Esta condicion tiene su origen en
igualar a cero la funcién L(x,X) = f(x) + ATg(x) denominada funcion lagrangiana. Si ambas
funciones f y g son continuas y diferenciables, un punto estacionario (g, Ag) de L corresponde
aun xg que es un 6ptimo del problema original con restricciones.

Veamos un ejemplo minimizando nuevamente la funcién de Rosembrock
2 212
f(z1,22) = (@ — z1)” + b(z2 — x7)

con la condicién g(z1,72) = 23 + 22 = 1. Al igual que en el ejemplo de la subseccién 1.3.2. to-
mamos a = 1 y b = 1. Esta vez utilizaremos como argumento de la funcién minimize el método
SLSQP (Sequential Least Squares Programming), que implementa en forma iterativa la optimiza-
ciéon de un modelo cuadratico utilizando aproximaciones de segundo orden del lagrangiano. La
condicion de restriccion debe pasarse como diccionario en el argumento constraints de optimize,
declarando en la definicion que se trata de una restriccién de igualdad a cero (type='eq"):

"https://docs.scipy.org/doc/scipy/reference/optimize.linprog-highs.html#optimize-linprog-highs.
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CELL 26
def g(X):
x1, x2 =X
return x1**2 + x2**¥2 - 1
constrain = dict(type='eq', fun=g)
-
Ahora hacemos la minimizaciéon del mismo modo que en los ejemplos anteriores:
CELL 27

res = minimize(f_ros, x0, method='SLSQP', constraints=[constrain])
res

message: Optimization terminated successfully
success: True
status: 0
fun: 0.04091903706230661
x: [ 8.082e-01 5.889e-01]
nit: 8
jac: [-1.762e-01 -1.284e-01]
nfev: 33
njev: 8

Y visualizamos el proceso mostrando con una estrella azul el minimo de la funcién de Ro-
sembrock sin restricciones, y el nuevo 6ptimo (en rojo) cuya restriccién exige que se encuentre

sobre la circunferencia de radio 1:
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CELL 28

fig, ax = plt.subplots(figsize=(6, 4))

xLim = yLim = 2

x =y = np.linspace(-xLim, xLim, 200)

X, Y = np.meshgrid(x, y)

palette = plt.cm.Greens

im=ax.imshow(f_ros p(X, Y), extent=[-xLim, xLim, -yLim, yLim], cmap=palette,
norm=colors.Normalize(vmin=-0.0, vmax=10), origin='lower")

¢ = ax.contour(X, Y, f_ros p(X, Y), 10)

circle = plt.Circle( (0, 0), 1, fill=False, color='red')

ax.add artist(circle)

ax.plot(res opt.x[0], res opt.x[1], 'b*', markersize=5)

ax.plot(res.x[0], res.x[1], 'r*', markersize=5)

ax.set xlabel(r"$x 1$", fontsize=12)

ax.set_ylabel(r"$x 2$", fontsize=12)

plt.colorbar(im, ax=ax)

plt.show()
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1.4. Algoritmo genético

En esta seccién tomaremos un abordaje cualitativamente diferente al que hemos usado hasta
ahora para resolver problemas de optimizacién. Introduciremos en forma sintética el algoritmo
genético (AG), como ejemplo de la clase de métodos heuristicos de optimizacién. En particular,
los AG estan inspirados en el proceso de selecciéon natural en el que una poblacion de posibles
soluciones (denominados individuos o cromosomas) evolucionan hacia soluciones mejores.

Los individuos de un AG codifican las variables de decision del problema de optimizacién en
cadenas de longitud finita de algin alfabeto. Estas cadenas que representan candidatos a la solu-
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cién estan compuestas de genes dados por el alfabeto utilizado. Para evolucionar hacia mejores
soluciones e implementar un mecanismo de seleccion natural, es necesario una medida que dis-
tinga buenas soluciones de las que no son tan adecuadas para resolver el problema. Por lo general,
esta medida es una funcién objetivo, que puede estar dada tanto por una expresiéon matematica
como por el resultado de una simulacion, y a la que generalmente se la denomina fitness.

Una vez que el problema ha sido codificado a través de un determinado alfabeto en forma de
cromosomas, y que disponemos de la correspondiente funcién de fitness, el algoritmo de evolu-
cién se implementa de la siguiente manera:

1. Inicializacién: se establece una poblacién inicial de inidividuos, generalmente generados
de forma aleatoria sobre el dominio de bisqueda. Si es posible incopororar conocimiento
especifico del problema en cuestion, se puede hacer en este paso.

2. Evaluacion: una vez que la poblacion ha sido inicializada, o cuando se obtiene una nueva
generacién de hijos, es necesario evaluar el fitness de cada individuo.

3. Seleccion: Un conjunto de individuos de la poblacién, priorizando aquellos con mejor fit-
ness, es elegido para formar el conjunto de padres de la siguiente generacion de individuos.

4. Recombinacion (o crossover): el cromosoma de dos padres elegidos en el paso anterior es
recombinado para obtener nuevos individuos hijos.

5. Mutacion: en forma aleatoria se modifica un individuo de la poblacion.

6. Reemplazo: la generacién de hijos generada por seleccion, recombinacion y mutacién re-
emplaza (total o parcialmente) la generacion anterior de individuos.

7. Se repiten los pasos 2 — 6 hasta que se satisfaga una condicién de finalizacion.

Cada uno de estos pasos requiere de la implementacion de operadores (seleccion, crossover,
mutacién y reemplazo) que puede hacerse de diversas maneras, y de la elecciéon de cada uno de
ellos depender4 la eficacia con la que el AG evolucione hacia el 6ptimo. Mencionaremos algunas
opciones a continuacién.

Los métodos de seleccion se pueden clasificar en seleccion proporcional al fitness o en méto-
dos ordinales. Un ejemplo de implementacién del primer caso lo constituye el método de la ruleta,
en el que a cada individuo se le asigna una “caja” cuyo tamariio es proporcional a su fitness, de
modo que al lanzar la bola de la ruleta haya mas probabilidades de que caiga en la caja de los in-
dividuo con mayor fitness. Un ejemplo de método ordinal es la seleccioén por torneo, en el que se
selecciona un nimero arbitrario de candidatos (minimamente dos), con o sin reemplazo, y el que
tiene el mayor fitness gana el torneo y es seleccionado como padre para la préxima generacion.
El torneo debe repetirse hasta seleccionar la cantidad de padres necesaria.

La operacion de recombinacion o crossover consiste en mezclar los genes de los cromosomas
de dos padres. Tipicamente, esto se logra intercambiando tramos de genes de los padres para
formar a los hijos de la nueva generacion, a través del crossover de uno o dos puntos, en los
que el o los puntos de corte se eligen aleatoriamente a lo largo del cromosoma; o del Crossover
uniforme, en el que se genera una mascara binaria y se intercambian los genes a los que les
corresponde el valor 1 en la posiciéon de la mascara. Los siguientes esqueman ejemplifican estas
variantes del operador de crossover.

Padres Hijos
aiazasas|asasar ayasazasbsbebr
Crossover de un punto:

e

blbgbgb4’b556b7 b1babsbyasagar
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Padres Hijos

(1,1(1,2|(1,3(1/4 asaeay (],1(1,2b3b4(15(1,6(1/7

Crossover de dos puntos:
=

b1b2|b3ba|bsbsbr bibaazasbsbeby

Padres Hijos
0110101 <+— Mascara
Crossover uniforme: a1a2a304050607 a1b2b3a4b5a6b7

—

b1bob3bybsbgbr brasasgbgasbgar

También existen diferentes maneras de implementar el operador de mutacién. Tal vez la mas
simple consiste en reemplazar aleatoriamente un gen del cromosoma por un valor arbitrario.
Preferentemente este valor debe estar dentro del dominio de busqueda de la variable asociada al
gen por medio del procedimiento de codificacion. Si no es el caso, es posible obtener cromosomas
que no representen una solucién factible. Un método mas sofisticado consiste en reemplazar un
gen aleatorio por un valor obtenido mediante alguna distribucion de probabilidad alrededor del
valor del gen que estamos reemplazando. Una representacién de este mecanismo se muestra en
el siguiente esquema:

., Antes Después
Mutacion: P

1020304050607 —> a1a2a3b4a5a6a7

Por dltimo, también existen variantes para el operador de reemplazo. El mas simple consiste
en reemplazar completamente la poblacion actual con la nueva poblacioén de hijos. Esto es sen-
cillo de realizar, pero puede suceder que en la nueva generacion los individuos no tengan fitness
tan buenos como el de algunos padres. Una forma de sortear esta posibilidad es implementar eli-
tismo, que consiste en reemplazar solamente una porcion r de los individuos originales, dejando
sobrevivir en la nueva generacion la porcion 1 — r de los que tienen mejor fitness. Es usual que
a través de la evolucion de la poblacion se mantenga constante el nimero de individuos que la
componen.

Implementaremos ahora un AG basico para resolver un problema que, segin su tamaiio (es
decir, el nimero de variables de decision), puede ser muy dificil de abordar. El problema de la
mochila se puede enunciar de la siguiente forma:

Dado un conjunto de items, cada uno con un peso y un valor, determinar qué items
incluir en una coleccion de forma tal que el peso total sea menor o igual a la capacidad
maxima de la mochila, maximizando el valor de los objetos incluidos en la coleccion.?

Formalmente, si tenemos n items cuyos valores son v; y sus pesos p; (0 < ¢ < n), con un
valor maximo P de carga, el problema consiste en:

n
maximizar: f(x) = Z (s
i=1

n
tal que: Zpi z, <P
i=1

y 0<uz;<gq,paral <i<n

8Recomendamos la lectura de kellerer2004.
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Si g; = 1 para cada item, se trata del problema de la mochila 0-1. Si uno o mas ¢; es infinito
se trata del problema de la mochila no acotado, mientras que en otro caso se llama problema de
la mochila acotado. Abordaremos el caso en el que z; € {0,1}.

El cédigo a continuacién contiene dos clases, que permiten representar objetos de tipo Individual

y Population, siendo este dltimo el objeto que contiene una lista de individuos y métodos que
implementan los operadores del AG. Comenzamos describiendo la clase Individuo

#!/usr/bin/env python3

import random

class Individual():
genes = (0, 1)
max weight = 102

def _ init_(self, elements, chromosome=None):
# structures after elements to simplify later calculus
self.values, self.weights = zip(*elements)
self.size = len(elements)

# 1f the chromosome is not specified build a random one
if chromosome is None:

chromosome = [random.choice(self.genes) for  in range(self.size)]
self.chromosome = chromosome

# these two values will be set on evaluation
self.fitness = None
self.weight = None

def evaluate(self):
"""Calculate own weight and fitness value.

This is not done on _ init  because the chromosome may change after creation, it
will be called automatically before comparison.
self.fitness = sum(gene * value for gene, value in zip(self.chromosome, self.values))
self.weight = sum(gene * weight for gene, weight in zip(self.chromosome, self.weights))
if self.weight > self.max weight:

# not fit at all

self.fitness = -1

En la clase Individual comenzamos estableciendo una tupla que indica el conjunto de genes
con el que codificaremos el cromosoma (nuestro alfabeto), que esta limitado a 0 y 1. También indi-
camos cuil es la capacidad de carga de la mochila, determinado su valor en la variable max_weight.

Para la inicializacion de los objetos necesitamos pasar como argumentos dos listas: elements,
y chromosome. La primera contiene tuplas de pares (valor, peso) que son necesarios para la
evaluacion del fitness, mientras que la segunda lista permite inicializar un individuo con un cro-
mosoma dado. En caso que no suministremos un cromosoma, creamos uno seleccionando al azar
elementos de self.genes, la cantidad de veces necesaria para completar el tamario del cromoso-
ma, que queda determinado por la longitud de la lista de los valores.

El método evaluate calcula el fitness del individuo segtn (1.5), y también guarda el valor del
peso total de los objetos que incluye el cromosoma. Notese que si el peso del individuo es mayor
que la capacidad de carga, asignamos un fitness de -1, indicando de este modo que el individuo
no es apto como solucién del problema ya que no sera favorable un cromosoma que represente
un valor negativo.

def mutate(self):
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"""Change a random gene (maybe)."""
self.fitness = self.weight = None
self.chromosome[random.randrange(self.size)] = random.choice(self.genes)

def 1t (self, other):
# ensure fitness is useful
if self.fitness is None:
self.evaluate()
if other.fitness is None:

other.evaluate()
return other.fitness < self.fitness
def str (self):

return f"<Individual {id(self)} fitness={self.fitness}>"
_repr__ = _ str__

El método mutate implementa el operador de mutacién. Simplemente, determina un gen alea-
torio dentro del cromosoma y le asigna una eleccién al azar de self.genes. En este ejemplo, tene-
mos igual probabilidad de cambiar el valor del gen o dejarlo como estaba. También hacemos None
los valores de self.fitness y self.weight, ya que ante un eventual cambio en el cromosoma es
necesario evaluar nuevamente estas cantidades. Finalmente, los dos métodos siguientes permiten
comparar individuos segtn su fitness (_ 1t_ ), evaluando sus fitness de ser necesario, y realizar
una representacion prolija de un individuo (__str_ ).

Describiremos ahora la clase Population. En su inicializacién pasamos como argumentos (con
valores por defecto) los parametros que controlan la ejecucion del algoritmo y los correspondien-
tes operadores genéticos, asi como una lista con los pares (valor, peso) de cadaitem a considerar
durante el proceso de optimizacion. Para generar la poblacién inicial, construimos una lista de
individuos cuyos genes se seleccionan aleatoriamente, hasta obtener el nimero de elementos
establecidos en size

class Population():

def init (

self,
size=20, Cantidad de individuos
max_gen=50, Maximo numero de generaciones

crossover_p=0.9, Probabilidad de crossover
mutation p=0.05,
optimo=None,
replacement ratio=0.5,

elements=None,

Probabilidad de mutacién

Valor éptimo de finalizacidn
Tasa de reemplazo (elitismo)
Pares (valor, peso) de los items

H OH W OB OB KR R

if size % 2:
raise ValueError("Population size must be even.")
self.size = size

# set of individuals, always kept sorted (best at beginning)
self.individuals = sorted(Individual(elements) for _ in range(size))

self.elements = elements

self.crossover p = crossover p
self.mutation p = mutation p

self.max gen = max gen

self.optimo = optimo

self.replacement _ratio = replacement ratio
self.generation = 0
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Dado que ordenaremos la poblacién desde el mejor individuo en orden decreciente del fitness,
el método best nos permite obtener la mejor solucién de la generacion actual de la poblacion:

def best(self):
"""Return the best individual in the population.

return self.individuals[0]

Para evolucionar la poblacion utilizamos el método run que, mientras no se alcance una si-
tuacion de finalizacidn, invoca al método step. Las condiciones de finalizacién para este ejemplo
son alcanzar el nimero méaximo de iteraciones o el valor 6ptimo del fitness.

def run(self):
while not self.final():
self.step()

def final(self):
return self.generation > self.max _gen or self.best().fitness == self.optimo

El método step mencionado arriba consiste en aplicar cada uno de los operadores genéticos
seleccidn, crossover, mutacion, y reemplazo de la poblacién en orden secuencial, e incrementar
en uno la variable self.generation:

def step(self):
parents = self.selection()
children = self.do crossover(parents)
self.do mutation(children)
self.do_new_population(children)
self.generation += 1

def selection(self):
return [self.tournament() for _ in range(self.size)]

def tournament(self, size=3, goliat=0.9):
"""Tournament selection."""
competidores = random.choices(self.individuals, k=size)
competidores.sort()
if random.random() < goliat:
return competidores[0]
else:
return random.choice(competidores[1:])

El operador de seleccion, implementado en el método selection, devuelve una lista de padres
seleccionados mediante un torneo, conteniendo la misma cantidad de individuos que la poblacion
inicial. Es posible que los individuos con mejor fitness sean seleccionados multiples veces en la
lista de padres, pero el torneo permite, en forma aleatoria y con baja probabilidad, que cada
tanto un individuo con un fitness no muy bueno integre la seleccion de padres, agregando de esta
forma diversidad genética en la poblacién. El torneo implementado en este ejemplo consiste en
seleccionar aleatoriamente size individuos de la poblacién (por defecto, size vale tres), y con
una probabilidad definida en la variable goliat (con un valor por defecto del 90 %) gana el torneo
el individuo con mayor fitness, y con una probabilidad de (1—goliat) es seleccionado alguno de
los restantes participantes del torneo.

El método do_crossover implementa el operador de recombinacién de dos puntos. Comienza
generando una lista vacia de hijos que se ira completando hasta alcanzar la cantidad de indivi-
duos originales en la poblacion. El método selecciona al azar dos padres de la lista que constituye
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el argumento de do_crossover (generada por selection), y decide si los recombina con una pro-
babilidad self.crossover p (con un valor por defecto de 0.9), o si incluye en la lista de hijos
los cromosomas de los padres sin recombinar. En el caso en que efectivamente se produzca la
recombinacion, se seleccionan al azar dos puntos en la cadena de cromosomas de los padres y se
intercambia el segmento medio de genes entre estos puntos, dando origen a los nuevos cromo-
somas de los hijos (dos padres generan dos hijos).

111 def do crossover(self, parents):

112 """Create a population of children from parents, maybe altering their chromosomes."""
113 children = []

114 crom size = parents[0].size

115

116 for _ in range(self.size // 2):

117 parentl, parent2 = random.choices(parents, k=2)

118 if random.random() < self.crossover p:

119 new_chromol = parentl.chromosome.copy()

120 new chromo2 = parent2.chromosome.copy()

121

122 # cross the "randomly central" part of one chromosome with the other
123 x i = random.randrange(0, crom size - 1)

124 x_d = random.randrange(x i + 1, crom size)

125 new_chromol[x i:x_d] = parent2.chromosome[x_i:x d]

126 new chromo2[x i:x d] = parentl.chromosome[x i:x d]

127

128 childl = Individual(self.elements, chromosome=new_chromol)
129 child2 = Individual(self.elements, chromosome=new chromo2)
130 else:

131 childl = parentl

132 child2 = parent2

133 children.extend((childl, child2))

134 return children

El operador de mutacioén se implementa en el método do_mutation de Poblacion. Simplemen-
te, un bucle recorre la lista de hijos, y con una probabilidad dada por self.mutation_p decide
mutar o no cada uno de ellos:

136 def do mutation(self, children):

137 """Mutate some of the children."""

138 for child in children:

139 if random.random() < self.mutation p:
140 child.mutate()

Finalmente, el método do_new_population genera la nueva poblacién implementando elitis-
mo, esto es, determina qué fraccion de la poblacién debe ser reemplazada por los hijos en la
generacion siguiente. Mantiene entonces a los mejores padres y a los mejores hijos segun sus
fitness.

142 def do_new population(self, children):

143 """Select a portion of the children into current population."""

144 children.sort()

145 cut_position = int(self.replacement_ratio * self.size)

146 self.individuals[self.size - cut position:] = children[:cut position]
147 self.individuals.sort()

Utilizamos ahora nuestro AG pararesolver el ejemplo 2.1 del libro de Martello y Toth [martello1990],
que consiste en un conjunto de 8 elementos cuyos valores y pesos estan definidos en la lista
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elements del codigo a continuacidn, y que tiene como solucién éptima z = (1,1,1,1,0,1,0,0)
con valor 280:

if name == main
# Martello-Toth Example 2.1 pg 31: Optimo en {1, 1, 1, 1, 0, 1, 0, 0) valor=280 cap. 102
# conjunto de pares (valor, peso) para cada elemento a poner en la mochila
elements = [
(15, 2),
(100, 20),
(90, 20),
(60, 30),
(40, 40),
(
(
(

15, 30),
10, 60),
1, 10),
]
population = Population(elements=elements, size=20, max gen=50)
population.run()
print("Mejor individuo:")
print(population.best().chromosome)
print("Valor:", population.best().fitness)
print("Peso:", population.best().weight)

Al ejecutar este codigo obtenemos:

$ ./ag.py

Mejor individuo:

[1, 1, 1,1, 0, 1, 0, 0]
Valor: 280.0

Peso: 102.0

Dado el caracter estocastico del AG, este método de optimizacion no garantiza que se obtenga
el valor 6ptimo global del problema. Es posible que si ejecutamos nuevamente el programa, con
otra semilla para el generador de ntimeros aleatorios, obtengamos otro resultado:

$ ./ag.py

Mejor individuo:

[1, 1, 1, o, 1, 0, 0, 1]
Valor: 246.0

Peso: 92.0

Este efecto se vuelve mas critico cuanto mayor sea la dimensionalidad del problema, por lo
que es recomendable realizar multiples ejecuciones para observar la distribucién de los resulta-
dos. Por otra parte, para cada problema constituye una cuestion casi artesanal la determinacion
de los parametros de ejecucion tales como el tamafio de la poblacion, las probabilidades de re-
combinacion y mutacion, y la tasa de reemplazo. Cuando el problema es complejo, es conveniente
también incorporar otras representaciones de los operadores genéticos. La experiencia en el uso
de esta técnica resulta una buena guia para generar el algoritmo genético mas eficiente para cada
problema.

1.5. Lecturas recomendadas

» Un muy buen libro de optimizacién convexa es el de boyd2004, que se puede descargar
desde https://web.stanford.edu/~boyd/cvxbook/.

= winston2004
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= nocedal2006. Una descripcion muy completa de una amplia variedad de métodos de opti-
mizacion.

= Ellibro clasico de goldberg1989.
» Una excelente introduccién a los algoritmos genéticos: mitchell1996.

» El libro de kellerer2004, presenta con mucho detalle las diversas variantes del problema
de la mochila y numerosas técnicas de optimizacion.
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A | Zen de Python

Incluimos aqui las frases traducidas correspondientes al Zen de Python [zen-de-python].

= Bello es mejor que feo.

= Explicito es mejor que implicito.

= Simple es mejor que complejo.

= Complejo es mejor que complicado.

» Plano es mejor que anidado.

» Espaciado es mejor que denso.

» La legibilidad es importante.

= Los casos especiales no son lo suficientemente especiales como para romper las reglas.
» Sin embargo la practicidad le gana a la pureza.

» Los errores nunca deberian pasar silenciosamente.

= A menos que se silencien explicitamente.

» Frente a la ambigiiedad, evitar la tentacion de adivinar.

= Deberia haber una, y preferiblemente solo una, manera obvia de hacerlo.
» A pesar de que esa manera no sea obvia a menos que seas Holandés.

» Ahora es mejor que nunca.

» A pesar de que nunca es muchas veces mejor que ahora mismo.

= Sila implementacion es dificil de explicar, es una mala idea.

= Sila implementacion es facil de explicar, puede que sea una buena idea.

= Los espacios de nombres son una gran idea, jtengamos mas de esos!
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