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事前トレーニング済みのトランスフォーマーは、タスクにとら
われない表現により、統合されたマルチタスク��モデルの優れ
た基盤となります。事前トレーニング済みのトランスフォーマ
ーは、多くの場合、テキストからテキストへのフレームワークと

組み合わされて、単⼀のモデルで複数のタスクを実⾏します。
グラフィカル��ユーザー��インターフェイス��(GUI)��を介してタス
クを実⾏することは、視覚と⾔語の⼊⼒を伴う複数ステップの
タスクを含む、さまざまなタスクに対応するために⾏うことが
できるもう��1��つの⽅法です。ただし、事前にトレーニングされ
た��Transformer��と��GUI��による実⾏を組み合わせた論⽂は
ほとんどありません。このギャップを埋めるために、Web��ペー
ジで実装された��GUI��を複数のステップで操作することによっ
て、モデルがタスクを実⾏するフレームワークを調査します。
ページ遷移のあるタスク��ページとないタスク��ページを開発
し、フレームワークの��BERT��拡張を提案します。これらのタス
ク��ページを使⽤して��BERT��拡張機能を共同でトレーニング
し、次のことを確認しました。

(1)��モデルは、ページ遷移がある場合とない場合の両⽅のタ
スク��ページを使⽤することを学習しました。��(2)��ページ遷移
のない��5��つのタスクのうち��4��つでは、モデルは、ブラウザーを
使⽤しない元の��BERT��のパフォーマンスの��75%��以上を実⾏
します。��(3)��モデルは⽬に⾒えないタスクでは効果的に⼀般
化されませんでした。これらの結果は、GUI��を介して��BERT��を
多段階タスクに微調整できることを⽰唆しており、⼀般化可
能性には改善の余地があります。コードはオンラインで⼊⼿
可能になります1

.

図��1:��フレームワークの⽐較。��(a)��典型的なフレームワークは、モデルが
⼀連のテキストと画像を取得して出⼒を⽣成する単⼀ステップのタスク
を想定しています。��(b)��WoB��のようなフレームワークでは、構造化され
たコンテンツ、ハイパーリンク、およびスクリプトを許可する��Web��ページ
としてタスクを作成します。ページのデザインによって、メッセージを送
信する⽅法が決まります��(ボタンの選択やテキストの⼊⼒など)。モデル
は、ブラウザー��ユーザー��インターフェイス��(BUI)��を使⽤して複数の⼿順
でタスクを完了します。モデルはスクリーンショットを撮り、各ステップの
アクションを出⼒します。��(例:��クリックまたはキーストローク)。
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BERT��はブラウザのユーザー��インターフェイスの使い⽅を学習しますか?

以前の研究では、⾃然⾔語を処理するためのモデルを統⼀
して、タスク固有の構造を削減することにより、学習した知
識の伝達を促進しようと試みてきました。たとえば、ラドフ
ォード等。��(2018);��De��vlin等。��(2019)は、⼀般的な構造
を持つ⾔語モデルである��Transformer��(Vaswani��et��al.,��
2017)が有効であることを⽰唆しています。ラッフェル等。��
(2020)モデルが受け取って⽣成するタスクを問題に変換
するテキストからテキストへのフレームワークを提案

第��2��に、既存の統合モデルは単⼀ステップのタスクを前提とし
ています。これらのモデルを複合タスク��(1��つのドキュメントを
読み、その後不⾜している情報を検索するなど)に適⽤する場合
は、タスク固有の設計を完了する必要があります。後者の課題は、
複数ステップのタスクでトランスフォーマーを使⽤する⽅法が
まだ完全に確⽴されていないため、対処がより困難です。トラン
スフォーマーベースのモデルは、⾔語理解(Wang��et��al.,��2019)、
質問応答(�Rajpurkar��et��al.,��2016)、視覚的質問応答(�Antol��et��
al.,��2015)、参照表現

ただし、統⼀モデルに関する既存の研究は限られています。
まず、��Cho��らによって提案されたモデル。��(2021)はテキスト
の線形シーケンスといくつかの画像を⼊⼒として使⽤しますが、
そのモデルはレイアウトで⼊⼒を処理するようには設計されて
いません。

⽂章。チョら。��(2021)画像に対応するために、テキストからテキ
ストへのフレームワークの⼊⼒を拡張しました。
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統合トランスフォーマーは、タスク実⾏の観点から分類で
きます:��タスク固有の��head��と��text��gen

2��それは⼀種のマルチタスク学習ですが(Caruana,��1997;

ブラウザ間の相互作⽤を定式化します

この研究では、タスクを実⾏する可能性を探るために、
次の質問を調査します。⾔語モデルは、視覚的な⼊⼒とし
て表現されるグラフィカル��ユーザー��インターフェイスを
介してタスクを完了できますか?

モデル��(§��3)��を作成し、GLUE��(Wang��et��al.,��2019)、��
SQuAD��(Rajpurkar��et��al.,��2016)�、��VQA��(Antol��et��al.,��
2015)などの既存のデータセットに基づいてタスク��ページを
作成します(§��4)。私たちのタスクには、単⼀ページだけでな
く、アクションの⽬的を多様化するためにページジャンプを
必要とする複数ページのタスクも含まれます。

Ruder,��2017)、中⼼的なタスクを持たないことがよくあります。

2.1��統⼀モデルの実⾏スタイル

同じBERTに基づく他のモデルと⽐較してください。事前トレーニ
ングと記憶メカニズムが効果的であることを⽰し、⾒えないタス
クを解決するモデルの能⼒を分析します(§��6)。

2

私たちは彼らの仕事に従い、⾔語モデルを同様のタスク��フレー
ムワークに適⽤します��(図1)。

2.2��視覚と⾔語のタスク

私たちの貢献:

このスタイルを��BUI��アクション��スタイルと呼びます。

•⾔語モデルがその⾔語知識を保持したままGUI��操作にどの程

度うまく転送されるかを評価するためのタスク��セットを構築し
ます。��•��BERT��拡張機能を導⼊し、さまざまなタスク��(GLUE、��

SQuAD、VQA、マルチページ��タスク)��を共同で学習する能⼒を実

証しました。

(2021);彼等。��(2021)より良い表現を得るために、モバイル��デ
バイス⽤のUI��モデルを事前にトレーニングしました。

レーション��スタイル。タスク固有のヘッド��スタイルは、タスク間
でほとんどのモデル��ウェイトを共有し、各タスクにヘッドを提
供します。��ViLBERT-MT��(Lu��et��al.,��2020)と��UniT��(Hu��and��
Singh,��2021)はこのスタイルを使⽤します。

変圧器ベースのLANの成功後

理解(Kazemzadeh��et��al.,��2014)にもかかわらず、これら
は��1��ステップのタスクです。

2��関連作品

グラフィカルユーザーインターフェースの操作については、��Shi��
et��al。��(2017)は、タスクが��Web��ページとして表現され、モデル
がブラウザー��UI��を介してそれらのタスクを完了するWorld��of��
Bits��(WoB)��プラットフォームを導⼊しました。

これらのベンチマークに関する以前の研究は、アーキテクチャ/ポ
リシー(Liu��et��al.,��2018;��Gur��et��al.,��2018;��Jia��et��al.,��2019;��
Humphreys��et��al.,��2022)、構⽂解析(Srivastava��et��al.,��2020)、
および環境⽣成(Gur��et��al.,��2021)、タスク⼿順における��LM��の⾔
語知識の使⽤を調査した研究はほとんどありません。

T5��(Raffel��et��al.,��2020)や、��T5��を視覚に拡張したVL-T5��(Cho��
et��al.,��2021)もこのスタイルを採⽤しています。テキスト⽣成スタ
イルは、原則として、テキストからテキストへの形式で表現できる
すべてのタスクに適⽤できます。私たちの��WoB��のようなフレーム
ワークも⾮常に柔軟です。モデルは、⼀般的なアクションを介して

タスクを定義する��Web��ページを操作します。その結果、モデル構
造を維持しながら、ブラウザ画⾯でレンダリングできるものにタ
スクを拡張します。

World��of��Bit��プラットフォーム(Shi��et��al.,��2017)は、Web��タスク
の強化学習環境であり、私たちの仕事に最も関連しています。プラ
ットフォーム上の��MiniWoBベンチマークとその拡張機能である��
MiniWoB++��(Liu��et��al.,��2018)は、Web��タスクのモデルを研究す
るために広く使⽤されています。これらは、ボタンのクリックやテキ
ストの⼊⼒などの単純なタスクから、フライトの予約などのより
複雑なタスクで構成されています。

GPT-2��(Radford��et��al.,��2019)と��GPT-3��(Brown��et��al.,��2020)は、プロ
ンプトを変更することで、事前トレーニング済みの⼤規模なモデルが
テキスト領域でマルチタスクできることを⽰しています。

UIモデリングは新たなトピックであり、��Bai��et��al.

統合モデルは、タスク固有の構造を削減して、さまざまなタスク
を共同で学習することを促進し、学習した知識をタスク間で共有
できるようにすることを⽬的としています。��Lu��et��al.,��2019;��Li��
et��al.,��2019a;��Tan��and��Bansal,��2019;��Chen��et��al.,��2020;��Su��

et��al.,��2020)、変圧器を使⽤した統合モデルは⼤きな注⽬を集め
ています。

テキスト⽣成スタイルでは、テキスト⽣成を使⽤して、タスク間の
出⼒の違いを埋めます。

ドキュメント��AIは、ドキュメントを⾃動的に読み取り、理解し、分
析するための技術です(�Cui��et��al.,��2021)。私たちの仕事は、HTML��
⽂書に関する研究に関連しています。⽥中ら。��(2021);チェン
等。��(2021)は、Web��ページ上の読解データセットを提案しまし
た。呉ら。��(2021);李等。��(2021a)は、HTMLドキュメントの事前
トレーニング済みモデルを提案しました。ドキュメントはさまざま
な⽅法で処理されますが��(スクリーンショットを使⽤したり、要素
の階層を組み込んだりするなど)、以前の研究では視覚的にリッチ
なレイアウトが考慮されていました。私たちの焦点は、モデルとド
キュメントの間の相互作⽤にあります。

BERT��(Devlin��et��al.,��2019)拡張を導⼊し、単純な記憶メカニズ
ムとアクションの事前トレーニングを⾏います��(§��5)。私たちの
実験では、マルチタスク設定でモデルをトレーニングします。モ
デルがフレームワークで学習できるかどうかを検証し、
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アプリケーションの種類を予測したり、類似した��UI��コンポーネン
トを取得したりするなど、タスクを理解するという観点から��UI��に
ついて説明します。李等。��(2021b)は、UI��に関する質問に答えるこ
とができるマルチタスク��UI��モデルを提案しました。質問には「次
の画⾯に移動」などのコマンドが含まれていますが、それらは単⼀
ステップのコマンドに限定されています。対照的に、私たちのモデ
ルはアクションを繰り返し⽣成することで��UI��を使⽤します。

表��1:��定義されたアクション。��MOVETO��および��TOKEN��
は、括弧内に指定された引数を取ります。

スコープ��アクション名��説明mouse��
MOVETO(x,��y)��カーソルを��(x,��y)��に移動��mouse��CLICK��右
クリック。

TOKEN(単語)��タイプの単語の⽂字��キー��キー��SPACE��タイプのスペース��キー��キー��BACKSPACE��タイプの
バックスペース��キー��キー��ENTER��タイプの��Enter��キー��ビュー��LEFT��ビューを左のビ
ューに移動します��RIGHT��ビューを右のビューに移動します��
UP��ビューを上のビューに移動しますDOWN��ビューを下に移動します

WoBの違い。��WoB��ではスクリーンショット、��HTML��ページのドキ
ュメント��オブジェクト��モデル��(DOM)を⼊⼒に使⽤しますが、私たち
の定式化ではスクリーンショットのみを使⽤します。��WoB��に続く作
品(Liu��et��al.,��2018;��Gur��et��al.,��2018;��Jia��et��al.,��2019)では��
click(element)��などの��DOM��固有のアクションを使⽤しています
が、元の��WoB��に沿った低レベルのアクションを使⽤しています。

パーソナルコンピュータ3�。ブラウザの⼊⼒デバイスはマウスとキー
ボードであり、ブラウザはスクリーンショットを提供すると想定して
います。各ステップで、モデルはスクリーンショットから��Web��ページ
の状態を部分的に観察してアクションを出⼒します。スクリーンショ
ットでは、カーソル位置が点として描かれています。アクションをブラ
ウザーに適⽤し、ブラウザーが内部計算��(レンダリング、ナビゲート
など)を完了するまで⼀定時間(〜��500ms)4待ちました。

最近の研究では、事前にトレーニングされた��LM��を使⽤して構造を
エンコードしました(Li��et��al.,��2019b�;��Majumdar��et��al.,��2020;��
Hong��et��al.,��2021;��Qi��et��al.,��2021)。ただし、ターゲットが物理空間
であるため、視覚⼊⼒に⻑いテキストが含まれることはめったにあり
ません。⻑いテキストとアクションを伴うビューの組み合わせは、依
然として課題です。 ⾏動。表1は、定義されたアクションを⽰しています。アクションには、

マウスの使⽤、キーストローク、および可視領域の移動が含まれま
す。キーストロークの単位は、モデルの語彙です。モデルは、ステップ
ごとに��1��つのアクションを選択します。したがって、タスクでテキス
ト��ボックスに⽂を⼊⼒する必要がある場合、モデルはカーソルをテ
キスト��ボックスに移動し(MOVETO)、テキスト��ボックスをクリックし
(CLICK)、トークンを⼊⼒します��(TOKEN)。

私たちの定式化はマルコフを想定していないため、上記の式で以前
のすべてのスクリーンショットとアクションを考慮します。モデルは
それらすべてを使⽤する必要はありません。

視覚⾔語ナビゲーション��(VLN)��(Ander��son��et��al.,��2018;��Das��et��
al.,��2018;��Shridhar��et��al.,��2020)は、部屋などの物理空間で指⽰に
従うモデルを研究しています。��VLN��タスクは、V&L��モデルを使⽤し
たアクション⽣成で進歩しました。

3

,��a0,�...,��ai−1),
簡単にするためだけです。

続いて、次のスクリーンショットを撮ります。結論として、ペー
ジsiの可視領域のスクリーンショットとステップiでのモデルの
アクションaiを想定すると、モデルはsiからaiを予測します:��ai��
=��Model(s0,�..,��si��+1��=��Browser(ai).

3��ブラウザUIによるタスク策定

4��つのタスク��ページ

このセクションでは、タスク⽤に作成した��Web��ページについて
説明します。ページのレイアウトに制限はありませんが、わかり
やすくするために、説明書、主な内容、および回答フォームを含む
レイアウトを使⽤しました。タスクの例には��1つの答えがあると
仮定しました。図2は、作成したタスク��ページをまとめたもので
す。このセクションでは、タスク��ページの種類と、トレーニング
⽤のゴールド��アクションを取得する⽅法について説明します。

3

シ

この調査では、ブラウザという⽤語は、Web��ページにアクセスするためのソフト

ウェアを指します。ブラウザーは��Web��ページをレンダリングし、ハイパーリン

クがクリックされると新しいページに移動し、ページ上のスクリプトを内部的

に実⾏します。

さらに、アクションの定式化は、次の点で��WoB��の定式化とは異なります。まず、

定式化では、テキストを⼊⼒する単位として、⽂字の代わりに⾔語モデルのサ

ブワードを使⽤します。次に、��Ctrl��キーなどの特殊キーを使⽤しません。��3��

つ⽬は、マウス操作にドラッグ、ドロップ、または左クリックを使⽤しないことで

す。最後の��2��つの制限に注意してください。

私たちの定式化は、上で実⾏されるブラウザに焦点を当てています

固定サイズのスクリーンショット。可変サイズまたはスケールのスクリーンショ

ットを使⽤してページ全体を⼊⼒する代わりに、固定サイズのスクリーンショッ

トを使⽤して、モデルに表⽰領域を移動するアクションを与えます。このような
アクションは、追加のパーツを動的にロードし、予期しない⻑い⼊⼒を回避する

ページに適しています。

Firefox��(https://www.mozilla.org/en-US/firefox/�)ブラウザに採
⽤されたSelenium��(https://www.selenium.dev/)、ブラウザ操作の⾃動
化ツールである��を使⽤して、モデルのアクションをブラウザに適⽤しまし
た。

追加の時間が必要になる場合があります。

4内部サーバーが使⽤されました。外部サーバーへのアクセス
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(b)��単⼀ページのタスク。モデルが��BUI��の従来のタスクをど
の程度解決できるかを評価するために、既存のデータセット
に基づいてこのタイプのタスクを作成しました。⾃然な⾔語
理解には��GLUE��(Wang��et��al.,��2019)と��SQuAD��(Rajpurkar��
et��al.,��2016,��2018)を使⽤し、視覚的グラウンディングには
VQA��(Antol��et��al.,��2015)を使⽤しました。このタイプのタス
ク��ページには、ページのスクロールと回答の送信が含まれま
す。

図��2:��3��種類のタスク��ページと例。��(a)��アクションの事前トレーニング。��area��タスクでは、ボタンが表⽰されるまでモデルをスクロ
ールする必要があるように、命令とボタンの間に空⽩が存在します。��(ロ)

図��3:��SA-A��タスクのページの例。すべての��SA��タスクは、ページ��
デザインを共有します。タスク��ページには、最初のページ、検索
結果、および詳細ページが含まれます。クエリによって結果が変
わります。モデルは、質問に答えるためにこれらのページ間をジ
ャンプする必要があります。

単⼀ページのタスク。⻘い点線で囲まれた四⾓形は、最初の可視領域を表します。��(c)��複数ページのタスク。モデルは、外側のページ
に埋め込まれた⼦フレーム内でページ遷移を⾏うことができます。

の形式に⼀致する回答フォームを選択しました

それらのデータセット。��GLUE��(分類)��にはボタンを使⽤し、
SQuAD��と��VQA��(質問応答)��にはテキスト��ボックスを使⽤し
ました。成功の条件は、元のデータセットの正しい答えを提出
することです。

(a)��⾏動のための事前訓練��(PTA)。クリック可能なボタンの使
⽤など、インターフェイスの使⽤に関する事前知識は、モデル
がそのような知識と推論��(読解など)��を同時に学習する状況
を回避することによって、BUI��でのタスクのより効率的な学習
を⽀援する可能性があります。アクションの事前トレーニング
を導⼊しました。これは、カーソルの移動、ボタンのクリック、
表⽰領域の移動、およびテキストの⼊⼒に焦点を当てた⼀連
の⼩さなタスクです。図2のように、PTA課題では画⾯上部に
指⽰が書かれており、その指⽰に従えばモデルは成功します。
テンプレートを使⽤してタスク��インスタンスを⽣成しました��
(付録C.2��を参照)。

(c)��複数ページのタスク。このタイプは、⼿続き的なタスクに
より焦点を当てるためにページ遷移を導⼊します

4

4.1��タスクページの種類
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特定の質問に対応する��QID��の識別が必要です。

•接着剤。ボタンが表⽰されるまで下にスクロールします��(すべてのコンテ
ンツを表⽰するため)。正しいボタンをクリックしてください。��•��

SQuAD��と��VQA。送信フォームが表⽰されるまで下にスクロールします。

質問に答えられない場合は、答えられないにチェックを⼊れます。それ
以外の場合は、テキスト��ボックスに答えを⼊⼒します。送信ボタンをク
リックします。

•��SA-A:��QID��の質問に答えてください。特定の��QID��
に対応する質問に答える必要があります。

•��SA-H。命令で��CID��を照会します。送信

5.2��⾔語⼊⼒

対応する質問を送信します。

SA-H、-Q、-QIDは検索結果から直接回答できますが、SA-A��はモ
デルが詳細ページを表⽰して回答を⽣成する必要があります。付
録C.3に詳細が記載されています。

ヒットレコードの数。

その��BUI��が有効にします。��Search��and��An��swer��(SA)��タスクを
設計しました��(図3)。タスクは、��SQuAD��と��VQA��からコンテキス
ト��(段落または画像)��と質問をサンプリングして、質問応答タスク
のデータベースを作成しました。コンテキストと質問に⼀意の��ID��
を割り当てました。��SA��のタスク��ページは、検索��UI��で照会できる
データベースの��1��つにリンクされています。タスクの⽬的は、検索��
UI��を使⽤してデータベースに関する質問に回答することです。モデ

ルがさまざまな質問を処理できるかどうかを検証するために、4��つ
のグループを⽤意しました。��•��SA-H:��CID��に関連する質問はいく
つありますか?特定のコンテキスト��ID��(CID)��を照会し、ヒット数に
答える必要があります。��•��SA-Q:��QID��の問題は何ですか?特定の
質問��ID��(QID)��に対応する質問の識別が必要です。��•��SA-QID:��
QUESTION��の��QID��は?

•��SA-QID。��SA-Q��ルールの質問と��QID��を⼊れ替えました。アクシ
ョンの数を減らすために、質問の最初の��3��つのトークンのみを使
⽤しました。��•��SA-A。命令で��QID��を照会します。��「表⽰」リン

クをクリックして、コンテキストを表⽰します。コンテキスト全体を
表⽰して、QID��に対応する質問に対する回答を⽣成します。答え
を提出してください。

各ルールはさらにアクションに分類されます。

5

トレーニング済みの��ResNet��(He��et��al.,��2016)トレー
ニング可能な完全に接続されたレイヤー。

このエミュレーションはテキスト��コンテンツとラで動作しますが、

4.2��ゴールド��シーケンスの作成教師あ

り学習を使⽤して、提案された��BUI��モデルをトレーニングし
ました。アクション��スクリーンショット��ペアのゴールド��シー
ケンスを記録するために、各タスクのルールを⼿動で作成し、
ルールに従ってブラウザにロードされたタスク��ページを操
作しました。タスク��ページのコンテンツを⼀度識別し、回答
を送信するためのアクションを実⾏するようにルールを設計
しました。 付録D.1��に検出例を⽰します。

このセクションでは、事前トレーニング済みのBERTsmallを
拡張してブラウザー��UI��を操作する⽅法について説明しま
す。��BUI��セットアップで必要な複数の⻑いシーケンスのた
め、標準サイズの事前トレーニング済みプロフェッショナル��
モデル��(例:��Lay��outLM)の代わりに⼩さな⾔語モデルが使
⽤されました。図4��に⽰すように、視覚、⾔語、記憶、およびいく
つかの拳補助が融合��BERT��で融合され、次のものが得られま
す。

場所の埋め込み。スクリーンショットで場所を⽰すために、各
サブワード埋め込みに場所埋め込みディンディングを追加し
ました。ワードバウンディングボックス7

単語を別のモダリティとして扱うために、スクリーンショット
から単語を検出し、

ボタンのベル、テキストボックス内のテキストをキャプチャし
ません。この制限にもかかわらず、このエミュレーションを使
⽤して計算時間を短縮し、検出エラーを考慮する必要を回避
します。モデルは、最後のアクション��トークンを通じて⼊⼒を
認識できることに注意してください。

アクション。事前トレーニング済みの��BERT��の重みに基づい
て融合��BERT��の重みを初期化し、PTA��タスクを使⽤してモデ
ルを事前トレーニングしました。

6Huggingface��のトークナイザー(https://github.com/
huggingface/��tokenizers�)の��BertWordPieceTokenizer��を使
⽤しました。事前に訓練された��BERT��の語彙を使⽤します。•��SA-Q。命令で��QID��を照会します。クエリに関連するレコード

が表⽰されるまで下にスクロールします。

5��ブイバート

個 の々ルールは次のとおりです。ご了承ください

(中⼼��x、中⼼��y、幅、および⾼さ)。すべての要素は

5.1��ビジョン⼊⼒

Huang��et��al.に似た、事前に訓練された畳み込みニューラル��
ネットワークのグリッド機能を使⽤しました。��（2020）、速度
とデータ量を考慮して。各ステップでスクリーンショットをエン
コードし、その後にフリーズを付けました。

BERT��uncased��tok��enizer6を使⽤して単語をサブ単語に変
換します。��HTML��ページの単語間に��span��タグを挿⼊することで、単語ベースの��OCR��をエミュレートしました。

スクリーンショットの幅または⾼さによって正規化されます。

PyTorch��Vision��にバンドルされた事前トレーニング済みの��ResNet18。5

7

5
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vt、��Lmt-1,1 mt-1、K��[M]

x��∈��{1,�...,��画⾯の幅}��および��y��∈��{1,�...,��画⾯の⾼さ}。

bt、��N

t-1

で、��1t-1

t-1

カーソル位置またはサブワードに関係のないアクションの場合、それら
の埋め込みはゼロで埋められました。

トレーニング可能な��MLP��によってエンコードされました。単語内
のサブ単語は、単語の埋め込み位置を共有します。

トレーニング中、ステップ数が最⼤（私たちの研究では50）を超
えないようにしながら、メモリ埋め込みを繰り返し⼊⼒しました。

トレーニング中、アクション名、トークン、x、および��y��にSoftmax��
クロスエントロピー損失を使⽤しました。これらはミニバッチで均
等に追加されました。最後のアクション。最後のアクションは、アクション名、カーソル

位置、��8�、およびサブワードの埋め込みで表されます。トレーニン
グ可能なワンホットを使⽤しました

損失関数はメモリ使⽤量を明⽰的に参照していませんが、結
果は次のようになることに注意してください。

幅と⾼さをゼロに設定することにより、単語位置と同じ��MLP�。

…

アクション名とサブワードembeddings��のベクトル。を使⽤
してカーソル位置をエンコードしました

図��4:��BUI-BERT��の概要。この図は、モデルがステップ��t��のアクションを予測する⽅法を⽰しています。��(a)��モデルは、事前にトレーニングされ
た��BERT��(Fusion��BERT)��で構成されます。この��BERT��は、視覚、⾔語、記憶、およびいくつかの補助トークンを使⽤して、次のアクションを出⼒し
ます。��Fusion��BERT��は、元の��BERT��と同じ⽅法で位置とセグメントの埋め込みを追加します��(ビューでは省略されています)。��(b)��モデルは、
ディープ��ニューラル��ネットワークを使⽤して、アクション��(3��つのトークン)、ビジョン��(L��トークン)、および⾔語埋め込み��(N��単語から��N��トーク
ン)��を取得します。

8

9

線形

線形��線形��線形��線形

線形

+

5.5��次のアクションの予測と損失

次のアクション。��[ACT]、[TOK]、[X]、および��[Y]��トークンにトレ
ーニング可能なワンホット��ベクトルを追加し、これらのトークン
を⼊⼒して次のアクションを予測しました。

Kがメモリ��トークン⻑のハイパーパラメータであるとします(こ
のペーパーでは��64��を使⽤しました)。私たちの記憶メカニズムは
2��×��K埋め込みを使⽤しました。前半のKは以前のメモリ出⼒から
コピーされ、後半はトレーニング可能なワンホット��ベクトルであ
る��[M]��埋め込みで埋められました。⼊⼒を融合した後、次のステ
ップのために後半に対応するK個のエンコードされた埋め込みを
保持しました。

ここで、��·��は⾮パッド��ラベルの平均を⽰します。

5.4��補助⼊⼒

5.3��メモリメカニズム

6

（次のステップ）

…

(グリッド機能)

…

スクリーンショット

フュージョンBERT

l��t,��1

…

おおおお

ワート、��1��…ワート、��N

アクション

ヴィジョン

MLP

おお

MLP

(b)��埋め込みの詳細

単語検出

次のアクション

lt�、N'
…

アクション-1

n't��-1

…

⾔語

t'

メモリー

…

おお

MLP

ヴィジョン

ボクスト、��N

⾔語

…

…

…

…

レスネット

…

最後のアクション

… p'

p'

ボックス、��1

(a)��全体

n't��-1

最後のアクション

t't��-1

スクリーンショット

私たちのモデルはメモリを使⽤して以前の⼊⼒を処理します。

[や][M] [活動]

アクションの選択

サブワード

トクト、��N'

[TOK]��[X]

l��t,��1��
+

lt�、N'

サブワード

トクト、��1

Fusion��BERT��が��[ACT]、[TOK]、��[X]、および��[Y]��トークンを
エンコードした埋め込みから、次のアクションを予測しまし
た。エンコードされた埋め込み��Dign��がeact、��eTok、��ex、
およびey��であるとします。最初にeactからアクション名を分
類しました。次に、Fusion��BERT��のボキャブラリのトークン��
id��をetokからTOKENに分類し、ピクセル座標9をexおよび
eyからMOVETO��に分類しました。すべての埋め込みは、トレ
ーニング可能な線形レイヤーを使⽤してクラス分布に射影
されます。

Lmb��=��Lname��+��Ltoken��+��Lx��+��Ly,
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画⾯を640px×448pxに設定し、スクリーンショットを半分
にリサイズしてから��ResNet18��に⼊⼒しました。

11��から事前に訓練された��BERT��で初期化

モデル
BUI-BERTsmall��1.00��BUI-
BERTmedium��1.00��確率レベル

-

10結果は��1��回の実⾏に基づいていることに注意してください。

カーソルボタンエリアテキスト0.90��0.56��
0.87��0.62��0.49��0.88��0.43��0.42

https://github.com/google-research/bert

-

このタスクでは、モデルが正しいボタンを選択するための指⽰を
覚えている必要があります。これは、私たちの記憶メカニズムの有
効性を⽰唆しています。��BUT��BERTmediumは、パラメータ��サ
イズが⼤きいにもかかわらず、ボタンとエリアのタスクでBUT-
BERTsmall��よりもパフォーマンスが低下します。その理由はまだ
明らかではありません。検討中

BERTsmall/+V:パフォーマンスの上限を推定するために、タスク
固有のヘッドを使⽤して、SA��を除く各タスクに対して個別に
BERTsmallを微調整しました。

6��実験10

7

6.2��主なタスク

設定。両モデルのメモリー⻑は64でした。

⽐較したモデル。表3にまとめを⽰します。

この損失でメモリを使⽤します。

実際のブラウザで確認してください。評価中、ゴールド��シーケ
ンスのステップ数の1.5��倍以内にモデルが回答を提出しなか
った場合、トライアルは中⽌され、不合格と⾒なされました。��
ADAM��オプティマイザー(Kingma��and��Ba,��2014)を5e-5��の
固定学習率で使⽤し、ミニバッチ��サイズが��128��になるように
勾配を累積しました。

どちらもテキスト��タスクで同じレベルのスコアを獲得し
たため、可能な解釈は、メディアモデルがサブワードの
位置の埋め込みを⼗分に学習せず、ビューでサブ��ワード
を誤って配置した可能性があることです。

モデルが応答を送信しなかった、つまりタイムアウトになった
ケースの⽐率は、すべてのタスクで��0.03��未満でした。

表��2:��アクションの事前トレーニングでの��BUI-BERT��の正確
な⼀致精度。モデルは��4��つのタスクで共同でトレーニングさ
れました。ボタン数の逆数をボタンとエリアタスクのチャンス
レベルとして表⽰します。

結果。表2に��PTA��タスクの結果を⽰します。私たちのモデルは、
カーソル、ボタン、およびテキストのタスクでうまく機能し、その
ような単純なアクションで⾔語モデルを微調整できることを⽰
しています。モデル��スコアは、エリアのチャンス��レベルを上回
っています

結果。表4に結果をまとめます。⾮アクションまたはシングルペ
ージ��タスクの場合、��BERTsmall��(シングルタスク設定)��と
BERTsmall-s2s+V��(マルチタスク設定)��のどちらか⾼いパフォ
ーマンスを採⽤することで、事前トレーニング済みの
BERTssmallパフォーマンスの上限を推定します。ご覧のとお
り、BUI-BERTsmallは、タスク��フレームワークの��CoLA��を除い
て、その⾒積もりの約��76%��〜��90%��を達成しています。これは、
事前に訓練された⾔語モデルが、完全ではありませんが、⾏動
シーケンスで⾔語知識を使⽤することを学習できることを⽰唆
しています。マルチタスク設定で��CoLA��スコアが⼩さいのは、

セクション6.1と6.3は、モデルが学習することを⽰しています。

⼊⼒埋め込みの。付録B.2に詳細が記載されています。

BERTsmall-s2s+V:テキスト⽣成モデルとの⽐較のために、
BERTsmallの重みに基づいてエンコーダとデコーダの重みを
初期化したエンコーダ/デコーダ��モデルを⽤意しました。��SA
を除くすべてのタスクでそのモデルを共同でトレーニングしま
した。⼊⼒シーケンスは、テンプレート(付録B.1)を使⽤して、タ
スクの説明、質問、およびクラス��ラベルなど、タスクを解決する
ために必要な最も完全な情報を提供するように⽣成されまし
た。サフィックスが��+V��のモデルは、��VQA��⽤のイメージ⼊⼒を
使⽤します。��BUI-BERTと同様の⽅法で、ResNet18を使⽤し
てグリッド機能を取得しました。機能を頭に挿⼊しました

CoLA��(Warstadt��et��al.,��2019)、��STS-B��(Cer��et��al.,��2017)、��
MNLI-matched��(Williams��et��al.,��2018)、��SQuADv2、
VQAv2、および私たちのSA��は共同でタスクを実⾏します。トレ
ーニング例の数は、それぞれ��8.6��k、5.7��k、393��k、130��k、444��k、
および��50��k��でした。最初の3��つのタスクは、GLUE��ベンチマー
クからのものです。

最⼤エポックは��50��でした。各エポックの終わりに検証損失を
追跡し、検証損失が最⼩のモデルを評価に使⽤しました。

設定。すべてのモデルを��10��エポックでトレーニングしました。
各エポックの終わりに検証損失を追跡して、最適なモデルを選
択しました。その他の条件は

まず、PTA��タスクで��BUI��モデルをトレーニングして、モデルを
事前トレーニングしました。次に、マルチタスク設定で��BUI��モ
デルをトレーニングしました。その後、��BUI��モデルをさまざま
なタスク��スタイルのモデルと⽐較しました。最後に、モデルを
分析しました。

BUI-BERTはPTAのものと同じでした
トレーニング。⽐較モデルのハイパーパラメーターを最適化し
ました(付録B.3��を参照)。

6.1��アクションの事前トレーニング��
中⼩規模の��BUI-BERT11を��60,000��のトレーニング例を使⽤
して��PTA��タスクでトレーニングしました。
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BERTsmall-s2s+V��BERTsmall��74M

含意タスク。��MRPC��と��STS-B��は、同等性と類似性のタス
クでした。��SST-2��は、モデルにとって新しい感情予測です。
提出数��(�#sub�)��と正しい提出数��(#cor)��を表6に報告しま
す。これらのモデルの提出率は、画⾯上のボタンが占める領
域のパーセンテージ。提出された回答の正しい答えの割合
に基づいて、モデルが⾃信がないときに回答を提出すること
を控えているようには⾒えません。この低いサブミッション
率は、モデルが⼿順のアクションを指⽰の単語に合わせるこ
となく、⼿順全体を記憶する可能性が⾼いことを⽰唆してい
ます。

⽐較的⼩さなトレーニング��データ。モデルのパフォーマン
スとサイズ��(BUI��BERTsmall/meduim)��の関係において、
すべてのタスクに当てはまる傾向は⾒られませんでした。中
間モデルは、⾔語モデルのサイズと⼀致する単⼀ページの
タスクでより優れたパフォーマンスを発揮します。ただし、
複数ページのタスクではパフォーマンスが逆になります。パ
フォーマンスがタスクのモデル��サイズに⽐例するかどうか
を確認するには、さらに調査する必要があります。

最初の⾏に表⽰されます。��SA-Q��は、ヒット��カウントが常
に⼀定であるため、⽐較的簡単です。��SA-QID��は、ヒット��カ
ウントが複数あるため、より難しく、モデルはスクロールし
て答えを⾒つける必要がある場合があります。��SA-Q��およ
び��-QID��タスクに関しては、まだ改善の余地があります。

NLP��が扱うことができる世界を拡⼤することは、私たちの⻑
期的な⽬標の��1��つです(Bisk��et��al.,��2020)。��GUI��を操作す
るモデルは、動的相互作⽤に関する研究の統⼀された基礎
を提供します。たとえば、動的グラウンディング(�Chandu��
et��al.,��2021)�。

アブレーション研究。��PTA��と記憶メカニズムを検証する
ために��2��つのモデルを追加しました。��BUI��BERTsmall��
w/o��PTA��の場合、重みをBERTsmallで初期化し、マルチタ
スク��トレーニングで直接トレーニングしました。��BUI-
BERTsmall��w/o��mem��の場合、メモリ��シーケンスを省略し
ました。このモデルは、PTA��で再初期化およびトレーニング
されました。表5に⽰す

WNLI��(Levesque��et��al.,��2012)、��MRPC��(Dolan��and��
Brockett,��2005)、��SST-2��(Socher��et��al.,��2013)の3��つの��
GLUE��タスクを使⽤しました。これらは��2��択のタスクであり、
学習したタスクとの類似性は異なっていました。��WNLI��と��
MNLI��はテキストでした

結果。アブレーションされたモデルは、ほとんどすべてのタ
スクで��BUI��BERTsmallよりも低かった。これは、PTAと記憶
メカニズムが有効であることを⽰しています。特に、SA��タス
クで��BUI��BERTsmall��w/o��memの⼤幅な低下は、メモリが
重要な役割を果たしていることを⽰唆しています。

SA��タスク。表��5��に��SA��タスクの結果の詳細を⽰します。ご
覧のとおり、BUI-BERTsmall��w/o��memを除いて、ほとんど
の場合、すべてのモデルが回答の送信に成功しました。ただ
し、��SA-A��タスクのスコアは低いです。この低いスコアは、
タスクの違いを反映しています。SA-QID、-Q、および��-H��タ
スクは、表⽰された結果をコピーすることで解決できますが、
SA-A��タスクでは、質問に対する答えを推測する必要があり
ます。このギャップを埋めることは、将来の課題です。��SA-
QID、-Q、および��-H��のスコアも難易度を反映していること
に注意してください。答え��(ヒット��カウント)��が常に

42MBUI-BERT⼩

ACC。 ACC。

BUI-BERT中��BERT中54M

⾮アクションまたはシングルペー
ジSTS-B��MNLI-m��VQAv2��P��マクロ��f1��81.2��75.8��82.5��75.5��71.6��70.4��78.3��

75.6
BERTsmall/+V��
BERTsmall-s2s+V��BUI-
BERTsmall��BUI-
BERTmed.

CoLA��M��
31.3��
0.0��
-1.0��
-1.8

ベース��LM��#params

42.9/51.4��
51.4��
48.0��48.8

いいえ

建築

マルチページ

エグゼクティ
ブ。スタイル31M�/��42M��タスク仕様。��head��BERT��(Devlin��et��al.,��2019)

モデル

PrからのEnc-dec。��LM��(Rothe��et��al.,��2020)��text��gen.

SASQuADv2��EM��
56.8��47.0��
43.6��49.4

BUI��アクション��BUI-BERT��BUI��アクショ
ン

BERT⼩/��+V

モデル

-
マルチタスク��マルチステップ

ブイバート

SAなし��すべ

て��すべて

-
75.5��
69.7

表��3:��⽐較するモデル。��+V��を使⽤するモデルは、凍結された事前トレーニング済みの��ResNet18��から取得した画像⼊⼒を使⽤します。
#params��のうち、ResNet18��とその関連レイヤーは約��11M��を占めています。

表��4:��検証分割の全体的なスコア。��M��と��P��は、それぞれマシューズとピアソンの相関を表します。

⽬に⾒えないタスク。モデルが命令をどのように理解したかを確認す

るために、⽬に⾒えないタスクでモデルを評価しました。

6.3��分析
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ル表現の学習。第��30��回インターナ議事録

表��6:��検証分割に関する⽬に⾒えないタスク評価。��#sub��(#cor)�:��
モデルが回答の提出に成功したケースの数��(正解)。��#cases�:��評価
されたケースの数。

Stanislaw��Antol、Aishwarya��Agrawal、Jiasen��Lu、Mar��garet��
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BUI-BERT⼩

#steps��2��#cases��1043��1500��
metric��MP��#sub��1042��1500��-1.0��
71.6��1040��1500��-1.8��9.3��1043��
1500��0.0��51.1��1500��78.3

ACC。

PTAなし

4893��
69.7

BUI-BERT中4�/��9

5.8��
214354

1592��
88.8��
1559��
60.0��
747��
25.3��
1591��
93.7

＃サブ

WNLI��MRPC��SST-2��408��0�/��0��17�/��33��
181�/��227��120�/��271��9�/
29��29�/��53

1514��
37.2��
1507��
36.1��
1122��
9.7��
1506��
13.8

#sub��
BUI-BERTmed.スコア

872��
1�/��2

CoLA��STS-B��MNLI-m��VQAv2��SQuADv2

ACC。

BERTsmall-s2s+V��8�/��14

-QID��-Q��-H��-A��-all��23.0��30.8��13.1��19.4��24.0��1623��
1634��182��1561��5000

BUI-BERTsml。

ACC。

2.0��
9815��

マクロ��f1��
9815��
70.4��
9813��
68.1��
9815��
69.0��
9815��
75.6

213236��
48.0��

213122��
45.9��

212334��
46.9��

213599��
48.8

スコア

10082��
49.4

9.2��
11873��
EM��
9563��
43.6��
9011��
38.9��
7669��
27.9

メモリなし

1615��
96.0��
1612��
94.8��
943��
23.7��
1614��
96.0

(#cor�/��#sub)��
#cases

検索と回答��(SA)

ACC。ACC。

182��
100��
182��
100��
182��
100

4903��
75.5��
4860��
65.4��
2994��
22.7スコア

71

2

ACC。

スコア��
#サブ

1040��
-1.8

182��
100

私たちの実験では、⾔語モデルが⾔語知識をある程度保持し
ながらGUI操作を学習できるという有望な結果が⽰されました
が、私たちの研究には次の制限があります。��•計算コストが⾼い
ため、より⼤きな��LMを使⽤したスケールの検証など、詳細な実験
ができません。効率的な変圧器(Tay��et��al.,��2020)や��Perceiver��
(Jaegle��et��al.,��2021)などの軽量モデルを探す必要がありま
す。��•⽬に⾒えないタスクのパフォーマンスが低い。データ拡
張��(つまり、ページ��レイアウトの変更)��によってパフォーマンス
が向上すると予想されますが、探索には強化学習(Sutton��and��

Barto,��2018)が不可⽋になる可能性があります。��•私たちのモデ
ルは、ブラウザに依存するエミュレートされた��OCR��を使⽤しま
す。モデルをブラウザー��GUI��以外の��GUI��に適⽤するには、その
機能を変更することが今後の課題です。実際の��OCR��を使⽤す
ることは簡単な解決策ですが、その処理時間は私たちの⽬的に

とって無視できません。したがって、ピクセルから直接読み取る��
LM��を作成する場合があります。

9

番号��JPMJSP2104。

Machine Translated by Google

https://doi.org/10.24963/ijcai.2021/235
https://doi.org/10.24963/ijcai.2021/235
https://openaccess.thecvf.com/content_iccv_2015/html/Antol_VQA_Visual_Question_ICCV_2015_paper.html


グラウンド⾔語を体験してください。⾃然⾔語処理における経験
的⼿法に関する��2020��年会議の議事録、8718��〜��8735��ページ。

Yicong��Hong、Qi��Wu、Yuankai��Qi、Cristian��Rodriguez��Opazo、
Stephen��Gould。��2021.��VLN��BERT:ナビゲーションのための反
復的な視覚と⾔語の��BERT�。��IEEE/CVF��Conference��on��
Computer��Vision��and��Pattern��Recognition��の議事録、1643��
〜��1653��ページ。

ジェイコブ•デブリン、ミンウェイ•チャン、ケントン•リー、クリスティー
ナ•トゥタノワ。��2019.��BERT:⾔語理解のためのディープ双⽅向
トランスフォーマーの事前トレーニング。計算⾔語学協会の北⽶
⽀部の��2019��年会議の議事録:��⼈間の⾔語技術、第��1��巻、4171��
〜��4186��ページ。

Yen-Chun��Chen、Linjie��Li、Licheng��Yu、Ahmed��El��Kholy、Faisal��
Ahmed、Zhe��Gan、Yu��Cheng、および��Jingjing��Liu。��2020.��
UNITER:��ユニバーサルイメージ��テキスト表現の学習。��The��
2020��Euro��pean��Conference��on��Computer��Vision、104��〜��
120��ページ。

トム•B•ブラウン、ベンジャミン•マン、ニック•ライダー、メラニー•サブ
ビア、ジャレッド•カプラン、プラフラ•ダリワル、アービンド•ニーラ
カンタン、プラナフ•シャム、ギリッシュ•サストリー、アマンダ•アス
ケル、サンディニ•アガルワル、アリエル•ハーバート＝ヴォス、グレ
ッチェン•クルーガー、TJ•ヘニガン、リウォン•チャイルド、アディテ
ィアRamesh、Daniel��M.��Ziegler、Jeff��Wu、Clemens��Winter、
Christopher��Hesse、Mark��Chen、Eric��Sigler、Mateusz��Litwin、
Scott��Gray、Benjamin��Chess、Jack��Clark、Christopher��
Berner、Sam��Mc��Candlish、Alec��Radford、Ilya��Sutskever、
Dario��Amodei�.��2020.⾔語モデルは少数の学習者です。��arXiv��
プレプリント��arXiv:2005.14165.

Ronghang��Hu��と��Amanpreet��Singh。��2021.��UnitT:��統合トラン
スフォーマーを使⽤したマルチモーダル��マルチタスク学習。��
IEEE/CVF��International��Conference��on��Computer��Vision��
(ICCV)��の議事録、1439��〜��1449��ページ。

キャティ•ラガヴィ•チャンドゥ、ヨナタン•ビスク、アラン•W•ブラッ
ク。��2021.グラウンディング��NLP��の「グラウンディング」。計
算⾔語学協会の調査結果:��ACL-IJCNLP��2021、4283‒4305��ペー
ジ。

Lei��Cui、Yiheng��Xu、Tengchao��Lv、Furu��Wei。��2021年。

Jaemin��Cho、Jie��Lei、Hao��Tan、Mohit��Bansal。

ウィリアム•B•ドーランとクリス•ブロケット。��2005.センテンシャル��
パラフレーズのコーパスの⾃動構築。⾔い換えに関する第��3��回国
際ワークショップの議事録。

Document��AI:��ベンチマーク、モデル、およびアプリケーショ
ン。��arXiv��プレプリント��arXiv:2111.08609.

アビシェク•ダス、サムヤク•ダッタ、ジョージア•ギキオサリ、ステ•ファ
ン•リー、デヴィ•パリク、ドゥルヴ•バトラ。��2018.��Em��bodied��
Question��Answering.議事録において

ピーター•C•ハンフリーズ、デビッド•ラポソ、トビアス•ポーレン、グレゴリー•
ソーントン、ラチータ•チャパリア、アリスター•ムル•ダル、ジョシュ•エイブ
ラムソン、ペトコ•ゲオルギエフ、アレックス•ゴールディン、アダム•サント
ロ、ティモシー•P•リリクラップ。��2022.コンピューターの制御を学習する
ためのデータ駆動型アプローチ。��arXiv��プレプリント��arXiv:2202.08137.

Izzeddin��Gur、Natasha��Jaques、Yingjie��Miao、Jongwook��Choi、
Manoj��Tiwari、Honglak��Lee、Alexandra��Faust。��2021.ゼロシ
ョット構成強化学習のための環境⽣成。神経情報処理システムの
進歩。

2021.テキスト⽣成による視覚と⾔語のタスクの統合。第��38��回国
際機械学習会議の議事録、第��139��巻、1931��〜��1942��ページ。

Izzeddin��Gur、Ulrich��Rueckert、Aleksandra��Faust、Dilek��
Hakkani-Tur。��2018.��Webの操作⽅法を学ぶ。学習代表者の憤
りに関する国際会議。

⼈⼯知能に関する国際合同会議、1705��〜��1712��ページ。

開明何、シャンユ•チャン、シャオチン•レン、ジャン•サン。��2016.画像
認識のための深層残差学習。コンピューター��ビジョンとパターン
認識に関する��IEEE��会議の議事録、770��〜��778��ページ。

Zhicheng��Huang、Zhaoyang��Zeng、Bei��Liu、Dongmei��Fu、
Jianlong��Fu。��2020.��Pixel-BERT:��Deep��Multi-Modal��
Transformers��による画像ピクセルとテキストの位置合わせ。��
arXiv��プレプリント��arXiv:2004.00849.

リッチ•カルアナ。��1997.マルチタスク学習。マシーン

Zecheng��He、Srinivas��Sunkara、Xiaoxue��Zang、Ying��Xu、Lijuan��
Liu、Nevan��Wichers、Gabriel��Schubiner、Ruby��Lee、Jindong��
Chen。��2021.��ActionBert:ユーザー��インターフェイスのセマン
ティックな理解のためのユーザー��アクションの活⽤。⼈⼯知能に
関する��AAAI��会議の議事録、第��35��巻、5931��〜��5938��ページ。

IEEE��Conference��on��Computer��Vision��and��Pattern��
Recognition、1��〜��10��ページ。

学習、28:��41��〜��75��ページ。

ダニエル•セル、モナ•ディアブ、エネコ•アギレ、イニゴ•ロペス•ガスピ
オ、ルシア•スペシア。��2017.��SemEval-2017タスク��1:��セマンテ
ィック��テキストの類似性��多⾔語およびクロスリンガルに焦点を
当てた評価。意味評価に関する第��11��回国際ワークショップの議
事録、1��〜��14��ページ。

Yonatan��Bisk、Ari��Holtzman、Jesse��Thomason、Jacob��Andreas、
Yoshua��Bengio、Joyce��Chai、Mirella��Lap��ata、Angeliki��
Lazaridou、Jonathan��May、Aleksandr��Nisnevich、Nicolas��
Pinto、Joseph��Turian。��2020年。

Xingyu��Chen、Zhao��Zhao、Lu��Chen、JiaBao��Ji、Danyang��Zhang、
Ao��Luo、Yuxuan��Xiong、Kai��Yu。��2021.��WebSRC:��Web��ベース
の構造的読解のためのデータセット。⾃然⾔語処理における経験
的⽅法に関する��2021��年会議の議事録、4173��〜��4185��ページ。

10

Machine Translated by Google

https://doi.org/10.18653/v1/2020.emnlp-main.703
https://openaccess.thecvf.com/content/CVPR2021/html/Hong_VLN_BERT_A_Recurrent_Vision-and-Language_BERT_for_Navigation_CVPR_2021_paper.html
https://doi.org/10.18653/v1/N19-1423
https://doi.org/10.18653/v1/N19-1423
https://link.springer.com/chapter/10.1007/978-3-030-58577-8_7
https://link.springer.com/chapter/10.1007/978-3-030-58577-8_7
https://arxiv.org/abs/2005.14165
https://arxiv.org/abs/2005.14165
https://doi.org/10.18653/v1/2021.findings-acl.375
https://www.aclweb.org/anthology/I05-5002
https://openaccess.thecvf.com/content_cvpr_2018/html/Das_Embodied_Question_Answering_CVPR_2018_paper.html
https://arxiv.org/abs/2202.08137
https://openreview.net/forum?id=CeByDMy0YTL
https://openreview.net/forum?id=CeByDMy0YTL
https://proceedings.mlr.press/v139/cho21a.html
https://proceedings.mlr.press/v139/cho21a.html
https://openreview.net/forum?id=BJemQ209FQ
https://openreview.net/forum?id=BJemQ209FQ
https://openaccess.thecvf.com/content_cvpr_2016/html/He_Deep_Residual_Learning_CVPR_2016_paper.html
https://openaccess.thecvf.com/content_cvpr_2016/html/He_Deep_Residual_Learning_CVPR_2016_paper.html
https://arxiv.org/abs/2004.00849
https://link.springer.com/article/10.1023/A:1007379606734
https://ojs.aaai.org/index.php/AAAI/article/view/16741
https://ojs.aaai.org/index.php/AAAI/article/view/16741
https://doi.org/10.18653/v1/S17-2001
https://doi.org/10.18653/v1/S17-2001
https://doi.org/10.18653/v1/S17-2001
https://aclanthology.org/2021.emnlp-main.343


11

アレック•ラドフォード、ジェフ•ウー、リウォン•チャイルド、デビッド•ルア
ン、ダリオ•アモデイ、イリヤ•サツケバー。��2019.⾔語モデルは教師
なしマルチタスク学習者です。��nAI��ブログ、1(8)��を開きます。

Evan��Zheran��Liu、Kelvin��Guu、Panupong��Pasupat、Tian��lin��Shi、
Percy��Liang。��2018.ワークフローに基づく探索を使⽤した��
Web��インターフェイスでの強化学習。学習表現に関する国際会
議。

Xiujun��Li、Chunyuan��Li、Qiaolin��Xia、Yonatan��Bisk、Asli��
Celikyilmaz、Jianfeng��Gao、Noah��A��Smith、Yejin��Choi。��
2019b.⾔語の事前トレーニングと確率的サンプリングによる堅
牢なナビゲーション。⾃然⾔語処理における経験的⼿法に関する��
2019��年会議の議事録および⾃然⾔語処理に関する第��9��回国際
合同会議��(EMNLP-IJCNLP)、1494��〜��1499��ページ。

学習表現に関する国際会議。

Liunian��Harold��Li、Mark��Yatskar、Da��Yin、Cho-Jui��Hsieh、Kai-
Wei��Chang。��2019a.��VisualBERT:視覚と⾔語のためのシンプ
ルで⾼性能なベースライン。��arXiv��プレプリント��
arXiv:1908.03557.

サシャ•ローテ、シャシ•ナラヤン、アリアクセイ•セヴェリン。

Sheng��Jia、Jamie��Ryan��Kiros、Jimmy��Ba。��2019年。

Junlong��Li、Yiheng��Xu、Lei��Cui、Furu��Wei。��2021a.

Jiasen��Lu、Dhruv��Batra、Devi��Parikh、Ste��fan��Lee。��2019.��
ViLBERT:��視覚および⾔語タスクのためのタスクに依存しない
視覚⾔語表現の事前トレーニング。神経情報処理システムの進
歩、第��32��巻。 Tianlin��Shi、Andrej��Karpathy、Linxi��Fan、Jonathan��Her��nandez、

および��Percy��Liang。��2017.��World��of��Bits:��アン

Arjun��Majumdar、Ayush��Shrivastava、Stefan��Lee、Peter��
Anderson、Devi��Parikh、Dhruv��Batra。��2020年。

ディーデリク•P•キングマとジミー•バ。��2014.��Adam:確率的最適化
の⽅法。��arXiv��プレプリント��arXiv:1412.6980.

あなたが知らないことを知ってください:��SQuAD��に対する答え
のない質問。第��56��回計算⾔語学協会年次総会の議事録第��2��巻、
784��〜��789��ページ。

Stephen��Merity、Caiming��Xiong、James��Bradbury、Richard��
Socher。��2016.ポインター��センチネル混合モデル。��arXiv��プ
レプリント��arXiv:1609.07843.

アレック•ラドフォード、カーシック•ナラシンハン、ティム•サリマンズ、
イリヤ•サツケバー。��2018.ジェネレーティブプレトレーニングに
よる⾔語理解の向上。��OpenAI��ブログ。

Yuankai��Qi、Zizheng��Pan、Yicong��Hong、Ming��Hsuan��Yang、
Anton��van��den��Hengel、および��Qi��Wu。

2021.知覚者:��反復的な注意を伴う⼀般的な知覚。第��38��回機械学
習に関する国際会議の議事録、Proceedings��of��Machine��
Learning��Research��の第��139��巻、4651��〜��4664��ページ。

コリン•ラッフェル、ノーム•シェイザー、アダム•ロバーツ、キャサリン•
リー、シャラン•ナラン、マイケル•マテナ、ヤンキ•チョウ、ウェイ•リ
ー、ピーター•J•リュー。��2020.統合されたテキストからテキスト
へのトランスフォーマーで転移学習の限界を探る。��Journal��of��
Machine��Learning��Research、21(140):��1��〜��67��ページ。

ヤン•リー、ガン•リー、シン•チョウ、モスタファ•デガーニ、アレクセイ•グリ
ツェンコ。��2021b.��VUT:マルチモーダル��マルチタスク��ユーザー��イ
ンターフェースモデリング⽤の汎⽤��UI��トランスフォーマー。��arXiv��
プレプリント��arXiv:2112.05692.

MarkupLM:視覚的に豊かなドキュメント理解のためのテキスト
とマークアップ⾔語の事前トレーニング。��arXiv��プレプリント��
arXiv:2110.08518.

DOM-q-NET:��構造化⾔語に基づいた強化学習。

2020.シーケンス⽣成タスクのための事前トレーニング済みチェ
ックポイントの活⽤。計算⾔語学協会のトランザクション、8:��264��
〜��280��ページ。

ヘクター•レベスク、アーネスト•デイビス、レオラ•モーゲン•スター
ン。��2012.ウィノグラード��スキーマ��チャレンジ。知識表現と推論
の原理に関する第��13��回国際会議。

Web��からの画像とテキストのペアによる視覚と⾔語のナビゲー
ションの改善。欧州コンピュータ��ビジョン会議、259��〜��274��ペー
ジ。

プラナヴ•ラージプルカール、ジャン•ジャン、コンスタンチン•ロピレ
フ、パーシー•リャン。��2016.��SQuAD:テキストの機械理解に関す
る��100,000��以上の質問。⾃然⾔語処理における経験的⼿法に関
する��2016��年会議の議事録、2383��〜��2392��ページ。

Pranav��Rajpurkar、Robin��Jia、Percy��Liang。��2018年。

Jiasen��Lu、Vedanuj��Goswami、Marcus��Rohrbach、Devi��Parikh、
Stefan��Lee。��2020.��12-in-1:��マルチタスクビジョンと⾔語表現
の学習。コンピューター��ビジョンとパターン認識に関する��IEEE/
CVF��会議の議事録、10437��〜��10446��ページ。

2021.場所を知る道:��屋内視覚⾔語ナビゲーションのためのオブ
ジェクトと部屋に情報を提供するシーケンシャル��BERT�。��IEEE/
CVF��International��Conference��on��Computer��Vision��(ICCV)��
の議事録、1655��〜��1664��ページ。

セバスチャン•ルーダー。��2017.ディープ��ニューラル��ネットワークに
おけるマルチタスク学習の概要。��arXiv��プレプリント��
arXiv:1706.05098.

アンドリュー•イェーグル、フェリックス•ギメノ、アンディ•ブロック、オリオール•ビ
ニャルス、アンドリュー•ジサーマン、ジョアン•カレイラ。

Sahar��Kazemzadeh、Vicente��Ordonez、Mark��Matten、Tamara��
Berg。��2014.��Referitgame:⾃然の⾵景の写真の中のオブジェ
クトを参照する.⾃然⾔語処理における経験的⽅法に関する��
2014��年の会議の議事録��(EMNLP)、787��〜��798��ページ。

Machine Translated by Google

https://d4mucfpksywv.cloudfront.net/better-language-models/language_models_are_unsupervised_multitask_learners.pdf
https://d4mucfpksywv.cloudfront.net/better-language-models/language_models_are_unsupervised_multitask_learners.pdf
https://aclanthology.org/D19-1159/
https://arxiv.org/abs/1908.03557
https://papers.nips.cc/paper/2019/hash/c74d97b01eae257e44aa9d5bade97baf-Abstract.html
http://proceedings.mlr.press/v70/shi17a.html
https://arxiv.org/abs/1412.6980
https://arxiv.org/abs/1412.6980
https://aclanthology.org/P18-2124/
https://arxiv.org/abs/1609.07843
https://openai.com/blog/language-unsupervised/
https://proceedings.mlr.press/v139/jaegle21a.html
https://proceedings.mlr.press/v139/jaegle21a.html
https://jmlr.org/papers/v21/20-074.html
https://jmlr.org/papers/v21/20-074.html
https://arxiv.org/abs/2112.05692
https://arxiv.org/abs/2112.05692
https://arxiv.org/abs/2110.08518
https://openreview.net/forum?id=HJgd1nAqFX
https://aclanthology.org/2020.tacl-1.18/
https://dl.acm.org/doi/10.5555/3031843.3031909
https://www.ecva.net/papers/eccv_2020/papers_ECCV/html/5672_ECCV_2020_paper.php
https://www.ecva.net/papers/eccv_2020/papers_ECCV/html/5672_ECCV_2020_paper.php
https://doi.org/10.18653/v1/D16-1264
https://doi.org/10.18653/v1/D16-1264
https://openaccess.thecvf.com/content_CVPR_2020/html/Lu_12-in-1_Multi-Task_Vision_and_Language_Representation_Learning_CVPR_2020_paper.html
https://openaccess.thecvf.com/content_CVPR_2020/html/Lu_12-in-1_Multi-Task_Vision_and_Language_Representation_Learning_CVPR_2020_paper.html
https://openaccess.thecvf.com/content/ICCV2021/html/Qi_The_Road_To_Know-Where_An_Object-and-Room_Informed_Sequential_BERT_for_ICCV_2021_paper.html
https://openaccess.thecvf.com/content/ICCV2021/html/Qi_The_Road_To_Know-Where_An_Object-and-Room_Informed_Sequential_BERT_for_ICCV_2021_paper.html
https://arxiv.org/abs/1706.05098
https://arxiv.org/abs/1706.05098
https://aclanthology.org/D14-1086/
https://aclanthology.org/D14-1086/


12

Shashank��Srivastava、Oleksandr��Polozov、Nebojsa��Jo��jic、
Christopher��Meek。��2020.コンテキスト内の説明とデモンス
トレーションを推論することにより、Web��ベースの⼿順を学習し
ます。計算⾔語学協会の第��58��回年次総会の議事録、7652��〜��
7662��ページ、オンライン。計算⾔語学の学会として。

Richard��Socher、Alex��Perelygin、Jean��Wu、Jason��Chuang、
Christopher��D.��Manning、Andrew��Ng、および��Christopher��
Potts。��2013.センチメント��ツリーバンク上のセマンティック��
コンポジションの再帰的ディープ��モデル。⾃然⾔語処理におけ
る経験的⼿法に関する��2013��年会議の議事録、1631��〜��1642��
ページ。

2021.��VisualMRC:⽂書画像の機械読解。⼈⼯知能に関する��
AAAI��会議の議事録、第��35��巻、13878��〜��13888��ページ。

イ•テイ、モスタファ•デガニ、ダラ•バーリ、ドナルド•メッツラー。��
2020.効率的な変圧器:��調査。��arXiv��プレプリント��
arXiv:2009.06732.

Weijie��Su、Xizhou��Zhu、Yue��Cao、Bin��Li、Lewei��Lu、Furu��Wei、
Jifeng��Dai。��2020.��VL-BERT:��Generic��Visual-Linguistic��
Representations��の事前トレーニング。学習代表者の憤りに関
する国際会議。

Ashish��Vaswani、Noam��Shazeer、Niki��Parmar、Jakob��
Uszkoreit、Llion��Jones、Aidan��N��Gomez、 ukasz��Kaiser、
Illia��Polosukhin。��2017年。必要なのは注意だけです。神経情
報処理システムの進歩、5998��〜��6008��ページ。

アレックス•ワン、アマンプリート•シン、ジュリアン•マイケル、フェリックス•ヒ
ル、オマー•レヴィ、サミュエル•R•ボウマン。��2019年。

アディナ•ウィリアムズ、ニキータ•ナンギア、サミュエル•ボウマン。
2018.推論による⽂理解のための広域チャレンジ��コーパス。計
算⾔語学協会の北⽶⽀部の��2018��年会議の議事録:��⼈間の⾔
語技術、第��1��巻、1112‒1122��ページ。

GLUE:⾃然⾔語理解のためのマルチタスク��ベンチマークおよ
び分析プラットフォーム。学習表現に関する国際会議。

Te-Lin��Wu、Cheng��Li、Mingyang��Zhang、Tao��Chen、Spurth��
Amba��Hombaiah、Michael��Bender��sky.��2021.��LAMPRET:ド
キュメント理解のためのレイアウト対応マルチモーダル事前ト
レーニング。��arXiv��プレプリント��arXiv:2104.08405.

Web��ベースのエージェント向けのオープン��ドメイン��プラッ
トフォーム。機械学習に関する国際会議、3135��〜��3144��ペー
ジ。

リチャード•S•サットンとアンドリュー•G•バルト。��2018.��強化学
習:��はじめに。��MITプレス。

ハオ•タンとモヒト•バンサル。��2019.��LXMERT�:トランスフォーマ
ーからのクロスモダリティ��エンコーダー表現の学習。⾃然⾔語
処理における経験的⽅法に関する��2019��年会議の議事録およ
び⾃然⾔語処理に関する第��9��回国際合同会議、ページ��5100‒
5111。

Alex��Warstadt、Amanpreet��Singh、Samuel��R.��Bow��man。��
2019.ニューラル��ネットワークの受容性判断。計算⾔語学協会
のトランザクション、7:��625‒641��ページ。

Mohit��Shridhar、Jesse��Thomason、Daniel��Gordon、Yonatan��
Bisk、Winson��Han、Roozbeh��Mottaghi、Luke��Zettlemoyer、
Dieter��Fox。��2020.��ALFRED:⽇常業務の根拠のある指⽰を解
釈するためのベンチマーク。コンピューター��ビジョンとパターン
認識に関する��IEEE/CVF��会議の議事録、10740��〜��10749��ペー
ジ。

⽥中良太、⻄⽥恭介、吉⽥千。

Machine Translated by Google

https://doi.org/10.18653/v1/2020.acl-main.684
https://doi.org/10.18653/v1/2020.acl-main.684
https://www.aclweb.org/anthology/D13-1170
https://www.aclweb.org/anthology/D13-1170
https://ojs.aaai.org/index.php/AAAI/article/view/17635
https://arxiv.org/abs/2009.06732
https://papers.nips.cc/paper/2017/hash/3f5ee243547dee91fbd053c1c4a845aa-Abstract.html
https://papers.nips.cc/paper/2017/hash/3f5ee243547dee91fbd053c1c4a845aa-Abstract.html
https://doi.org/10.18653/v1/N18-1101
https://openreview.net/forum?id=rJ4km2R5t7
https://arxiv.org/abs/2104.08405
https://arxiv.org/abs/2104.08405
http://proceedings.mlr.press/v70/shi17a.html
https://doi.org/10.18653/v1/D19-1514
https://openaccess.thecvf.com/content_CVPR_2020/html/Shridhar_ALFRED_A_Benchmark_for_Interpreting_Grounded_Instructions_for_Everyday_Tasks_CVPR_2020_paper.html
https://openaccess.thecvf.com/content_CVPR_2020/html/Shridhar_ALFRED_A_Benchmark_for_Interpreting_Grounded_Instructions_for_Everyday_Tasks_CVPR_2020_paper.html


•��OS:��Ubuntu��18.04、20.04

B.4��Seq2Seqモデルによる分類

B.3��ハイパーパラメータ

パッケージとライブラリ。��Python��3.6��と��PyTorch��(1.10)��
を使⽤して��BUI��モデルを実装しました。シーケンスからシー
ケンスへのモデルには、��Transformers��ライブラリ��(4.12)��
を使⽤しました。��SQuADと��VQA��を評価するために、公開ス
クリプトを使⽤しました12�。

•��ブラウザ:��Firefox��バージョン��87.0

各トレーニング実⾏で��24��GM��VRAM。
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A.1��所要時間

•��ブラウザードライバー:��geckodriver��0.29.0

C.1��回答フォームの説明

B.2��画像⼊⼒

•��セレン:��バージョン��3.141.0

実験に必要な時間を表7��に⽰します。

BERT⼩/��+V.��GLUE��タスクと��VQA��300、および��SQuAd��512の最
⼤トークン⻑を修正しました。6つのハイパーパラメーターの組み
合わせを試しました:��{64,��128,��256}��からのミニバッチ��サイズ、
{1e-4,��5e��からの��LR��-5}.検証損失が最⼩となるハイパーパラメー
タセットを採⽤した．

B.1��⼊⼒テンプレート

ブラウザ。タスク��ページのレンダリングと実⾏には、次の環境を使
⽤しました。

•��デフォルトのフォント��(本⽂):��Dejavu��Serif、16px��•��デフォル

トのフォント��(テキスト、ボタン):��13px

モデル

C��BUI��セットアップのタスク

B��⽐較に関する追加の詳細

環境の詳細

:��https://rajpurkar.github.��io/SQuAD-explorer/
および��VQA�:��https://github.com/GT-Vision-Lab/VQA�。

トレーニング。��32��GB��VRAMを搭載した��NVIDIA��V100��
GPUまたは��NVIDIA��RTX��3090��GPU��を使⽤しました。

分類タスクでは、⽣成されたテキストが指⽰で指定されたど
のクラス��ラベルとも完全に⼀致しなかった場合、モデルが回
答を送信できなかったと⾒なされました。

BERTsmall-s2s+V.ベースのミニバッチサイズを��32��に、テキ
ストのみのタスクの最⼤トークン⻑を512��に、テキストと画
像のタスクの最⼤トークン⻑を��432��に修正しました��(+70��
の画像埋め込み)。��{1,��4}��からの勾配累積と{1e-4,��5e-5,��
1e-5}��からの��LRという��6��つのハイパーパラメーターの組み
合わせを試しました。検証損失が最⼩となるハイパーパラメ
ータセットを採⽤した．��BERTsmall-s2s+Vの最適なハイパ
ーパラメータは��(4,��5e-5)��でした

位置およびセグメントタイプの埋め込みを追加する前に、こ
れらの機能と⾔語の埋め込みを連結します。

C.2��アクション語彙の事前トレーニング⽤テンプレー

ト。��Wikitext103��(Merity��et��al.,��2016)コーパスのトレー
ニング分割から語彙を作成しました。からなる⾔葉を守りま
した。

学習率��(LR)��のスケジューリングなしで��ADAM��オプティマ
イザーを使⽤し、⾃動混合精度��(AMP)��を有効にしました。す
べてのトレーニングは��10��エポックでした。予備実験では、事
前トレーニング済みの��ResNet18��の最適化がVQA��のパフォ
ーマンスにほとんど影響しないことがわかったため、上記の
固定設定のみを使⽤しました。

テンプレートを使⽤して、��seq2seq��モデルのテキスト⼊⼒
を作成しました。表8は、テンプレートと、各データセットのテ
ンプレート内の⽂を埋める規則を⽰しています。��task_type、
instruction、コンテンツ名、およびコンテンツ値を提供する
ようにテンプレートを作成しました。さらに、��VQA��のシーケ
ンスの先頭に画像の埋め込みが追加されます。データセット
の内容を参考にTASK_TYPEとINSTRUCTIONを作成しまし
た。

ここでは、指⽰と回答フォームをイメージで⽰します。図5は、
SQuAD��および��VQAページを⽰しています。図6は、GLUE��タ
スクのタスク��ページを⽰しています。図7と図8は、SA��タスク
のタスク��ページを⽰しています。命令は、表8に⽰されてい
る��seq2seq��モデルのカウンター��パーツと基本的に同じで
すが、画⾯に収まるように単語の選択が変更されています。

まず、与えられた画像を��320px×��224px��にリサイズします。
縦横⽐が⼀致しない場合は、画像を中央に配置し、不⾜して
いるピクセルを黒いピクセルで埋めます。次に、凍結された
事前トレーニング済みのResNet18モデルに画像を⼊⼒し
て、最後の特徴マップ��(C4;��10x7)��を取得します。特徴マップ
を��1��次元で平坦化し、各特徴を��1��つの完全に接続された線
形レイヤー��(トレーニング可能)��に⼊⼒して、次元を��LM��の
隠れた次元に合わせます。最後に、私たちは
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図��5:��VQAv2��の��BUI��バージョン��(左)��と��SQuADv2��の��BUI��バージョン��(右)��の画⾯例。これらは、BUI��モデルが受け取るスクリーンショット
です。⻘い破線の⻑⽅形は、モデルの最初の可視領域を⽰しています。指⽰と回答フォームは、すべての例で共通です。

表��7:��所要時間。異なる構成の複数のサーバーを使⽤したため、これらの値は概算です。モデルの画⾯サイズ、トークン化、およびアクション
が同⼀である場合、ゴールド��シーケンスは再利⽤可能です。��1��つの例のスクリーンショットとアクションを��1��つの��json��ファイルに保存
し、使⽤するたびにディスクから読み取りました。トレーニングには��float32��を使⽤しました。また、⾃動混合精度で��float16��も試しました。
トレーニング時間は約��30%��短縮されましたが��(削減されたメモリ��スペースを使⽤してバッチサイズを��2��倍にしました)、NaN��が発⽣して
トレーニングが停⽌することがありました。そのため、今回は使⽤しませんでした。

50��ep��の��PTA��で⼩規模/中規模のトレーニングを⾏います。��~2d�/��~4d��60k��の例。��GPUで。

val��のモデルで予測します。��val��上のモデルを使⽤し
た��PTA��Predict��の分割。他の分割

時間の備考は、PTA��6h��62k��の例のレコード��ゴールド��シーケンスを処理します。他の��~4d��~1.3M��の例のゴールド��シーケンスを記録します。

10��ep��のマルチタスク��トレーニングで⼩規模/中規模のトレーニングを⾏います。��〜6d�/��〜12d��〜1.0M��の例。��GPUで。
20分〜2
⽇

2k��の例。��GPUで。��~230k��の
例。��GPUで。

14
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⽂

TASK_TYPE

SST-2

⽂

[TASK_TYPE]�:�� [INSTRUCTION]�� [KEY_1]�� =�� [VALUE_1]�� [KEY_2]�� =�� [VALUE_2]

（質問）

(#2�� 弦)

KEY_1�� VALUE_1�� KEY_2�� 質問

1�� #コンテンツ�� テンプレート

（質問）

前提

次の段落を読んで、次の問いに答えなさい。質問に答えられないと思うときは空の⽂字列に答えてください。

STS- B�� 単⼀選択分類�� 次の�� 2�� つの⽂がどの程度類似しているかを尺度で評価してください�� MRPC�� 単⼀選択分類�� 次の⽂のペアが意味であるかどうかを答えてください

（⽂）

⽂1�� (⽂1)�� ⽂2

SQuAD の質疑応答

(⽂1)�� 仮説�� (⽂2)

命令

CoLA�� 単⼀選択分類�� 次の⽂が英語センとして許容される場合 MNLI�� 単⼀選択分類�� 次の前提と仮説のステートメントについて、WNLI�� 単⼀選択分類�� 次の�� 2�� つの⽂を読んで、それらの関係に答えてください。
表�� 8:�� (上)�� テキスト⼊⼒⽤のテンプレート、および�� (下)�� seq2seq�� モデルのテンプレートに⽂を⼊⼒するための規則。値フィールドにはデータセットのデータを使⽤しました。

(⽂)�� ⽂1�� (⽂1)�� ⽂2

2

[TASK_TYPE]�:�� [INSTRUCTION]�� [VALUE_1]

VALUE_2

⽂1�� (#1 ⽂字列)�� ⽂2段落�� (段落)�� 質問

0�� から�� 5�� まで�� (0�� が最も類似性が低く、最も類似性が⾼いのが�� 5)。そうでない場合は、同等ではないと答えてください。したがって、答えは受け⼊れられます。そうでない場合は、受け⼊れられないと答えてください。ほぼ同等。それらが同等である場合は、同等と答えてください。単⼀選択分類⽂の感情（ポジティブ/ ネガティブ）を予測します。

(⽂2)

VQA�� 視覚的質問応答�� 画像を⾒て、次の質問に答えてください。

(⽂2)

前提が仮説を伴う場合は含意を、仮説と⽭盾する場合は⽭盾を、どちらでもない場合は中⽴を判断します。シップ:�� 含意または含意なし。
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図��6:��GLUE��ベンチマークの��BUI��バージョンの画⾯例。下マージンは省略されます。

図��7:��SA-QID、-Q、および��-H��の画⾯例。スクリーンショットは、タスクの最後のステップを⽰しています。これらのタスクは、(1)��与えられ
た命令からキー��フレーズを抽出する、(2)��キー��フレーズをクエリする、(3)��回答セグメントを⾒つける、(4)��セグメントに⼊る、によって解
決されることが期待されます。

太字の塗りつぶされたボックス内の内容は例によって異なりますが、命令とラベル��ボタンは共通です。使⽤しなかったタスク��(QNLI、
QQP、および��RTE)��は⽰されていないことに注意してください。

Machine Translated by Google



合計で、トレーニング分割⽤に��100��個のデータベース��
(50000��タスク)、および検証分割⽤に��10��個のデータベース��
(5000��タスク)��を作成しました。コンテキストはデータベース間
で重複しません。

ボックスの座標は、ウィンドウから⼀様にサンプリングされまし
た。

C.2.3��エリア

C.3��検索および回答タスクの詳細

•��{Type,��Enter,��Input}各テキスト��ボックスの左側の⽂字列。
で送信ボタンをクリックします

⼿順：

C.2.2��ボタン

最後。

検索��UI��はエントリで部分⼀致を使⽤します

•ボタンが表⽰されるまで下にスクロールし、��WORD��というラベルの
付いたボタンをクリックします。

C.2.1��カーソル

⼿順：

⼿順：

•��{Click,��Push,��Press,��Choose,��Select}��WORD��というラ
ベルの付いたボタン。

•��ボックス内でカーソルを移動します。

•ボタンが表⽰されるまで下にスクロールし、WORD��ボタンを
クリックします。

•��{クリック、プッシュ、プレス、選択、選択}

•��カーソルでボックスをポイントします。

C.2.4��テキスト

ワードボタン。

WORDは語彙からサンプリングされました。

WORDは語彙からサンプリングされました。

⼿順：

各ストリングは、語彙からサンプリングされた��2��つの単語を
スペースで結合して作成されました。

17

バリエーションを作成するために、命令内の単語のセッ
トが展開されます。タスク��インスタンスの命令から1��つを
⼀様にサンプリングしました。

図��8:��SA-A��の画⾯例。これらのタスクは、(1)��与えられた命令からキー��フレーズを抽出する、(2)��キー��フレーズをクエリする、(3)��詳細
を表⽰する、(4)��問題を読む、(5)��中から答えを⾒つける、によって解決されることが期待されます。コンテキスト、および（6）回答を⼊
⼒します。

アルファベットと数字のみ。単語を⼩⽂字にしました。

検索と回答のタスクでは、SQuADと��VQA��のそれぞれから��100��
のコンテキスト��(段落または画像)��をサンプリングしてデータベ
ースを作成しました。各コンテキストには約��10��個の質問がある
ため、データベースには約��2,000��個の質問が含まれます。このデ
ータベース��サイズを選択したのは、データ全体をモデルに⼊⼒す
るのを難しくするためです。データベース、CID、および��QID��内の

各コンテキストと質問に⼀意のラベルを割り当て、��4��つのタスク
を作成しました。データベースは、200��個の��SA-Hタスクと、約��2k��
の��SA-QID、-Q、-A��タスクを⽣成します。最後に、これらの⽣成
されたタスクから��500��個のタスクをサンプリングしました。
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D��BUI-BERT��に関する追加情報

図12は、BUI��モデルの学習曲線を⽰しています。��PTA��研
修では、3��つのモデルが⼤まかに収束しました。マルチタ
スクトレーニングでは、BUI-BERTsmall��w/o��PTAを除く
すべてのモデルが��10��エポックでほぼ収束しました。ただ
し、��PTAなしの��BUI-BERTsmallの損失は、5k��更新前後
で⼤幅に減少し始め、10��エポック後には⼩さくなる可能
性があります。これは、PTAが損失の収束を少なくとも加
速することを⽰していますが、より⻑い時間の後に達成さ
れる最終的なパフォーマンスには影響しない可能性があ
ります。

この作業では、実際の��OCR��の代わりに、スパン��タグを使
⽤して��HTML��ソースの各単語を囲む��OCR��エミュレーシ
ョンを使⽤しました。図10に例を⽰します。技術的な理由
により、エミュレーションはテキスト��ボックス内のテキス
トをキャプチャしません。単語は、上から順にソートされ、
左から順にソートされます。ソートは基本的に⾃然な順序
を保ちますが、図のように順序が崩れることがあります。

図11は、トレーニングに使⽤したミニバッチ処理を⽰して
います。充填率を上げるために、⼀連のミニバッチに複数
の軌道を詰め込みました。記憶と最後のアクションを軌跡
に対して繰り返し⼊⼒し、軌跡の各先頭でそれらをリセッ
トします。

図9は、ゴールド��アクション��シーケンスの⻑さの分布を⽰
しています。ほとんどすべての例が、トレーニング中に設
定した��50��ステップの上限内に収まっています。テキスト��
ボックスに単語を⼊⼒する必要があるタスクは、⼿順の数
が⻑くなる傾向があります。

平均:��30.75

平均:��1.00

平均:��9.23

平均:��13.12 平均:��19.36

平均:��2.00

平均:��17.72

平均:��5.82

平均:��5.97

平均:��2.00

平均:��22.98

平均:��24.03

理解を助けるために、図13に��BUI��BERTsmallを使
⽤したタスク実⾏のケースを⽰します。

C.4��ゴールド��シーケンス⻑の分布

D.2��ミニバッチ戦略

D.3��BUI-BERT��の学習曲線

18

D.4��タスク実⾏のケース

D.1��OCRエミュレーション

⽂書分類タスクのアクション数は基本的に��2��つなので、
代表的な例として��MNLI��を⽰した。

図��9:��dev��分割におけるゴールド��アクション��シーケンス
の⻑さの分布。累積値を表⽰します。
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MTL:��損失と��#update
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⼩（電⾞）
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2

small��w/o��pta��(有効)
4
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MTL:��損失と��#update
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5000 10000

6

0
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0

図��11:��マルチステップ��トレーニングのミニバッチ処理。

図��12:��BUI��モデルの学習曲線。

図��10:��OCR��エミュレーションの例。��(a)��画⾯例。��(b)��検出された単語。検出された単語は、塗りつぶされたボックスで囲まれていま
す。��(c)��得られたテキスト��シーケンス。順序が崩れている部分には下線を引いています。
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図��13:��ケーススタディ。��(a)��モデルは、move_to��(172,��200)、click、token��(「受け⼊れられない」)、move_to��(172,��178)、click、
token��(「受け⼊れられない」)、move_to��(172,��200)、を繰り返しました。�.�.��(b)��モデルは、ゴールド��シーケンスと同じ戦略である
最初の��3��つの単語をクエリし、リストを取得しました。質問が表⽰されるまで下にスクロールし、QID��を正常に抽出しました。��(c)��モ
デルは詳細に進み、すべてのコンテキストを読み取ります。ただし、回答可能な質問には回答不可のチェック��ボックスをオンにしまし
た。��(d)��モデルは写真を⾒るために詳細に⾏きました。回答タイプは正解でしたが、回答がゴールド回答とは異なりました。��(e)��モ
デルは詳細に進み、すべてのコンテキストを読んで正しく答えました。

(b)��成功。��(SA��値��34)

(d)��失敗。⾦の答え：グレー、モデル：⻘。��(SA��値��46)

(e)��成功。⾦の答え�:��3��番⽬、モデル�:��3��番⽬に豊富な元素。��(SA��値��67)

(c)��失敗。ゴールド回答�:��第��30��条、モデル�:��回答不可��(SA��val.��42)

(a)��失敗��(タイムアウト)。��(CoLA��val.554)
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