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この作業では、私たちの貢献は、Web��ナビゲーション⽤に因数分解された��Q��関数をパラメーター化する新しいアーキテクチ
ャ��DOM-Q-NET��を提案することです。これは、専⾨家のデモンストレーションを使⽤しなくても、MiniWoB��での既存の作業に
匹敵するか、それを上回るようにトレーニングできます。��Graph��Neural��Network��(Scarselli��et��al.,��2009;��Li��et��al.,��2016;��
Kipf��&��Welling,��2016)��は、3��レベルの状態とアクションの表現を提供するためのメイン��バックボーンとして使⽤されます。

Web��と対話するエージェントを構築すると、知識の理解と表現の学習が⼤幅に改善されます。ただし、
現在の深層強化学習��(RL)��モデルでは、離散アクション空間が⼤きく、状態間のアクション数が異なる
ため、Web��ナビゲーション��タスクは困難です。この作業では、これらの問題の両⽅に対処するための��
RL��ベースの��Web��ナビゲーションの新しいアーキテクチャである��DOM-Q-NET��を紹介します。��DOM��
要素のクリックと⽂字列⼊⼒の⼊⼒など、さまざまなアクション��カテゴリに対して個別のネットワーク
を使⽤して��Q��関数をパラメーター化します。このモデルは、グラフ��ニューラル��ネットワークを利⽤し
て、標準的な��Web��ページのツリー構造の��HTML��を表します。専⾨家のデモンストレーションを使⽤し
なくても、既存の作業に匹敵するか、それを上回ることができる��MiniWoB��環境でモデルの機能を実証
します。さらに、マルチタスク設定でトレーニングすると、サンプル効率が��2��倍向上し、モデルが学習し
た動作をタスク間で転送できるようになります。

Atari��ゲームとは対照的に、Web��タスクの難しさは、その多様性、広いアクション��スペース、およびまばらな報酬シグナルに起
因します。エージェントの⼀般的な解決策は、以前の研究での模倣学習によって専⾨家のデモを模倣することです��(Shi��et��al.,��
2017;��Liu��et��al.,��2018)。劉ら。��(2018)��は、MiniWoB��(Shi��et��al.,��2017)��ベンチマーク��タスクで⾮常に少数の専⾨家によるデ
モンストレーションで最先端のパフォーマンスを達成しましたが、その探索ポリシーには、HTML��の専⾨知識で⼿作りされた
制約付きのアクション��セットが必要です。
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World��Wide��Web��(WWW)��は、現実世界に関する豊富な知識のリポジトリです。この複雑な��Web��環境でゲートをナビゲート
するには、エージェントはテキスト、画像、およびそれらの間の関係のセマンティックな意味について学習する必要があります。
各アクションは、ツリー構造の��HTML��からのドキュメント��オブジェクト��モデル��(DOM)��との対話に対応しています。ソーシャ
ル��ネットワークで友達を⾒つける、興味深いリンクをクリックする、Google��マップで場所を評価するなどのタスクは、特定の��
DOM��要素にアクセスし、ユーザー⼊⼒でその値を変更するものとして組み⽴てることができます。
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特に、私たちのモデルは、ローカル��DOM��表現のニューラル��メッセージ��パッシングと読み出し��(Gilmer��et��al.,��2017)��を使⽤し
て、Web��ページの近隣表現とグローバル表現を⽣成します。

ICLR��2019で会議論⽂として発表

過去数年間、深層強化学習��(RL)��は、アーケード��ゲームのプレイ��(Mnih��et��al.,��2015)��やロボット��アームの操作��(Levine��et��
al.,��2016)��などのタスクの解決に⼤きな成功を収めてきました。最近のニューラル��ネットワークの進歩により、RL��エージェン
トは⼈間の専⾨家による特徴量エンジニアリングを⾏わなくても、⽣のピクセルから制御ポリシーを学習できるようになりまし
た。ただし、ディープ��RL��メソッドのほとんどは、エージェントへの⼊⼒が関節の⾓度と速度であるシミュレートされた物理環
境、または⼊⼒がレンダリングされたグラフィックスであるシミュレートされたビデオ��ゲームのいずれかで問題を解決するこ
とに重点を置いています。このようなシミュレートされた環境で訓練されたエージェントは、世界の豊かなセマンティクスにつ
いてほとんど知識がありません。
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無向グラフ��G��=��(V,��E)��の場合、Message��Passing��Neural��Network��(MPNN)��フレームワーク��(Gilmer��et��al.,��2017)��は、フォワード��パスの��2��つのフェーズを定式化して、ノードレベルの特徴表現hvを更新します。こ

こで、v��∈��Vおよびグラフ��レベルの特徴ベクトル��y^。メッセージ��パッシング��フェーズでは、頂点更新関数Utを現在の隠れ状態とメッセージ��h��t+1��mt+1�)��に適⽤することにより、各ノードの隠れ状態を更新します。こ

こで、渡されたメッセージmt+1��=��Ut(h��はmtとして計算されます)。��+1��ht��Mt(h��evw).��N(v)��は��G��の��v��の近傍を表し,��evwはエッジω∈N(v)の特徴です.��このプロセスは��T��タイムステップ実⾏されます.��読み出しフェーズでは読み出し関数��R��を使⽤します.グラフ��レベルの特徴ベクトル��y^��=��R(h
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2.4グラフニューラルネットワークによる強化学習

の、

|v��∈��G)。

従来の強化学習の設定では、エージェントは、割引された将来の報酬の合計を最⼤化するために、無限の地平線の割引マルコフ決定プ
ロセス��(MDP)��と対話します。��MDP��はタプル��(S,��A,��T,��R,��γ)��として定義されます。ここで、S��と��A��はそれぞれ状態空間とアクション空
間であり、T(s��|s,��a)��は状態��s��∈��に到達する遷移確率です。��s��∈��S��からアクション��a��∈��A��をとることにより��S��を⽣成する.��R��は遷移に
よる即時報酬,��γ��は割引係数.アクションのタプルの��Q��値関数はQπ��(s,��a)��=��E[�rt|s0��=��s,��a0��=��a]��と定義されます。ここで、T��は終了まで
のタイムステップ数です。この式は、状態��s��から始まり、アクション��a��を実⾏し、終了までポリシーに従うと予想される将来の割引報酬
を表します。最適な��Q��値関数Q ��(s,��a)��=��maxπQπ��(s,��a),��∀s��∈��S,��a��∈��A��(Sutton��&��Barto,��1998)��は、ベルマンの最適性⽅程式Q ��(s,��a)��=��Esを満たします。��[r��+��γ��maxa∈A��
Q ��(s�,��a�)]。
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さらに、Web��ナビゲーション��タスクのマルチタスク学習でモデルを評価し、学習した動作が��Web��インターフェイス上で伝達可能であ
ることを⽰します。私たちの知る限り、これは��RL��エージェントが��MiniWoB��で複数のタスクを⼀度に解決する最初の例です。マルチタ
スク��エージェントは、シングルタスク��エージェントと⽐較して平均��2��倍のサンプル効率を達成することを⽰します。

2.3グラフ��ニューラル��ネットワーク

2.2強化学習

t=��0c

また、3��つの個別の多層パーセプトロン��(MLP)��(Rumelhart��et��al.,��1985)��を使⽤して、さまざまなアクション��カテゴリ��(「クリッ
ク」、「タイプ」、「モード」)��の因数分解された��Q��関数をパラメーター化することも提案します。アーキテクチャ全体が完全に
微分可能であり、そのすべてのコンポーネントが共同でトレーニングされます。

ドキュメント��オブジェクト��モデル��(DOM)��は、HTML��ドキュメントのプログラミング��インターフェイスであり、そのようなドキュメン
トの論理構造を定義します。��DOM��はツリー構造で接続されており、Web��ナビゲーションは��DOM��にアクセスし、オプションでユーザ
ー⼊⼒によってそれを変更するものとして構成されています。オブジェクト指向プログラミングのオブジェクトと同様に、基本オブジェ
クトとして、各��DOM��には「タグ」と「クラス」、「フォーカスされている」などのその他の属性があります。ブラウザーはこれらの属性を
使⽤して、ユーザーの��Web��ページをレンダリングします。

グラフ��ニューラル��ネットワーク��(GNN)��を使⽤して⾝体をモデル化するロボット移動の研究が⾏われています��(Wang��et��al.,��2018;��
Hamrick��et��al.,��2018)。��NerveNet��は、GNN��で学習したポリシーが、MLP��で学習したポリシーよりも他の学習タスクにうまく移⾏す
ることを⽰しています��(Wang��et��al.,��2018)。��GNN��を使⽤してポリシー全体をパラメーター化しますが、DOM-Q-NET��は��GNN��を使⽤
して因数分解された��Q��関数の表現モジュールを提供します。ロボットのグラフ構造は静的ですが、Web��ページのグラフ構造は時間ス
テップごとに変化する可能性があることに注意してください。移動ベースの制御タスクは密な報酬を提供しますが、Web��ナビゲーショ
ン��タスクは、エピソードの最後に��0/1��の報酬しかないまばらな報酬の問題です。私たちのタスクでは、モデルは⽬標指⽰に対するアク
ションの依存性も考慮する必要があります。

ICLR��2019で会議論⽂として発表

=

2.1��DOMSを使⽤した��Web��ページの表現
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ICLR��2019で会議論⽂として発表

Web��ナビゲーションの状態-アクション値関数を表すには、2��つの⼤きな課題があります。アクション��スペースが膨⼤であること
と、アクションの数が状態によって⼤幅に異なる可能性があることです。以下の両⽅の問題に対処するために、DOM-Q-NET��を提
案します。

図��1:��右側の��Web��ページの��DOM��ツリー表現は、各��DOM��が��V��のノードを表すグラフとして⽰されています。

•��DOM��選択adomは、現在の��Web��ページadom��∈��V��で単⼀の��DOM��を選択します。

3.1��Web��ナビゲーションのためのアクションスペース

DOM��の選択
は、ボタンやチェックボックスのクリック、⽂字列⼊⼒に⼊⼒するテキスト��ボックスの選択などの典型的なインタラク
ティブ��アクションをカバーします。

異なる⾊は、DOM��の異なるタグ属性を⽰します。
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アクション空間��A��から��1��つのアクション��a��のみを選択する必要がある典型的な��RL��タスクとは対照的に、Atari��のコントローラ
ーの関節の動きのすべての組み合わせから��1��つを選択するなど��(Mnih��et��al.,��2015)、Web��上でのアクションを��3��つのフレーム
で構成します。アクションの明確なカテゴリ:

情報を⾒つけるために複数の��Web��ページまたはメニューをナビゲートする問題を考えてみましょう。��V��を現在の��Web��ペー
ジの��DOM��のセットとします。多くの場合、同じ��Web��環境で達成できる複数の⽬標があります。⾃然⾔語⽂の形式でエージェント
に提⽰される⽬標を考慮します。たとえば、図��1��の「sr��を選択して��[送信]��をクリックします」や「テキストボックスを使⽤して��
Kanesha��と⼊⼒し、[検索]��を押してから、9��番⽬の検索結果を⾒つけてクリックします」などです。図��2。

シら。��(2017)��Web��ナビゲーションの多くのおもちゃのタスクで構成されるベンチマーク��タスク、Mini��World��of��Bits��
(MiniWoB)��を構築しました。この環境は、Web��ページのイメージと��HTML��の両⽅を提供します。

DOM��は、ローカル��モジュールelocalとして組み込まれ、GNN��によって伝播されて隣接モジュールeneighbor��を⽣成します。グ
ローバル��モジュールのeglobalは、隣接モジュールから集約されます。��Qdomストリームは��3��つのモジュールすべてを使⽤しま
すが、��Qtoken��および��Qmodeストリームはグローバルモジュールのみを使⽤します。ここで、'submit'��および��'sr'��トークン
の��Q��値は、それぞれQdomおよびQtokenによって計算されます。

彼らの研究は、視覚⼊⼒を使⽤するエージェントは、デモンストレーションが与えられたとしても、ほとんどのタスクを解決できな
いことを⽰しました。それから劉等。��(2018)��DOM��要素とゴールの間の⼀連の注意を使⽤する��DOM-NET��アーキテクチャを提
案しました。正式な⾔語を使⽤してエージェントのアクション��スペースを制約するワークフローのガイド付き探索により、デモン
ストレーションを使⽤する際に最先端のパフォーマンスとサンプル効率を達成しました。これらの以前のアプローチとは異なり、
専⾨家のデモンストレーションや予備知識なしで��Web��ナビゲーションに取り組むことを⽬指しています。

G��は、与えられたゴール��センテンスの単語トークンのセットを表します。��RL��エージェントは、⽬標を達成した場合にのみ報酬を
受け取るため、報酬が少ない問題です。ナビゲーションの主な⼿段は、Web��ページのボタンとテキスト��フィールドを操作すること
です。
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atoken�� モード

3.3ウェブページのステートアクション埋め込みの学習

各タイム��ステップで、環境はアクションのタプル、つまり��a��=��(adom、��atoken、amode�)を受け取りますが、��
amode��=��type��でない限りatokenを処理しません。

図��2:��検索エンジンのモデルによって実⾏された成功の軌跡。��Siは状態であり、��Ai��=��(adom、��atoken�、amode�)
は、タイムステップ��i��での��3��つの異なるカテゴリのアクションに対するアクションのタプルです。

��(s,��a)��=��Q�� ��(s,恩寵,贈り物,贈り物)��=��Q�� ��(s,贈り物)��+��Q�� ��(s,贈り物)��+��Q�� ��(s,贈り物)。��(1)

A1 A4A2�:
S4S2 S3S1

A3
(DOM(検索),�,

:
(DOM("カネーシャ"),�,クリック） (DOM("3"),�,

+1

クリック）(DOM(検索ボックス)、カネシャ、TYPE) クリック）
: :

褒美

Q�� ��(s,��adom),��arg��max

4

Q

独⽴性の仮定の下では、各��Q��値関数に対して貪欲なアクションを個別に選択することで、最適なポリシーを⾒つけることが
できます。したがって、因数分解された��Q��関数の最適なアクションの計算コストは、2��次ではなく、DOM��要素の数と単語トー
クンの数に⽐例します。

=��arg��max��adom

状態-アクション値関数を表す��1��つの⽅法は、��adomとatoken��のすべての順列を考慮することです。たとえば、Mnih��et��
al。��(2015)��は、Atari��のジョイスティックの⽅向とボタンのクリックの順列を検討しています。��MiniWoB��の場合、これによ
り、サイズ��|V��|��の巨⼤なアクション��スペースが導⼊されます。��×��|G|。��DOM��とゴール��トークンの数��|V��|��|G|��は最⼤��60��と��
18��に達し、⼀部のハード��タスクでは合計アクション数が��1,000��を超えます。

ICLR��2019で会議論⽂として発表

アクション空間を縮⼩するために、��adomとatokenのアクション値が互いに独⽴している因数分解された状態アクション
値関数を考えます。正式には、最適な��Q��値関数を��3��つのアクション��カテゴリの個 の々値関数の合計として定義します。

(2)

•��単語トークンの選択atoken��∈��G��は、指定されたゴール��センテンスからワーク��トークンを選択して、選択したテ
キスト��ボックスに⼊⼒します。型付き⽂字列がゴール命令に由来するという仮定は、以前の研究��(Liu��et��al.,��
2018)��と⼀致しています。��•��モードamode��∈��{click,��type}��は、エージェントが��Web��ページで⾏動するときに

「クリック」または「⼊⼒」することを意図しているかどうかを環境に伝えます。��amodeは��2��項アクションとして
表されます。

DOM(x)��は、Web��ページ内の対応する要素��x��のインデックスを表します。

Q�� ��(�s�,攻撃�),��arg��max

3.2因数分解されたQ関数

Q�� ��(s,アモード)

さまざまなチェックボックスのクリックや⽬に⾒えないタイプのフォームへの⼊⼒など、Web��上の多くのアクションは、類似
したタグまたはクラス属性を共有しています。私たちの⽬標は、Web��ページのこのような不変性を効果的に捉えながら、さま
ざまな時間ステップでさまざまな数の��DOM��要素とゴール��トークンを柔軟に処理できるニューラル��ネットワーク��アーキテ
クチャを設計することです。さらに、Web��上の情報を⾒つける場合、エージェントは、ローカル情報��(ボタンの名前とその周囲
のテキストなど)��とグローバル情報��(⼀般的なテーマなど)��の両⽅を認識する必要があります。メニューから特定のボタンを
クリックする合図は、おそらく散らばっています。

��a
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は、グラフ��ニューラル��ネットワークを使⽤した��の隣接コンテキストを組み込んだノード表現
です。モデルは、ノード間でメッセージの受け渡しを実⾏します。ローカル��モジュールは、このプロセスを初期化するため

に使⽤されます。��mtは、重みがwGNNのツリーの��です。メッセージパッシングの各ステップの中間状態、および⾮線形頂点更新��(Li��et��al.,��2016)��には��Gated��Recurrent��Units��(Cho��et��al.,��2014)��を採⽤していま
す。このプロセスを��T��回のステップで実⾏して、最終的な隣接埋め込みを取得します。

|v

,隣接∈��R��(V,dk)

1)��max-pooling��を使⽤して、Web��ページのすべての��DOM��埋め込みを集約します。

属性、��e

どれの

(3)

dkはテキスト��トークンの埋め込みの次元です。

コンテキスト情報を組み込むことにより、このモジュールには現在のページの状態表現と、特定の��DOM��をクリックするという伝播
されたアクション表現が含まれるため、このモジュールのみを使⽤して��Q��値関数を概算できます。

ゴールセンテンスの��DOM��v��のアラインメント。劉ら。��(2018)��は、正確なアラインメントを使⽤して、ゴール��センテンスに現れるト
ークンを取得しますが、私たちの⽅法では、完全に⼀致しない同義語を検出できます。

隣接モジュールe隣接

(4)

(6)∈��V

V��e

5

=��GRU(および
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V��e

説明図を付録��6.2��に⽰し、ノード��レベルの特徴をゴール��ベクトルと連結する簡単な⽅法を付録��6.3��に⽰します。この⽅法もゴール
情報の組み込みに有効であることが分かったが、モデルのサイズが⼤きくなってしまう。

ローカル��モジュールe��は、DOMの各埋め込み属性eAttrの連結です。vローカルには、DOM��要素のタグ、クラス、フォーカス、改ざん、およびテキスト情報が含まれます。具体的には、テキストと各ゴールトークンの間の最⼤コ
サイン距離を使⽤して、ソフトを測定します。

cos(と

ハウスイン

=

グローバル��モジュールeglobalは、読み出しフェーズ後の��Web��ページ全体のハイレベルな機能表現です。これは、因⼦分解された��
3��つの��Q��ネットワークすべてで使⽤されます。⽬標情報を明⽰的に組み込む場合と組み込まない場合で、このようなグローバルな埋
め込みを取得するために、2��つの読み出し関数を調査します。

2)��ゴールベクトルをアテンションクエリとしてゴールアテンションを使⽤します。これは、Velickovic��らとは対照的です。��(2018)��注
意はメッセージ��パッシング��フェーズで使⽤され、クエリはタスク依存の表現ではありません。ゴール��ベクトルhgoal��を得るために、
各ゴール��トークンetokenは、図��1��に⽰すように、ワンホット位置エンコーディング��ベクトル��epos��と連結されます。⽬標表現をプー
ルします。��Vaswani��らによって動機付けられました。��(2017)��では、ローカル埋め込みをキーとして、近隣埋め込みを値として、スケ
ーリングされたドット積の注意を使⽤します。��ElocalとEneighborは、それぞれ(e��local)と��(e��neighbor)のパック表現であること
に注意してください。ここで、��Elocal��∈��R��(V,dk)

、

eglobal��=��maxpool��e

隣⼈、�...、

(5)

jで

これは、各��DOM��をクリックする⾮伝播アクション表現を提供し、GNN��のスキップ接続です。

（7）

i��=��e

上記の問題に対処するために、図��1��に⽰すように、DOM-Q-NET��と呼ばれる、現在の��Web��ページの各��DOM��の因数分解された��Q��値
を計算する��GNN��ベースの��RL��エージェントを提案します。これは、ツリー構造の追加情報を使⽤します。因数分解された��Q��ネットワ
ーク間で共有される、状態アクション表現、埋め込み��e��の学習をガイドする��HTML。��HTML��ツリー構造を明⽰的にモデル化すると、
DOM��要素間の関係情報がエージェントに提供されます。��Web��ページが与えられると、モデルは、GNN��のノードレベルおよびグラ
フレベルの出⼒に対応する低レベルおよび⾼レベルのモジュールを使⽤して、連結された埋め込みベクトル��e��neighbor,��eglobal

を学習します。

ローカル、�...、

k,t��
wGNN��e隣⼈,

属性、最⼤j

私

番⽬

mi,t+1��ネイ
バー

i,0��i��e��=��eネイバー��ローカル、

ii��=��はい、ローカル、

i,t��隣⼈,mi,t+1隣⼈),��e

ゴール）

j
単語埋め込み、eゴール、

i,T��=��eネイバー��ネイバー
私

つ
まりロ

ーカル_

私

私

私

1

地元

k∈N(i)

私

i,t+1��eネイバー

つまり、ローカル、ネイバー

1

私

hgoalET��eattn��
=��softmax(�√��dk )Eneighbor、��eglobal��attn��=��[eglobal、��eattn]

私

から

、

私
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=私

⼊⼒としてneighbour、��eglobal�。同様に、単語トークンとモードを選択するための��Q��値関数は、それぞれMLP(etoken,��eglobal;��wtoken)とMLP(eglobal;��

wmode)を使⽤して計算されます。図��1��を参照してください。埋め込み⾏列を含むすべてのモデル��パラメーターは、ゼロから学習されます。��θ��=��(E,��wGNN�,��wdom,��wtoken,��
wmode)を、埋め込み⾏列、グラフ��ニューラル��ネットワークの重み、および因数分解された��Q��値関数の重みを含むモデル��パラメーターとします。モデル��パラメーターは、⼆乗��TD��

エラーを最⼩化することによって更新されます��(Sutton、1988��年)。

そして家

私

2

a��token��

DQN���

気

DQN���

モード_

dom��
ii��eeローカル、

4.1��DOM-Q-NETベンチマークMINIWOB

3.4学習した⾏動を伝達するためのマルチタスク学習

4実験

以前の研究��(Shi��et��al.,��2017;��Liu��et��al.,��2018)��に従い、成功率を報告します。これは、報酬��+1��で終了するテスト��エピソード
の割合です。報告されたそれぞれの成功率は、4��回の異なる実⾏の平均に基づいており、付録��6.6��で実験プロトコルについて
説明しています。

最初に、以前の研究と⽐較することにより、⼤きな⾏動空間に対する提案されたモデルの⼀般化機能を評価します。付録��6.4��
で定義されているように、さまざまな難易度を持つタスクが��MiniWoB��から選択されます。次に、マルチタスク学習からのモデ
ルを使⽤して、サンプル効率の向上を調査します。我 は々、各代表的なモジュールの有効性を正当化するためにアブレーショ
ン研究を⾏い、続いて、マルチタスクとシングルタスクの設定における⽬標注意からのサンプル効率の向上を⽐較します。ハ
イパーパラメータについては、付録��6.1��で説明しています。

Q(s�,トークン;��θ��−)��+��最⼤

Web��ナビゲーション��タスクはまばらな報酬の問題であり、リプレイ��バッファーを使⽤したポリシー外の学習はよりサンプル効率
が⾼いため、Rainbow��(Hessel��et��al.,��2018)��の��4��つのコンポーネントを使⽤して��Q��ラーニング��アルゴリズムを使⽤してエージ
ェントをトレーニングします。�.��4��つのコンポーネントは、DDQN��(Van��Hasselt��et��al.,��2016)、Prioritized��replay��(Schaus��et��
al.,��2016)、Multi-step��learning��(Sutton,��1988)、および��NoisyNet��(Fortunato��et��al.,��2018)��です。��Liuらによって使⽤された設定に合わせるため。��(2018)��
では、DOM��要素のクリックと⽂字列の⼊⼒のみが必要なタスクを検討しています。タスクが正しく完了した場合、エージェントは��
+1��の報酬を受け取り、それ以外の場合は��0��の報酬を受け取ります。ソーシャル��メディアを除くすべてのタスクに対して、T��=��3��ステ
ップのニューラル��メッセージ��パッシングを実⾏します。ソーシャル��メディアでは、T��=��7��ステップを使⽤して⼤きな��DOM��スペー
スに対処します。

−��Q(s,恵み;��θ)��−��Q(s,攻撃;��θ)��−��Q(s,恵み;��θ)

Q(s�,��aモード;��θ��−)��(9)��=��r��+��γ��max��y

DQNは、標準の��DQN��アルゴリズムのように、遷移ペア��(s、a、r、s�)��がリプレイ��バッファーからサンプリングされ、ターゲット��ネットワーク��パラメーター��
θ��−��を使⽤して��y��ターゲット��Q��値が因数分解されます。

ICLR��2019で会議論⽂として発表

学習した⾏動を伝達し、モデルによって複数のタスクを解決することの有効性を評価するために、複数の環境で動作する単⼀
のエージェントをトレーニングします。さまざまなタスクからの遷移が共有リプレイ��バッファーに収集され、各環境でアクシ
ョンを実⾏した後にネットワークが更新されます。詳細については、Alg.1��を参照してください。

Q(s�,��a��dom;��θ��−)��+��最⼤

学習DOM��を選択する��Q��値関数は、2��層の��MLP��によってパラメーター化されます。

]、

=��MLP(e

結果:図��3��は、Liu��らによって選択されたほとんどのタスクで��DOM-Q-NET��が��100%��の成功率に達することを⽰していま
す。��(2018)、クリック��ウィジェット、ソーシャル��メディア、メール受信トレイを除く。私たちのモデルは、ソーシャル��メディア
で��86%��の成功率に達しており、ゴール��アテンションを使⽤することで、モデルはクリック��ウィジェットとソーシャル��メディ
アを��100%��の成功率で解決できます。探索中にアクションセットに制約を与える、事前に定義された⽬標のフィールドを使⽤
する、専⾨家のデモンストレーションを表⽰するなどの事前知識は使⽤しませんでした。具体的には、私たちのモデルは、デモ
ンストレーションを伴う以前の作業では解決できなかった、⻑期的なタスクである⽇付の選択を解決します。このタスクは多
くの同様のアクションを想定していますが、⼤きなアクション��スペースがあります。模倣学習やガイド付き探索を使⽤しても、
ニューラル��ネットワークは⽬に⾒えない多様な��DOM��の状態とアクションを⼀般化する表現を学習する必要があり、私たち
のモデルはそれを証明しています。

6

;��wdom)、��DOM��埋め込み��e��の連結を取ります

(8)E(s,a,r,s)リプレイ[�y最⼩
私

評価指標:トレーニング中の最後の��100��エピソードの報酬の移動平均をプロットします。
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•��Mtask:特定のタスクを解くために観測されたフレーム数。

マルチタスク��エージェントとシングルタスク��エージェントのサンプル効率を⽐較するために、2��つのメトリックが使⽤されます。

約Mtotal��=��63000��フレームを使⽤して、2��倍のサンプル効率で��9��つのタスクを解決するマルチタスク��エージェントをトレー
ニングしましたが、シングルタスク��エージェントはMtotal��=��127000��フレームを組み合わせて使⽤します。図��4��は、9��つのタ
スクのうち��6��つのプロットを⽰しています。特に、login-user��と��click-checkbox��は、マルチタスク学習を使⽤して��40000��少
ないフレームで解決されます。次に、図��5��に⽰す��2��つのハード��タスクを含めました。シングルタスク��エージェントが��11��のタ
スクを解決するためにMtotal��=��477000フレームを観察したサンプル効率と⽐較すると、マルチタスク��エージェントは、最後
のソーシャル��メディアがタスクは、図��5��に⽰すように解決されます。さらに、プロットは、より単純なタスクを使⽤したマルチタ
スク学習が、ハード��タスクに観測されたフレームを使⽤する際により効率的であることを⽰しており、これら��2��つのタスクのみ
を使⽤したマルチタスク学習よりも優れたMtaskを達成しています。これらの結果は、私たちのモデルが、学習した⾏動を異な
るタスク間で積極的に伝達できることを⽰しています。

7

図��3:��DOM-Q-NET��と��Shi��らのパフォーマンスの⽐較。��(2017);劉ら。��(2018)

•��Mtotalマルチタスク��エージェント:��すべてのタスクを解決したときに観測されたフレームの総数。

図��4:��マルチタスクの⽐較:��9��つのマルチタスク��DOM-Q-NET��とゴールアテンションは⼀貫してサンプル効率が優れていま
す。他のタスクの結果は、付録��6.7.1��に⽰されています。��ga��=��⽬標注意。

Mtotalシングルタスク��エージェント:��各タスクを解決するために観測されたフレーム数の合計。

4.2マルチタスク

Machine Translated by Google



図��6:��l��=��ローカル、n��=��ネイバー、g��=��グローバル��モジュールのアブレーション実験。��dom��q��net��-��g��は、グローバル��モジュ
ールのない��DOM-Q-NET��です。��dom��q��net��-l��-��g��は、隣接モジュールのみを持つ��DOM-Q-NET��です。��dom��q��net-ng��はロ
ーカルモジュールのみの��DOM-Q-NET��です。

図��6��は選択された��2��つのタスクを⽰しています。クリック��チェックボックスの失敗例は、多くの��DOM��が同じ属性を持ち、コン
テキストの違いにもかかわらずまったく同じ表現を持つため、neighbor��モジュールなしの��DOM��選択は単純に機能しないこ
とを⽰しています。劉ら。��(2018)��は、メッセージ��パッシングを⼿作りすることでこの問題に対処しました。最適な動作への��
DOM-Q-NET��のより速い収束は、隣接モジュールの制限と、グローバルおよびローカル��モジュールが��Web��ページの⾼レベル
および低レベル表現へのショートカットをどのように提供するかを⽰しています。

図��5:��マルチタスク学習による��2��つのハード��タスク、ソーシャル��メディア��(左)��と検索エンジン��(右)��のサンプル効率の⽐
較。��9��マルチタスクとは、図��4��で説明したタスクを指します。

Qdomストリームに各モジュールを使⽤することの有効性を正当化するために、アブレーション実験を⾏います。提案された
モデルを、Qdom��を計算するためのいくつかのモジュールを省略した��3��つの割引バージョンと⽐較します:��(a)��edom��=��
elocal、��(b)��edom��=��eneighbor、��(c)��edom��=��[e

ICLR��2019で会議論⽂として発表

.

8

ほとんどの��MiniWoB��タスクには、クエリの単語トークンとリンクが��DOM��と⼀致する「クエリ��ワードを検索に⼊れ、⼀致す
るリンクを⾒つける」などの��1��つの望ましい制御ポリシーしかありません。したがって、私たちのモデルは、クリックウィジェッ
トなどの例外を除いて、⽬標表現をネットワークに供給することなく、ほとんどのタスクを解決します。付録��6.7��は、ゴール•ア
テンションを含むさまざまなゴール•エンコーディング⽅法を使⽤したモデルの⽐較を⽰しています。いくつかのタスクで⾒ら
れるように、ゴール•アテンションの効果は明⽩ではありません。ただし、図��7��は、サンプル効率の向上を⽰しています。

4.3��DOM表現モジュールに関するアブレーション研究

4.4ゴール•アテンションの有効性

T
近所の⼈]

T 地元で、
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図��7:��シングルおよびマルチタスク学習に対する⽬標注意の効果��(ga=⽬標注意)

ドーパミン:��深層強化学習の研究フレームワーク。��CoRR、abs/1812.06110、2018。

再現性:コードとデモは、それぞれhttps://github.com/Sheng-J/DOM-Q-NETとhttps://www.youtube.com/channel/
UCrGsYub9lKCYO8dlREC3dnQで⼊⼿できます。
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パブロ��サミュエル��カストロ、サブホディープ��モイトラ、カルレス��ゲラダ、サウラブ��クマール、マーク��G.��ベルマーレ。

マルチタスクの学習設定では、⽬標注意を使⽤することはかなりの効果があり、このゲインは、シングルタスクの設定でのゲインより
もはるかに⼤きくなります。これは、エージェントが、複数のタスクを解決する際に、さまざまな⽬標指⽰が与えられた場合に、DOM��
ツリーのさまざまな部分に注意を払うことをうまく学習したことを⽰しています。

ICLR、2018��年。

最後に、検索エンジンの使⽤にメソッドを適⽤する予定です。質問応答などのタスクは、エージェントが検索をクエリし、結果ページ
をナビゲートし、⽬的の⽬標を解決するための関連情報を取得する機能から恩恵を受ける可能性があります。検索をクエリしてナビ
ゲートする機能は、現実的な環境でエージェントをブートストラップして、タスク指向の知識を取得し、サンプル効率を向上させる
ためにも使⽤できます。

謝辞:このプロジェクトでは、Dopamine��(Castro��et��al.,��2018)��によるセグメント��ツリーの実装を使⽤したことを認めます。

¨

ゴール��アテンション、ローカル��ワード埋め込み、およびグラフ��ニューラル��ネットワークを使⽤して、因数分解された��Q��関数をパラ
メーター化するための新しいアーキテクチャを提案します。このモデルでWebナビゲーションの構築に貢献します。デモンストレー
ションがなくても、⼤きなアクション��スペースで⽐較的難しいタスクを解決し、マルチタスク学習から学習した動作を転送します。こ
れは、Web��ナビゲーションの��2��つの重要な要素です。将来の作業のために、エージェントが学習した⾏動を⼀般化するために使⽤
できるタスクの単純なインスタンスが環境にない、電⼦メールの受信トレイなどのタスクの探索戦略を調査します。劉ら。��(2018)��
は、探索を導く興味深い⽅法を⽰しました。

Kyunghyun��Cho、Bart��van��Merrienboer、C¸��aglar��Gulc¸ehre、Fethi��Bougares、Holger��Schwenk、および��Yoshua��Bengio。
統計的機械翻訳のための��RNN��エンコーダー/デコーダーを使⽤したフレーズ表現の学習。��CoRR、abs/1406.1078、2014。
URL��http://arxiv.org/abs/1406。��1078。

もう��1��つの作業は、各��DOM��要素の��Q��値を評価するための計算コストを削減することです。

メイレ•フォルトゥナート、モハマド•ゲシュラギ•アザール、ビラル•ピオット、ジェイコブ•メニック、イアン•オスバンド、アレックス•グレイブス、ヴラド
•ムニー、レミ•ムノス、デミス•ハサビス、オリヴィエ•ピエキン��他探索のためのノイズの多いネットワーク。
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履歴書

DOMS��の最⼤数��160

表��1:��Rainbow��DQN��を使⽤したトレーニングのハイパーパラメーター��(4��つのコンポーネント)

ゴールトークンの最⼤数��18

探査ステップ数

トゥル
ー��5000

埋め込みディメンション:��タグ

ノイジー��ネットσ0

ハイパーパラメータ

価値

埋め込み次元:��クラス

オプションの選択、チェックボックスのクリック

ミディアム��タスク:��トレーニングのステップ数��50000

ハイパーパラメータ

隠れ層の活性化

ハイパーパラメータ値��α:��重要度サンプリング重みを計算するための優先
度指数��0.5��β��0��シングル��タスク��バッファ��サイズ��15000��マルチ��タスク��バッファ��
サイズ��100000

ICLR��2019で会議論⽂として発表

バッチサイズ

図��8��は、ゴールアテンションを使⽤したグラフ��ニューラル��ネットワークの読み出しフェーズを⽰しています。グラフ��レベルの特徴ベク
トルhglobal��は、��T��ステップのメッセージ��パッシングで処理されたノード��レベルの表現{h1.....hV�}の加重平均によって計算されま
す。重み{α1.....αV�}��は、ゴール��ベクトルをクエリとして、ノード��レベルの特徴をキーとしてメッセージ��パッシングなしで計算されま
す。��DOM-Q-NET��では、3.3��に⽰すように、ローカル埋め込みをキーとして、近隣埋め込みを値として、スケーリングされた内積注意��
(Vaswani��et��al.,��2017)��を使⽤します。

ニューラル��メッセージ��パッシングのステップ数��3��(ソーシャル��メディア��タスクの場合は��7)

Adam��(Kingma��&��Ba,��2014)��0.00015��
128��0.99��200��オンライン��ネットワー
ク��アップデート��1

6.1ハイパーパラメータ

DQN対象ネットワーク更新期間

価値

N��ステップ��(マルチステップ)��ブートストラップ

表��2:��DOM-Q-NET��のハイパーパラメータ

語彙サイズ:��テキスト

埋め込みディメンション:��テキスト

語彙外ランダムベクトル⽣成

11

80

最適化アルゴリズム

DDQN��を使⽤する

完全接続��(FC)��層の次元

80��
16��
32��
16��
128

割引率

Hard��Tasks:��トレーニングのステップ数��2000000

因⼦分解された��3��つの��Q��ネットワークの��FC��層の数��各��2

学習率

簡単なタスク:��トレーニングのステップ数

400

表��3:��リプレイ��バッファのハイパーパラメータ

語彙サイズ：クラス

以下のハイパーパラメータは、このホワイト��ペーパーで紹介するすべての実験で使⽤されます。

1��フレームあたりの更新数

語彙サイズ:��タグ

50��
8��
0.5

6付録

6.2⽬標注意出⼒モデル
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N
の

ああ
私

6

T

i=1

の

4

6.3ゴールエンコーダー

6.4��MINIWOB��タスクの難しさの定義

)

V��e.�. .�.

(それは

(隣⼈ )隣⼈

.�.

私は

.�.
そ
して投稿

ゴール

•簡単なタスク:単⼀タスク��DOM-Q-NET��で��5000��タイムステップ未満で解決可能な任意のタスク
{click-dialog,��click-test,��focus-text,��focus-text-2,��click-test-2,��click-button,��click-link,��click-button-sequence,��
click-tab,��click-tab-2,��Navigate��-⽊}

ICLR��2019で会議論⽂として発表

グローバルモジュールのための��3��つのタイプのゴールエンコーディングモジュールが調査されます。

12

付録��6.7��のマルチタスクと��23��タスクのベンチマーク結果も、さまざまなゴール��エンコーディング��モジュールを使⽤した場合のパフ
ォーマンスを⽐較しています。

GNN��の⼀連の作業で⽬標注意を組み⽴て��(Scarselli��et��al.,��2009)、GNN��を⽬標指向��RL��のパラメーター化された状態として使⽤で
きるようにします。

1.��ノードレベルの機能を使⽤したゴール��ベクトルの連結

2.��6.2��に⽰すように、⽬標の注意

図��9:��ゴールエンコーダー

図��8:��ゴール•アテンション

3.��図��9��に⽰すように、⽬標ベクトルの連結と注意の両⽅

a6

e1
読み出しフェーズ
ゴール•アテンション

h��

∑�� ��hgoal
αi��= 0時jj=1

0
私はゴール

の

hgoal��=��f(e1,�.�.�.�,��eN)

h��t��2

時間_

h��t��5

時間1

h��t��3

t��=��1.�.�.�.T

時間_

hglobal��=��∑

hgoal��=��f(e1,�.�.�.��eN)

a4

a5

出⼒

ゴール

モデル

注意

A'1

価値

注意

鍵

クエリ

a3
A'2

j��
eゴ
ールト

ークン

j1
とpos

1

とゴ
ールト

ークン

1��e
ゴール

トークン

ネ
ポス_��_

地元

1

=��[グローバル、⾷べる]

V��
eロー
カル

近所の⼈

つまり
ローカル_

グローバル-attn

の

ゴール連結
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6.6実験プロトコル

6.5マルチタスク学習

6.7ベンチマーク結果

9:10:11:
12:

6:

8:

7：

アルゴリズム��1共有リプレイ��バッファを使⽤したマルチタスク学習

表��4:��実験の統計

11��マルチタスク学習の実験回数��11

遷移を格納��(s��R��からミニバ
ッチ��B��をサンプリングし、��k��のエピソードが終了した場合にθ��に関して��1��ステップの最適
化を実⾏し、��(k)��k��をリセットして��s��をサンプリングする

•��ポリシー外の��RL��アルゴリズム��A、��•��複
数のタスクのための⼀連の環境��K、

マルチタスクの同時実⾏タスク数
23��
9��4

⽐較されたゴール��エンコーディング��モジュールの数

2:共有リプレイ��バッファ��R��を初期化する

t+1)��R��で

2��
3

4:各環境の初期化とサンプル��s��5:��for��i��=��1��to��M��do��for��
each��k��∈��K��do��(k)��(k)

•ミディアム��タスク:単⼀タスク��DOM-Q-NET��で��50000��タイムステップ未満で解決可能な任意のタスク

この論⽂で報告された結果を提供するシングルタスクエージェントとマルチタスクエージェントの両⽅の学習曲線を提⽰します。各
プロットには、異なるゴール��エンコーディング��モジュールを持つ��DOM-Q-NET��エージェントの学習曲線が付随しています。��X��軸
と��Y��軸は、それぞれ過去��100��の報酬のタイムステップと移動平均を表します。ミディアムおよびハード��タスクについては、トランジ
ションの割合も⽰します。

アブレーション研究のタスク数

N2��＝2＊3＝6

エージェントが��100%��の成功率に達しないタスク。��{choose-date,��search-
engine,��social-media,��email-inbox}

アクションを実⾏します

結果の平均を計算するための実験の数��4

例:��DQN、DDPG、NAF、SDQN��例:��クリック��
チェックボックス、ソーシャル��メディア

エージェントが最⾼のパフォーマンスに収束したら、トレーニングの最後に��100��個のテスト��エピソードの成功率を報告します。図��
3��で報告されている最終的な成功率は、4��つの異なるランダム��シード/実⾏からの成功率の平均に基づいています。詳しくは、付録��
6.4��に⽰すように、タスクの難易度に応じて⼀定数のフレームをトレーニングした後、RL��エージェントを評価します。表��4��に⽰すよう
に、このホワイト��ペーパーで提⽰されている結果は、表��1、2、3��の⼀連のハイパーパラメーターに対する合計��536��の実験に基づいて
います。

1:与えられた:

タスク数

Ntotal��=��(128��+��6��+��11)�� ��4��=��580

ICLR��2019で会議論⽂として発表

3:共有ネットワーク��パラメーター��θ��(k)を初期化して��A��を初期化する

N1��=��(23��+��9)��*��4��=��128

A��からの⾏動ポリシーを使⽤してアクション��a��をサンプリングします:��a��(k)

{enter-text,��click-widget,��click-option,��click-checkboxes,��enter-text-dynamic,��enter��password,��login-user,��
email-inbox-delete}��•ハード��タスク:シングル��タスク��DOM��で��200000��タイムステップ未満で解決可能なタスク-Q-

NET、または

アブレーション研究で⽐較した割引モデルの数

13

t

(k)

t

0

(k)��
←��π(s�)��(k)��(k)��

→��k��そして、報酬��ra��新しい状態��s��t+1��(k)��(k)��(k)��ars��t�,��t�,��tを観察します。t

t

0

t
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(multistep-bootstrap��(Sutton,��1988)��を使⽤していることに注意してください。そのため、直接報酬につながらないいくつかの遷移は、
ここでは依然として肯定的であると分析されています)

ICLR��2019で会議論⽂として発表

1000��ステップ未満の⾮常に単純なタスクのプロットは省略されています。

以下は、異なるゴール��エンコーダー��モジュールを使⽤したマルチタスクで使⽤される��9��つのタスクの結果を⽰しています。

リプレイ��バッファ内の正の/ゼロ以外の報酬、およびトレーニング全体でサンプリングされた⼀意の正の遷移の数。
これは、各タスクの報酬の希薄性を実証し、実際の問題が探索の⽋如によるものかどうかを調査するためです。
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6.7.2��いくつかの簡単なタスクと中程度のタスク

6.7.1マルチタスク(9タスク)の結果

Machine Translated by Google



左側のプロットは、過去��100��エピソードの平均移動報酬を⽰しています。

中央のプロットは、リプレイ��バッファー内のポジティブ��トランジションの割合を⽰しています。

右側のプロットは、サンプリングごとにサンプリングされた⼀意の数の正の遷移を⽰しています。

DOM-Q-NET��パフォーマンスと��DOM-Q-NET��+��グローバル��モジュールのさまざまな⽬標エンコーディング��モジュールのベン
チマーク。

ICLR��2019で会議論⽂として発表
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6.7.3リプレイバッファ情報を含む中程度のタスク
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中央のプロットは、リプレイ��バッファー内のポジティブ��トランジションの割合を⽰しています。

右側のプロットは、サンプリングごとにサンプリングされた⼀意の数の正の遷移を⽰しています。
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左側のプロットは、過去��100��エピソードの平均移動報酬を⽰しています。

ICLR��2019で会議論⽂として発表

6.7.4ハードタスク
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