
この作業の⽬標は、強化学習��(RL)��エージェントをトレーニングして��Web��をナビゲートすることです。具体的には、未知の
現実世界の��Web��サイトに関連情報を正しく⼊⼒することによって。この機能により、ユーザーは「⾦曜⽇に出発するロサン
ゼルス⾏きの⾶⾏機のチケットを購⼊してください」、「ソーシャル��メディア��アカウントに次の内容を投稿してください」
などのリクエストを発⾏でき、これらの完了の詳細を��RL��エージェントに⾃動的に処理させることができます。タスク。しか
し、実際の��Web��サイトは複雑で多様であるため、これは⼿ごわい課題です。
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現実世界のさまざまな��Web��サイトをうまくナビゲートするには、考えられるタスクと環境の⼤規模な分布についてエージ
ェントをトレーニングする必要があります。問題は、ほとんどの現実世界のタスクをカバーするだけでなく、学習可能なカリ
キュラムで提⽰できるディストリビューションを作成する⽅法です。

エージェントがサイトをナビゲートして正しいフォームにたどり着き、最終的に正しい要素��(フライトを予約するための「出
発」フィールドなど)��を選択できたとしても、挿⼊できる値は多数あります��(すべてのユーザー⼊⼒など)。�.この問題を軽減
するために、過去の研究��(Shi��et��al.,��2017;��Liu��et��al.,��2018)��は、専⾨家のデモからの⾏動のクローニングに依存してきまし
た。ただし、このアプローチは脆弱であり、効果的にスケーリングすることはできません。特にサイトは頻繁に変更および更
新されるため、考えられるすべての��Web��サイトをナビゲートするためのデモを取得することはできません。利⽤可能な実
証データがない場合、模倣学習に基づくモデルを新しい��Web��サイトに⼀般化できる可能性は低くなります。

したがって、Adversarial��Environment��Generation��(AEG)��を使⽤して、強化学習��(RL)��エージェ
ントをトレーニングするための挑戦的な��Web��環境を⽣成することを提案します。新しいベンチマー
ク環境である��gMiniWoB��を提供します。これにより、RL��の敵対者は構成プリミティブを使⽤して、
任意に複雑な��Web��サイトを⽣成することを学習できます。敵対者を訓練するために、ナビゲーター
エージェントのペアによって得られたスコアの差を使⽤して、後悔を最⼤化するための新しい⼿法を
提案します。私たちの結果は、私たちのアプローチがミニマックス後悔��AEG��の以前の⽅法よりも⼤幅
に優れていることを⽰しています。後悔の⽬的は、敵対者を訓練して、ナビゲーターエージェントにと
って「ちょうどいい挑戦」である環境のカリキュラムを設計します。私たちの結果は、時間の経過とと
もに、敵対者がますます複雑な��Web��ナビゲーション��タスクを⽣成することを学習することを⽰して
います。私たちの技術で訓練されたナビゲーター��エージェントは、フォーム⼊⼒、フライトの予約な
ど、挑戦的で⾼次元の��Web��ナビゲーション��タスクを完了することを学習します。最先端の��RL��Web��
ナビゲーション��アプローチを含む⽣成ベースラインを、挑戦的な⽬に⾒えない⼀連のテスト環境で
使⽤し、いくつかのタスクで��80%��を超える成功率を達成します。

エージェントが新しい��Web��サイトに⼀般化できるようにするために、エージェントはドキュメント��オブジェクト��モデル��
(DOM)��で直接動作します。��DOM��は��Web��要素のツリーであり、エージェントは適切な要素を正しく選択して⼊⼒する必
要があります。これにより、問題の状態と⾏動の空間が法外に⼤きくなります。

Web��を⾃律的にナビゲートすることを学ぶことは、困難な⼀連の意思決定作業です。状態とアクシ
ョンの空間は⼤きく、本質的に組み合わせであり、Web��サイトは複数のページで構成される動的な
環境です。��Web��ナビゲーション��エージェントのトレーニングのボトルネックの��1��つは、実際のさ
まざまな��Web��サイトをカバーできる学習可能なトレーニング環境のカリキュラムを提供することで
す。
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(a)��早期訓練 (c)��レイトトレーニング (d)��テスト(b)��中間研修

図��1:選択した��Web��サイトから⽣成された��Web��ページのサンプルは、トレーニング��(ac)��および⽬に⾒えないテストの「ログイン」
Web��サイト��(d)��の初期、中期、および後期のスナップショットから取得されます。時間が経つにつれて、Web��サイトのページ数は減少し
ますが、ページ内の要素の密度はタスク指向の要素が増えて増加します。エージェント。��1��つのオプションは、⼿作りの��Web��サイトの事
前定義されたカリキュラムを⼿動で設計することです。
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この論⽂は次のような貢献をしています。��ii)��柔軟な��b-PAIRED��アルゴリズム。後悔のより安定した推定値を計算し、エー
ジェントのパフォーマンスに合わせて⽣成された環境の複雑さを調整するよう敵対者に直接インセンティブを与えます。��
iii)��柔軟な��b-PAIRED��がますます挑戦的な��Web��サイトのカリキュラムを⽣成し、テスト時に複雑で⽬に⾒えないサイトを
ナビゲートするために正常に⼀般化できるエージェントを⽣成することを実証する経験的結果。私たちのアプローチは、ミ
ニマックス��リグレット��AEG��に関する以前の研究��(Dennis��et��al.,��2020)��や、RL��を使⽤して��Web��ナビゲーション��エージェ
ントをトレーニングするための最先端のアプローチ��(Gur��et��al.,��2019)��よりも⼤幅に優れています。この作業が、Web��をナ
ビゲートすることを学ぶという⾮常に困難な問題を進歩させるための有意義な⽅法を提供し、複雑で構成的な環境での⾃
動カリキュラム設計のためのより広い��RL��研究コミュニティに関⼼を持たせることを願っています。

AEG��の⽬標は、可能な��Web��サイトのスペースをカバーするトレーニング環境のカリキュラムを⾃動的に⽣成し、それによっ
て実際の��Web��ナビゲーション��タスクへの⼀般化を可能にすることです。
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ただし、ミニマックスの敵対者、つまり学習エージェントのパフォーマンスを最⼩化しようとする敵対者を単純に適⽤する
と、このカリキュラムが出現する可能性は低くなります。これは、エージェントの現在のスキル��レベルに合わせてサイトの難
易度を調整するのではなく、可能な限り難しい��Web��サイトを作成することに敵対者が動機付けられているためです。代わ
りに、最近提案された��AEG��⼿法である��PAIRED��(主⼈公の敵対者が誘発する後悔環境設計)��(Dennis��et��al.,��2020)��は、後
悔を最⼤化するように敵を訓練します。オリジナルの��PAIRED��アルゴリズムを��2��つの新しいアルゴリズム拡張で改善しま
す。まず、後悔を計算するためのより柔軟な⽅法を提案します。これにより、アルゴリズムが局所的最⼩値に陥りにくくなりま
す。第⼆に、エージェントがタスクを解決できない場合、敵対者がより複雑な環境を作ることで罰せられ、それ以外の場合は
複雑な環境を作ることで報われるように、明⽰的な予算メカニズムを導⼊します。

したがって、この作業では、Adversarial��Environment��Generation��(AEG)��の最先端の⼿法を活⽤して、やりがいのある��
Web��ナビゲーション��タスクのカリキュラムを構築します。具体的には、Web��をナビゲートすることを学習しているエージェ
ントの現在の弱点を悪⽤するために、Web��サイトに新しいページを作成することを学習するように敵対的��RL��エージェント
をトレーニングします。この��AEG��Web��デザイン⼿法を有効にするために、敵対者がナビゲーション��バー、製品カルーセル、
アイテム��デッキ、Web��フォーム、アイテム��カートなどの⼀般的なデザイン��プリミティブから��Web��サイトを構築できるよ
うにする新しいフレームワーク��gMiniWoB��を構築します。この問題がさらに進展することを期待して、この環境をオープン
ソースでリリースしています。私たちの知る限りでは、AEG��を��Web��ナビゲーションに適⽤したのは��Google��が初めてです。

ただし、これは⾯倒で、時間がかかり、エラーが発⽣しやすく、脆弱です。設計者は、実際のエッジ��ケースを⾒逃す可能性が
あります。もう��1��つのオプションは、ドメインのランダム化��(DR)��(たとえば、Jakobi��(1997);��Sadeghi��&��Levine��(2016);��
Tobin��et��al.��(2017)��など)��を適⽤して、Web��サイトのパラメーターをランダム化するか、難易度を制御するパラメーターを
⾃動的に増やすことです。時間��(Gur��et��al.��(2019)��のように)。ただし、どちらのアプローチも重要なテスト��ケースをカバー
できない可能性があり、パラメーター構成の難しさをエージェントの現在の能⼒に合わせることはできません。
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Web��をナビゲートするためのエージェントのトレーニングに関する以前の作業では、Miniwob��(Shi��et��al.,��2017)��および��
Miniwob++��(Liu��et��al.,��2018)��環境が導⼊されましたが、各��Web��サイトの専⾨家のデモを取得することに依存していまし
た。さまざまな現実世界の��Web��サイトに対応できず、変化する��Web��サイトに適応できません。さらに、これらの⽅法では、フ
ライトの予約やソーシャル��メディアの操作などの複雑な��Web��ナビゲーション��タスクを解決できませんでした��(Gur��et��al.,��
2019)。

たとえば、Asymmetric��Self��Play��(ASP)��(Sukhbaatar��et��al.,��2017)��は��2��つのエージェントをトレーニングします。2��番⽬の
エージェントは、最初のデモンストレーター��エージェントが実⾏したアクションを繰り返すことを学習する必要があります。
どちらのエージェントも同じ固定環境でプレイします。対照的に、挑戦的な新しい環境を⽣成することを学習するために、3��番
⽬のエージェントを使⽤します。��POET��(Wang��et��al.,��2019;��2020)��は、敵対者の集団を使⽤して、2D��ウォーカー��エージェン
トがナビゲートすることを学ばなければならない地形を⽣成する��AEG��⼿法です。カリキュラムを作成するために、POET��は多
くの新しい環境を⽣成し、それぞれの環境内のすべてのエージェントをテストし、⼿動で選択された報酬のしきい値に基づい
て環境を破棄する必要があります。これにより、⼤量の計算が無駄になります。カンペロ等。��（2020）教師を使⽤してナビゲ
ーションタスクを提案します。教師の報酬は、エージェントがしきい値��(トレーニングの過程で直線的に増加するハイパーパラ
メーター)��よりも多くのステップを実⾏するかどうかに基づいています。

キーはタスクごとに固定され、値はユーザー⼊⼒に基づいて動的に変化します。

各アクションは、⼊⼒としてフィールドを使⽤して要素に作⽤することを⽰すタプル��(要素、フィールド)��として表されます。つ
まり、フィールドの値を要素に⼊⼒します。エージェントは、各エピソードの終わりにタスク成功報酬��(1.0��または��-1.0)��を受け
取り、ページ内の要素の値が更新されたときのポテンシャルベースの報酬と、効率的なナビゲーションを促進するためのタイ
ムステップごとに⼩さなペナルティを受け取ります。例として、{"出発⽇":��"⾦曜⽇"、⽬的地空港:��"ロサンゼルス��(LAX)"}��とい
う指⽰がエージェントに与えられるフライト予約タスクを考えてみましょう。エージェントは最初にフィールド��(⽬的地の空港
など)��を選択し、ページ内の対応するテキスト��ボックスを⾒つけます。次に、コア

マルチエージェント��トレーニングは、RL��タスクのカリキュラムを⾃動的に⽣成する効果的な⽅法です��(例:��Leibo��et��al.��
(2019);��Matiisen��et��al.��(2019);��Graves��et��al.��(2017);��Portelas��et��al.��(2020))。�）。
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以前の研究��(Shi��et��al.,��2017;��Gur��et��al.,��2019;��Liu��et��al.,��2018)��に従って、ネットワークπ(at|��st;��Θi),��これは、累積的な割
引報酬を最⼤化するために、⼊⼒状態stを出⼒アクションatにマッピングします。つまり、O��=��rtここで、��rtは時間ステップ��t��
での報酬、γ��は割引係数、T��はエピソード。��Web��ページとユーザーの指⽰を⼊⼒状態として使⽤します。��Web��ページは時
間ステップごとに動的に更新されますが、指⽰はエピソードの開始時に固定されます。ドキュメント��オブジェクト��モデル��(DOM)��を使⽤して��Web��ページを表現します。これは、ページ内の要素のツリ
ーであり、各要素は��(属性、値)��ペアのセットと特徴��(空間座標など)��の配列によって⽰されます。命令は、各フィールドが��(キ
ー、値)��ペアである⼀連のフィールドとして与えられます。

グール等。��(2019)��予定されたカリキュラムを使⽤して複雑な��Web��ナビゲーション��タスクを解決するように��RL��エージェン
トをトレーニングすることで、さらに⼀歩進んでいます。カリキュラムは、パラメーター��p��を直線的に増加させます。1��−��p��は、
専⾨家データを介して取得されるオラクル��ポリシーを照会することによって解決される��Web��要素の数を制御します。この作
品はいくつかの点で異なります。まず、まばらな報酬を増やすために専⾨家のデモンストレーションに依存していません。��
AEG��を使⽤して、エージェントの現在のスキル��レベルに合わせた��Web��ナビゲーション��タスクのカリキュラムを⽣成すること
を⾃動的に学習します。次に、ウェブサイトはアプリオリに与えられていると仮定する⼀⽅で、ウェブサイトの可⽤性について
は仮定しません。最後に、Web��ナビゲーション��エージェントは⽬に⾒えない環境に⼀般化します。

T��
t=0��c

私たちの研究に最も密接に関連しているのは��PAIRED��(Dennis��et��al.,��2020)��です。これは、2��番⽬のエージェントのパフォー
マンスを使⽤して環境を⽣成する敵を制約することによって機能する、後悔を最⼩限に抑えてエージェントをトレーニングす
るための��AEG��⽅法です。ただし、PAIRED��は単純な��gridworld��環境でのみ結果を⽰し、Web��ナビゲーションに必要な複雑
で⾼次元の状態アクション空間のタイプには拡張しませんでした。後悔のより柔軟な⾒積もりと予算メカニズムを使⽤して��
PAIRED��を改善し、これによりパフォーマンスが⼤幅に向上することを⽰します。

2関連作品

3背景

3.1ウェブナビゲーションの問題

t
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3.2主⼈公の敵対者が後悔を誘発する環境設計（対）
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Adversarial��Environment��Generation��(AEG)��は、環境を設計するために敵対的なポリシーπEをトレーニングします。エージェントの
ポリシーπPのパフォーマンスをRPに最⼩化させます。トラジェクトリ��i��に対してエージェントが受け取った総報酬t=1��γ��とします。ミニマックス��AEG��では、敵の⽬標は単純に��-RPです。したがって、ミニマックスの敵対者は、エージェントが学習できない可能性

がある、過度に困難または不可能な環境を作成するように動機付けられます。代わりに、PAIRED��(Dennis��et��al.,��2020)��は敵対者を訓練
して、エージェントの後悔を最⼤化します。これは、エージェントのリターンと最適なポリシーのリターンとの差R ��−��RPとして定義さ
れます。報酬関数にタスクをより効率的に完了するためのインセンティブが含まれている場合��(これは私たちの場合に当てはまります)、
後悔は、最適なポリシーによって数ステップで完了することができるが、現在のポリシーでは失敗する簡単なタスクに対して最も⾼くなり
ます。完了。したがって、後悔を最⼤化する敵対者は、エージェントが解決し始めるまでより簡単なタスクを提案し続け、後悔を��AEG��の望
ましい⽬標にします。

=

1�,�...,1�,�...,

M��m=1

新しいページとそれらの間のリンクが徐 に々追加される空の��Web��サイトから始めます。

応答値��(「ロサンゼルス��(LAX)」)��をテキスト��ボックスに⼊⼒します。この値が正しければ、エージェントは��1/N��の正の報酬を受け取り
ます。N��はフィールドの数です。
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デニスらとして。��(2020)��は、敵と敵対者が調整して主⼈公とのナッシュ均衡に到達した場合、主⼈公は後悔を最⼩限に抑えることを
学習したことを⽰しています。ただし、実際には、勾配ベースのマルチエージェント��RL��には収束の保証がなく、⾮常に⾮定常的であり、
収束に失敗することがよくあります��(Mazumdar��et��al.,��2019a;b)。��PAIRED��の敵対者が調整に失敗した場合、PAIRED��は敵対者のポ
リシーに関して後悔を最⼩限に抑えます。その場合、⽅程式��1��の⽬的は、主⼈公が敵対者と同じくらい優れていることを学ぶことを強制す
るだけです。敵対者が改善に失敗したり、局所最適に達したりした場合、敵対者は主⼈公を訓練し続けることができません。セクション��
4.3��では、この問題に対処する改善された⽬的を提案します。

(1)

図��2:��指定不⾜の��DOM��ツリー��テンプレート��(b)��とそのインスタンス化��(a、c)��の異なる値の例。��(*)��は変数を⽰します。要素またはその
属性のいずれか。��(a)��は図��3��のページ��1��で使⽤され、(c)��はページ��2��で使⽤されます。

敵対者が環境��E��を⽣成すると、主⼈公と敵対者の両⽅が��M��軌道を収集し、E��でRPが返されます。後悔は次のように推定されます。

−

後悔を推定するために、PAIRED��は��3��番⽬のエージェントであるアンタゴニスト��(ポリシーπA��を使⽤)��を導⼊し、アンタゴニストが完
了することができる実⾏可能な環境のみを⽣成するように敵を制約します。

R

ページを��DOM��で表す場合、DOM��ツリーの作成に焦点を当て、ページ間のリンクは特定の要素に関連付けられたイベントによって暗黙
的に定義されると想定します。

パート��t��r��t

み、

DOM��ツリーを設計するための最も⼀般的なアプローチは、ボトムアップ��アプローチで任意の要素のセットを組み合わせることですが、
これは意味的に⼀貫性のない多数の不正な��Web��サイトを⽣成します。図��3��の��2��ページ⽬にあるテキスト��ボックスと、

4

名前"

#text��「名」

4��WEB環境設計

(c)テキスト��ボックス内の内部テキストの
みが割り当てられる、完全に指定された
DOM��プリミティブ。

(a)ラベルが作成され、そのテキストがDIV
に割り当てられる、完全に指定された��DOM��
プリミティブ。

(b)��指定不⾜のDOMツリー��テンプレート。
テキスト��ボックスは常に含まれており、そ
のテキストとラベルのINPUT��

text="Username"要素は変数です。

⼊⼒テキスト=VAR*⼊⼒テキスト=VAR*

#text��WHERE*��#text

⼊⼒

ラベル*

DIV DIV DIV

ラベル
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敵対者

Web サイト

へ へ

図��2��は、特定されていない��DOM��ツリー��テンプレートの例と、さまざまな変数割り当てによるそのインスタンス化を⽰して
います。共通の親を持つ変数ラベルとテキスト��ボックスとして、⼊⼒テンプレート��(図��2b)��を作成します。図��2a��では、label��
要素を選択してその��text��属性に値を割り当てますが、図��2c��では、テキスト��ボックスの内側のテキストに値を割り当てて、
label��要素を無視します。

⽬標が⼀連の設計プリミティブを⼀連の場所に配置することである構成環境⽣成問題に対する⾃⼰回帰敵対者ポリシー
を提案します。をパラメータ化します

Deep��RL��Workshop、NeurIPS��2020��で発表

⾃動化された��Web��サイト⽣成⽤に��gMiniWoB��と呼ばれる新しいフレームワークを導⼊します。これは、11��の異なる��
DOM��テンプレートから��40��の異なるデザイン��プリミティブを実装します。これらのプリミティブは��Web��全体で広く使⽤さ
れており、「ナビゲーション��バー」、「製品カルーセル」、「アイテム��デッキ」、「Web��フォーム」、「アイテム��カート」、
「ドロップダウン」などがあります。すべてのプリミティブには、少なくとも��1��つの実⾏可能な要素が含まれています。エー
ジェントが対話するときに��DOM��構造を変更します。各プリミティブは、報酬計算での使⽤に基づいて、(i)アクティブ��プリミ
ティブ��(使⽤される)と��(ii)パッシブ��プリミティブ��(使⽤されない)��の��2��つの異なるカテゴリに分類されます。��40��の異なる
プリミティブのうち��26��はアクティブ��プリミティブで、残りはパッシブです。新しいアクティブなプリミティブが��Web��ペー
ジに追加されると、対応するフィールドに対応するように命令も⾃動的に拡張されます。たとえば、図��2c��で「First��Name」
テキスト��ボックスを追加すると、「firstname」キーを持つ新しいフィールドもユーザー指⽰に追加されます。これにより、
アクティブ��プリミティブは、主にノイズとして機能するパッシブ��プリミティブよりも学習が複雑になります。

「名」と書かれた上部のラベル。ここで、最初のページの「ユーザー名」テキスト��ボックスの上にラベルを挿⼊した場合、テ
キスト��ボックスが「ユーザー名」または「名」を参照するとあいまいになるため、Web��サイトは不正な形式になります。

ただし、実際の��Web��サイトには気を散らす要素��(パッシブ��プリミティブ)��が多数含まれているため、エージェントがそれらを無視すること
を学ぶことが重要です。付録��A.3��は、使⽤されたすべてのデザイン��プリミティブの詳細を⽰し、付録��A.4��は、テストセット内の��Web��サイト
を⽰しています。

その結果、複雑な��Web��サイトを作成するのに⼗分⼀般的でありながら、ツリー構造で安全に結合できる基本的な��DOM��サ
ブツリーのセットを組み合わせて、Web��サイトのデザインを定式化します。最初に、特定の要素と属性が変数に置き換えら
れた、特定されていない��DOM��ツリー��テンプレートのセットを作成します。テンプレート内の変数に値を割り当てることによ
り、完全に指定された��DOM��ツリー��プリミティブが⽣成され、それを他のプリミティブと組み合わせて新しい��Web��ページ
を作成できます。プリミティブが組み合わされる順序は、Web��ページのレンダリング⽅法も定義します。

5

図��3:��Web��ナビゲーション問題のための構成環境⽣成に対する攻撃者のロールアウトの例。初期観察��(Obs)��は、ロールアウトの開始時に提供されます。��
f0、��fK、��fL、��fP�、およびfIは、初期観測のエンコード、ページ数、ページ��インデックス、1プリミティブの⽣成、および��LSTM��⼊⼒のエンコードのためのネットワークをそれぞれ
⽰します。

1

fPfP

LSTM

fL

私

fK

LSTM

fP

f0
LSTM

fL

私

fL

4.1ウェブサイトのデザインの基本事項

4.2敵対的アーキテクチャ

2��ファーストネーム

2ページ

ログイン11��ユーザー名

ページ1

2

オブス

レンダリング

説明を簡単にするために、プリミティブがページ��インデックスの昇順で⽣成される⽣成プロセスの例を⽰します。ただし、私
たちの定式化��(詳細についてはセクション��4.2��を参照)��では、連続する��LSTM��タイムステップに対応するページ��インデックスは、
必ずしも単調に増加するとは限りません。
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6

柔軟なアンタゴニスト選択を使⽤して、式��(1)��の後悔の⽬的を改善します。��1.��2��つのエージェント��A��と��P��を初期化し
ます。反復ごとに、敵対者は新しい��Web��サイトを設計し、各エージェントは��Web��サイトをナビゲートしてリターン��R��
の軌跡を収集します。後悔は次のとおりです。

アルゴリズム��1柔軟な��PAIRED��のワンステップトレーニン
グ1:⼊⼒:A,��P:��2��つのエージェントを独⽴して初期化2:��W��
←−��敵対者πEを実⾏して新しい��Web��サイトを⽣成3:��RA,��RP��←-��環
境��W��でエージェント��A��と��P��を実⾏報酬を集める4:��REGRET��←−��3��5:報酬として��REGRET��
を使⽤して敵対者のパラメータを更新する6:��RAとRPをそれぞれ使⽤して��A��と��P��のパラメー
タを更新する

ここで、N��は出⼒数の上限、K��は位置数の上限、��aiは設計プリミティブ、��biは位置インデックス、o��は初期観測値です。
敵対者はまず、パラメーター化されたカテゴリ分布��Cat(0,��K)��から場所の数��k��をサンプリングします。

後悔��=��max{R��A,��RP�}��−��0.5�� ��(R

Web��ナビゲーションの問題では、K��は��Web��サイト内のページ数を表し、位置(bi)はページを表し、プリミティブ(ai)は��
DOM��ツリー��プリミティブを表します。図��3��に、Web��環境を⽣成する敵対者のサンプル��ロールアウトを⽰します。また、
レンダラーによって実⾏されたときに何もしない特別な��SKIP��アクションを使⽤して、プリミティブ��デザイン��アクショ
ンを強化します。これにより、攻撃者は追加されるプリミティブの数を制御できます。

このオブジェクティブは、アンタゴニスト��エージェントと主役エージェントを区別せず、代わりに最⾼のパフォーマン
スを発揮するエージェントにアンタゴニストとして注釈を付けます。いずれかのエージェントが他のエージェントより
もパフォーマンスが⾼い限り、⽬的は最も弱いエージェントを改善し続けます。その間、ポリシー内の他のエージェント
は学習を続けるため、後悔を測定するためのより強⼒な最⼤パフォーマンスを提供します。私たちが提案する柔軟な��
PAIRED��アルゴリズムを以下に⽰します。
ポリシー勾配の更新を使⽤して、環境報酬を最適化するように集団内の各エージェントをトレーニングし、式��(1)��で計
算された後悔を最⼤化するように敵をトレーニングします。��3.

(2)

4.3フレキシブルペアリング

)

敵対的⽣成ネットワーク��(GAN)��と同様に、標準正規分布から��o��をサンプリングして、敵対者がその設計分布を多様化
できるようにします。この観測は、フィード��フォワード��ネットワークh0��=��f0(o��A)でエンコードされ、��h0は、空のページ
数に対する分布を出⼒する別のネットワークfKに渡されます。同じ隠れ状態h0が初期⼊⼒ベクトルとして��LSTM��ネッ
トワークに渡され、LSTM��の出⼒が��2��つの独⽴したネットワークfPおよびfLによって使⽤され、(i)��設計プリミティブの分
布を学習し、(ii)��位置の分布を学習します。それぞれ。

これらの分布からプリミティブと位置をサンプリングし、それらは別のネットワークfIによって隠れ状態にエンコードさ
れ、次のステップで��LSTM��への⼊⼒として使⽤されます。��N��ステップ実⾏した後、サンプリングされたデザイン��アク
ションは、環境を⽣成するレンダラー��モジュールに送信されます。

πE(aA��|��oA�)��=��π(k|K)

(3)

Deep��RL��Workshop、NeurIPS��2020��で発表

o��A��を条件として、⾃⼰回帰モデルを実⾏し、⼀連のプリミティブと��[0,�...�,��k]��内の対応する位置を⽣成します。

+��R

次のようなポリシーπE(a��A|o��A)を持つ敵対者

ショッピング��Web��サイトのホームページにエージェントが配置されている次のシナリオを考えてみましょう。このシ
ナリオでは、考えられる要素は多数ありますが、エージェントをアカウント��ページに移動させるボタンは��1��つしかあり
ません。探索中、エージェントはほとんどの場合、(最適なアクションが��1��つしかないため)��⾮常に狭い間隔に限定され
た、誤ったアクションを実⾏したことに対する負の報酬を収集します。この場合、後悔は⾮常に⼩さく、有益ではなく、エ
ージェントが学習するのに適切な難易度で環境を設計する敵の能⼒を妨げます。これは、提案された柔軟な後悔の⽬的
でも当てはまります。

あ

あ P

i=0
π(ai��|a0···i−1,��b0···i−1,��k)π(bi��|a0···i−1,��b0···i−1,��k)

N

あ

4.4敵対者に対する予算執⾏
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6件の結果

i=1

N

5実験と⽅法

を*Obudget��=��R

ベースライン:��PAIRED、Flexible��PAIRED、および��Flexible��b-PAIRED��を��2��つの追加ベースラインに対してベンチマークします。
まず、Dennis��らと同様のアプローチを使⽤して実装する��Domain��Randomization��(DR)��エージェントです。��（2020）。最初
に、⼀様分布��U[0,��K]��から空のページ数��k��をサンプリングします。次に、プリミティブ��(SKIP��を含む)��と��U[0,��k]��から��N��ステップ
のページをランダムにサンプリングします。第⼆に、Gur��らのスケジュールされたカリキュラムのアイデアを適応させるカリキュラ
ム学習��(CL)��アプローチ。��（2019）特定のWebサイトではなく、⼀連のデザインプリミティブが与えられるゼロショット環境⽣成
へ。各プリミティブを確率��p��でランダムにサンプリングします。ここで、p��は⼩さい数で初期化され、トレーニング中に��1.0��に到達
するようにスケジュールされます。

7

エージェントのアーキテクチャ:��Gur��et��al.��に従ってください。��(2019)��では、LSTM��ベースの��DOM��ツリー��エンコーダーとフィー
ド��フォワード��ネットワークを使⽤してプロファイル��フィールドをエンコードしています。ナビゲーター��エージェント��ポリシーは、
要素のエンコーディングとプロファイル��フィールド間のペアごとの類似性を測定することにより、要素とフィールドの同時分布を
出⼒します。要素エンコーディングに対する注意の重みとして要素の周辺分布を使⽤し、コンテキスト��ベクトルを��FF��ネットワー
クに渡すことによって、状態値を計算します。��Web��ナビゲーション��エージェントは、Actor-Critic��アルゴリズムを使⽤してトレ
ーニングされます��(Liu��et��al.,��2018)。柔軟な��PAIRED��および柔軟な��b-PAIRED��とポリシー勾配を使⽤して、LSTM��ベースの敵対
者ネットワークをトレーニングします。

(4)

テスト環境での⽐較:さまざまな難易度のテスト環境で計算されたタスクの成功率に基づいて、提案されたモデルとベース��ライ
ンのパフォーマンスを評価します。柔軟な��b-PAIRED��は柔軟な��PAIRED��よりも優れており、予算⽬標がパフォーマンスを⼤幅に
改善することを⽰しています��(図��5)。さらに、両⽅の⼿法はすべてのタスクでベースライン��モデルを⼤幅に上回り、Flexible��b-
PAIRED��は難易度��1��で��80%��以上のタスク成功率に効果的に達しています。

この問題を軽減するために、敵対者の設計予算を最⾼のエージェントのパフォーマンスに結び付ける後悔に加えて、予算執⾏⽬標
を使⽤します。敵対者の有効な予算を、N��時間ステップにわたる⾮��SKIP��アクションの予想数として概算し、エージェントが学習し
ているかどうかに従ってこの予算を更新します。より正式には、PAIRED��⽬標に追加される予算執⾏のために、次の最⼩化⽬標を使
⽤します。

MiniWoB��フレームワークに実装されたさまざまな��Web��環境でモデルを評価します��(Shi��et��al.,��2017;��Liu��et��al.,��2018)。同じ⼀
連のデザイン��プリミティブを使⽤して、さまざまな難易度の挑戦的な��Web��サイトをいくつか実装しました。これらの環境には、
「ログイン」、「住所の⼊⼒」、「フライト予約」、「⽀払いの⼊⼒」、および「ショッピング」の��Web��サイトが含まれます。これ
らの��Web��サイトでは、エージェントがページ間を移動しながら��Web��サイトでテキストを⼊⼒したり、情報を選択したりする必
要があります。各環境には、Web��サイトにプリミティブを徐 に々追加することにより、4��つの異なる難易度レベルが⽤意されていま
す。これらの環境は、トレーニング中にエージェントに明⽰的に提⽰されることはないため、その環境でのパフォーマンスは、エー
ジェントがテスト時に⽬に⾒えない��Web��サイトにどれだけ⼀般化できるかを測定します。

log��π(ai��=��SKIP|a0···i−1,��b0,···�,i−1)

最初に、元の��PAIRED��アルゴリズム��(個別のアンタゴニスト��エージェントと主役エージェントを使⽤)��を、最適なパフォーマンス
のエージェントにアンタゴニストとして注釈を付ける提案された柔軟な��PAIRED��アルゴリズムと⽐較します。柔軟な��PAIRED��は、
この環境では学習に失敗する��PAIRED��よりも⼤幅に改善されます��(図��4)。理由の��1��つは、エージェントが別 に々いて、報酬が⾮常
に似ている場合、特にトレーニングの早い段階で、後悔が⾮常に⼩さくなることです。この有益でないシグナルは、敵対者が学習す
ることを困難にします。⼀⽅、Flexible��PAIRED��は⼀貫して肯定的な後悔信号を計算します。これは、どの環境が挑戦的であるが、
まだ実⾏可能であるかを敵対者により明確に⽰します。さらなるアブレーション研究では、予算を追加すると、柔軟な��PAIRED��メ
ソッドとオリジナルの��PAIRED��メソッドの両⽅のパフォーマンスが向上することが⽰されています。

Deep��RL��Workshop、NeurIPS��2020��で発表

ここで、��RAはアンタゴニスト��(または最⾼のパフォーマンスを発揮した)��エージェントの報酬です。この⽬的は、エージェントが
まだ学習していないとき��(つまり、��RAが負または低いとき)��に、敵対者がより少ない予算��(より多くの��SKIP��アクション)��を使⽤す
るように促します。ナビゲーターエージェントが環境内で正の報酬を収集している場合、敵対者はより多くの予算を使⽤する��
(SKIP��アクションを減らす)��ようになります。
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(c)��⽀払い

(d)��ショッピング

(b)��住所

(d)��難易度レベル��4

(f)��プリミティブ

(a)��ログイン

(c)��難易度レベル��3

(e)��フライトの予約

(b)��難易度レベル��2(a)��難易度レベル��1

環境の複雑さ:エージェントのパフォーマンスは時間の経過とともに向上しますが、トレーニングよりも困難な環境が
提⽰されるかどうかを知りたい.環境の複雑さの尺度として、⽣成されたアクティブなプリミティブの割合を推定しま
す。よりパッシブなプリミティブを含む��Web��ページを学習することは、よりアクティブなプリミティブを含むページより
も⽐較的簡単なタスクです。これは、パッシブなプリミティブがノイズを追加し、エージェントによって無視されるか、エ
ージェントが別のページに移動するためだけに使⽤されるためです。⼀⽅、アクティブなプリミティブが増えると、DOM��
ツリーのサイズが⼤きくなるだけでなく、プロファイル��フィールドの数も増えるため、要素とプロファイルのマッチング
がより困難になります。柔軟な��b-PAIRED��は、プリミティブの約��60%��のランダムな選択を開始し、よりアクティブなプ
リミティブを徐 に々⽣成します��(図��4f)。��Flexible��b-PAIRED��によってよりアクティブなプリミティブが提⽰されます
が、エージェントのスキルに応じて環境の難易度を正確に調整する��Flexible��b-PAIRED��の能⼒のおかげで、エージェ
ントは依然として改善することができます。

8

Deep��RL��Workshop、NeurIPS��2020��で発表

タスク。環境の複雑さが増し続けても��(セクション��6��を参照)、柔軟な��b-PAIRED��エージェントは、パフォーマンスを低
下させることなく⼀貫して良好に機能します。��CL��はトレーニングの早い段階で��Flexible��PAIRED��を実⾏しますが、
エージェントのスキル��レベルを無視し、エージェントが完了するには難しすぎる環境を作るため、そのパフォーマンス
は⼤幅に低下します。また、Flexible��b-PAIRED��は、Flexible��PAIRED��よりも速くエージェントのパフォーマンスに反
応するため、Flexible��b-PAIRED��はすべての環境で��Flexible��PAIRED��よりも速く学習することがわかります��(付録��
A.2��を参照)。

この作業は、敵対的環境⽣成��(AEG)��の新しい⼿法を提⽰します。これは、以前の作業よりも⼤幅に改善されることを⽰
しています。さらに、Web��ナビゲーションの問題に��AEG��を適⽤し、構成要素のセットから複雑な��Web��サイトを設計す
ることを学習できるオープンソース環境を提供します。当社の柔軟な��b-PAIRED��メソッドは、ますます複雑化する��
Web��サイトのカリキュラムを⽣成し、挑戦的で⾼次元の��Web��サイトをナビゲートできるエージェントのトレーニング
に成功しています。

図��5:難易度を上げたテスト環境での��Flexible��b-PAIRED��モデルとベースライン��モデルの集計タスク成功率の⽐較。
詳細な結果については、付録��A.2��を参照してください。

図��4:��PAIRED��(Dennis��et��al.,��2020)��と柔軟な��PAIRED��の予算執⾏の有無による⽐較。��4��つの難易度レベルの平
均。��(f):��トレーニング��ステップにおけるアクティブなプリミティブの割合。

また、トレーニングの後半でプリミティブの分布がより複雑で関連性のあるプリミティブにシフトすることも観察しま
す��(付録��A.1��を参照)。

7結論
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住所を⼊⼒

買い物

航空券の予約

⽀払いを⼊⼒してください

ログイン

A.1トレーニング中のプリミティブの配布

A.2テスト環境での詳細な結果

難易度��=��3 難易度��=��4難易度��=��2難易度=1

付録_

表��1:��難易度が上がるテスト環境での��PAIRED��モデルとベースライン��モデルのタスク成功率の⽐較。左から右へ、列
は難易度の増加に対応します。上から順に、⾏はさまざまなテスト環境に対応しています。

集計結果の詳細を図��5��に⽰し、タスクと難易度全体でのエージェントの現在のパフォーマンスを⽰します��(図��1)。タス
クの最も簡単なレベルでは、CL��はトレーニングの早い段階で��Flexible��b-PAIRED��よりもわずかに低いパフォーマン
スを達成しますが、タスクの難易度が上がるにつれて、ギャップがより明⽩になります。図��6c��のプリミティブの分布と
タスクの成功率の結果は⼀致しており、トレーニングの後半では、敵対者は「フライト予約」関連のプリミティブに重
点を置いており、そのパフォーマンスは依然として⼤幅に向上しています。

トレーニング中、プリミティブの分布はアクティブなプリミティブに偏ります��(図��4f��を参照)��が、環境がより困難になる
につれて、新しいプリミティブも徐 に々導⼊されます��(図��6)。図��6��のヒストグラムからわかることは、新しいプリミティ
ブが中期と後期のスナップショットの間にゆっくりと導⼊され、プリミティブのランキングもわずかに変化していること
です。たとえば、攻撃者は、トレーニングの後半のスナップショットで、「フルネーム」プリミティブよりも「出発空港」プ
リミティブを好みます。

Deep��RL��Workshop、NeurIPS��2020��で発表
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(a)��初期

(b)��ミドル

(c)��遅い

Deep��RL��Workshop、NeurIPS��2020��で発表
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図��6:��トレーニングの初期、中期、後期のスナップショットからのプリミティブのヒストグラム。
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A.3ウェブ環境設計のプリミティブ

アクティブ��

アクティブ��

アクティブ��

アクティブ��

パッシブ

複数のフライト��タイプ��オプション

主な住所情報

アクティブ��

アクティブ��

アクティブ

送信

ccnumber��シテ

ィ��デ
ィールメディア

チェックアウト��コンテキストのある��[次へ]��ボタン

画像、ラベル、リンクを含む製品メディア

⽂章

Deep��RL��Workshop、NeurIPS��2020��で発表

⼊⼒選
択

出発⽇のご案内

項⽬選択⽤ヘッダー

クレジットカードCVV情報

複数⼈数オプション

受け⾝

郵便番号情報

アクティブ��

アクティブ��

パッシブ

アクティ

ブ��パッシブ��

パッシブ��パ

ッシブ��パッ

シブ��アクテ
ィブ

⼊⼒��
⼊⼒��
⼊⼒��
⼊⼒��
⼊⼒��

複数選択

ログインしたまま

メニュー付きのナビゲーション��バー

都市住所情報

ccexpdate

私を覚えているコンのチェックボックス

12

カート

フッター

ユーザー名を忘れたコンテキストとのリンク

キャプチャ情報

デッキ

ログイン状態を維持するチェックボックス

ログイン��コンテキストのある��[次へ]��ボタン

出発空港情報

複数のクレジット��カードの種類のオプション

ボタン
⼊⼒⼊
⼒

ユーザー名情報

アクティブ��

アクティブ��

アクティブ

ログインフォームのヘッダー

⼊⼒⼊
⼒複数

選択⼊⼒カルーセル

名情報

デザイン��プリミティブ��デザイン��テンプレート��アクティブ/パッシブ��説明

姓の⼊⼒��ナビゲーション��バ
ー��ナビゲーション��バー��次のチェックアウト��

ボタン��次のログイン��ボタン��次のログイン��ページ��ボ
タン��numberofpeople��複数選択��パスワード

⼊⼒��選択を記憶する

クレジットカード番号情報

姓の情報

cccvv

アクティブ

表��A.3��に、設計プリミティブ、対応するテンプレート、タイプ、および説明のリストを⽰します。

カート

パスワードを忘れた場合のコンテキストとのリンク

複数のキャビンオプション

アクティ

ブ��アクテ

ィブ��パッシ

ブ��パッシ

ブ��パッシ
ブ��アクテ

ィブ��パッシ

ブ��パッシ

ブ��パッシ

ブ��パッシブ

⽂章

プロモーション��コード情報を含む商品カー
ト内のアイテム

リン
ク��リ

ンク⼊
⼒��ラベ
ル��ラベ
ル��ラベ

ル⼊⼒

送信ボタン

汎⽤ヘッダー

⽬的地の⽇付情報

⼊⼒⼊
⼒メデ
ィア

ファーストネーム��

フライトタイプ��フ
ッター1

addressline1��
addressline2��キ

ャビン��

キャプチ
ャ��カルーセル

州

cc

アクティブ

郵便番号

リンクと情報を含むフッター

⼆次住所情報

受け⾝

アクティブ

ユーザー名

デッキ

状態情報

ログイン��コンテキストのある��[次へ]��ボタン

画像、ラベル、リンクを含む複数の製品デッキ

忘れたパスワード��忘
れたユーザー名��フル

ネーム��ヘッ
ダー��ヘ

ッダー��ログイン��
ヘッダー��項⽬を選択��

inpgroup1

パッシブ��アク
ティブ��アク

ティブ

姓名情報

前と次のボタンがあるカルーセル内の画像を含
むアイテム

⽬的地空港情報

複数選択⼊⼒⼊⼒

アクティブ��

アクティブ

パスワード情報

出発空港出発⽇⽬的
地空港⽬的地⽇付

デフォルトの検索コンテキストを使⽤した汎⽤
⼊⼒

クレジットカードの有効期限情報

デザイン��プリミティブとその説明
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(d)��フライトの予約(a)��ログイン (c)��⽀払いを⼊⼒(b)��住所を⼊⼒
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図��7��と��8��に、最も難しい難易度のテスト環境のスクリーンショットを⽰します。��「ログイン」、「住所の⼊⼒」、「⽀
払いの⼊⼒」、および「フライトの予約」は単⼀ページ環境ですが、「ショッピング」は、エージェントが最初にホーム
ページをナビゲートしてから「ログイン」を解決する必要がある複数ページの環境です。および「住所の⼊⼒」タスク。

Deep��RL��Workshop、NeurIPS��2020��で発表

図��7:��単⼀ページのテスト環境のスクリーンショット。

A.4テスト環境のリスト
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(c)��アドレスページ(a)��ホームページ (b)��ログインページ

Deep��RL��Workshop、NeurIPS��2020��で発表
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図��8:��複数ページの「ショッピング」環境のスクリーンショット。��「ショッピング」環境は、複雑なホームページと追加
の「ログイン」および「住所の⼊⼒」ページで構成されています。
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