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摘　要　云数据中心的高速发展带来了非常强大的计算能力,但是伴随产生的能耗问题也日益严重.为了降低云数

据中心内物理服务器的能耗开销,首先利用强化学习对虚拟机放置问题进行建模,随后结合实际问题从状态聚合和时

间信度两个方面对 QＧLearning(λ)算法进行优化,最后通过云仿真平台 CloudSim 和实际数据集对虚拟机放置问题进

行实验.实验结果表明,与 QＧLearning算法、Greedy算法和PSO算法相比,优化后的 QＧLearning(λ)算法更有效地降

低了物理服务器的能耗开销,同时针对不同数量的虚拟机放置请求也能够保证更好的结果,具有较强的实用价值.
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VirtualMachinePlacementStrategywithEnergyConsumptionOptimizationunderReinforcementLearning
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Abstract　Althoughtherapiddevelopmentofclouddatacentershasbroughtverypowerfulcomputingpower,theenerＧ

gyconsumptionproblemhasbecomeincreasinglyserious．Inordertoreducetheenergyconsumptionofphysicalservers

inclouddatacenters,firstlythevirtualmachineplacementproblemismodeledbyreinforcementlearning．Then,theQＧ

Learning(λ)algorithmisoptimizedfromtwoaspects:stateaggregationandtimereliability．Finally,thevirtualmachine

placementproblemissimulatedthroughcloudsimulationplatform CloudSimandactualdata．Thesimulationresults

showthattheoptimizedQＧLearning(λ)algorithmcaneffectivelyreducetheenergyconsumptionoftheclouddatacenter

comparedwiththeGreedyalgorithm,PSOalgorithmandQＧLearningalgorithm,andcanensurebetterresultsfordiffeＧ

rentnumbersofvirtualmachineplacementrequests．Theproposedalgorithmhasstrongpracticalvalue．

Keywords　Cloudcomputing,Virtualmachineplacement,Reinforcementlearning,Energyconsumptionoptimization,

QＧLearning(λ)algorithm

　

１　引言

随着云服务需求的日益增长,云数据中心作为一种物理

服务器和网络设备的高性能计算机集合,其规模不断扩大,但
这也造成了云数据中心面临着低效率、高成本和高能耗等问

题.有研究表明单个数据中心消耗的电力相当于２５０００个家

庭所消耗的电力[１].另外,能源消耗不仅取决于硬件的数量,

还取决于资源的低效利用.据统计,我国云数据中心的平均

资源利用率只维持在１０％左右,同时云服务器的按需服务形

式使其在大部分时间都处于空闲状态,即便如此空闲服务器

也会消耗满负荷状态下６０％的能耗[２].由此可见,服务器利

用率过低是造成大量能源浪费的主因,同时也间接增加了

CO２ 的排放量.因此,如何在保证服务质量的基础上提高云

数据中心服务器的资源利用率,以降低服务成本和能源损耗,

是云服务提供商极为重视的一个问题.

通过虚拟化技术,云数据中心利用虚拟机单元将各类物

理服务器上的CPU、内存、存储和网络等进行统一整合,形成

对外提供服务的虚拟机资源池,其典型应用之一就是基础设

施即服 务 (InfrastructureasaService,IaaS),例 如 Amazon
EC２和GoogleComputeEngine.在IaaS中,云数据中心根据

租户请求对虚拟机资源进行灵活放置,以优化云数据中心的

资源配置.同时由于不同虚拟机与物理机之间的映射关系会

造成不同的资源利用率,因此云数据中心需要在保证 SLA
(ServiceＧLevelAgreement)的同时,利用资源分配算法在软件

层面上优化虚拟机放置策略,使其既可以满足应用的性能需

求,又能提高资源利用率并减少能源消耗,从而降低云数据中



心的运营成本.目前云计算中的资源分配方案主要分为两

种:细粒度资源分配和粗粒度资源分配[３].细粒度资源分配

是指通过调整单一物理机上多个虚拟机的具体资源配置,使

不同虚拟机之间的资源分配配额随着用户的需求而改变,以

保证各虚拟机的服务质量;粗粒度资源分配是指通过建立所

有虚拟机与物理机之间的映射关系,确保多个虚拟机共享同

一个物理机资源,提高应用负载.因此,细粒度资源分配是针

对个体物理机进行优化,相比较于粗粒度资源分配的整体优

化存在一定程度的局限性.

由于云数据中心的物理机和虚拟机数量较多,针对虚拟

机放置(VirtualMachinePlacement,VMP)问题找到唯一最优

解的计算复杂度过高,因此为了避免较大的时间开销通常采

用一些启发式算法来解决该问题.启发式算法具有实现简

单、收敛速度快等优点,但其容易陷入局部最小值,且不能达

到整体放置效果最优.相对地,元启发式算法能够较好地寻

找全局最优解,但是算法参数过多,计算结果的复用性差,不

能快速有效地进行参数调优.针对以上缺陷,本文利用强化

学习算法来解决 VMP问题,该类算法具有自学习和自适应

等特征,需要提供的参数很少,有较好的全局搜索能力;同时

该算法遵循马尔可夫性质,即模型的下个状态只与当前状态

信息有关,而与更早之前的状态无关,因此其每次迭代的计算

量很小,在一定程度上降低了时间复杂度.

本文主要针对云数据中心的粗粒度资源分配进行研究,

将数据中心的能耗最小化作为优化目标,利用强化学习算法

自动寻找虚拟机放置的最优策略,以实现节能减排.

本文第２节介绍 VMP问题和强化学习的研究现状;第３
节介绍强化学习的基础理论以及 QＧLearning(λ)算法的计算

流程;第４节介绍基于强化学习的 VMP问题建模方法,并结

合实际问题对维数灾和时间信度分配问题进行改进;第５节

利用仿真实验对各类算法在 VMP问题中的能耗进行比较和

分析;最后对基于强化学习的 VMP问题进行总结.

２　相关工作

VMP问题是一个 NPＧHard的大规模组合优化问题,目

前国内外学者主要采用一些启发式或元启发式算法进行求

解,常见的启发式算法包括贪心算法、首次适应算法和最佳适

应算法等,元启发式算法则包括遗传算法、粒子群算法和蚁群

算法等.文献[４]对比了８种启发式算法分别在不同应用场

景下求解最小化能耗的性能表现.文献[５]基于 BFD(Best

FitDecrease)算法,提出了改进的最佳适应降序算法(ModiＧ

fiedBestFitDecrease,MBFD)来进行虚拟机放置.文献[６]

使用蚁群算法实现了一种服务器负载均衡方法,但由于每只

蚂蚁仅对信息素进行局部更新,导致其收敛速度过慢.文献

[７]通过拍卖模型将动态虚拟机分配问题描述为多种资源类

型的整数规划问题,利用贪婪算法为优先级高的用户提供虚

拟机以及费用账单,从而提高云提供商的总收入.文献[８]根

据GRASP的启发式算法提出了一种GraspCCＧfed方法,该方

法通过对每个工作流的虚拟机数量进行最佳(或接近最佳)估

计来确定基于并行云的虚拟集群的最佳配置.

强化学习是一种最接近自然界动物学习本质的工作范

式,其通过建立智能体从环境到行为的映射关系,不断利用

“试错Ｇ评价”过程与环境进行交互,观察采取某一动作后环境

状态的变化情况,同时将即时奖励反馈给强化学习系统来实

现行为决策的优化,随后不断重复该过程并使最终生成的策

略获得最大的长期奖励[９].目前强化学习在各领域的应用非

常广泛.文献[１０]提出了一种基于强化学习的选择算法,其

可用于解决大规模机器之间的通信阻塞;文献[１１]利用强化

学习生成了一种基于集群的路由方案,其在一定程度上解决

了认知无线网络中路由开销泛滥的问题;文献[１２]提出了一

种基于强化学习的集群调度框架,该框架是由一个学习智能

体和几个调度智能体组成的多智能体结构.当发生任务调度

时,调度智能体将实际调度产生的奖励值转发给学习智能体,

随后学习智能体更新全局表中对应的值,并将更新后的全局

表共享给调度智能体,最后调度程序根据更新的全局表进行

决策.

３　强化学习

３．１　MDP模型

在强化 学 习 中,马 尔 可 夫 决 策 过 程 (MarkovDecision

Process,MDP)是对完全可观测的环境进行描述的,其可以定

义为一个五元组(S,A,P,R,γ),其中S表示状态空间,A 表

示动作空间,P 表示状态转移概率矩阵,R 表示奖励函数,γ∈
(０,１)表示折扣因子.假设Pss′(a)表示智能体agent在时间

步t由于采取动作a而使环境从状态s转移到状态s′的转移

概率,计算则公式为:

Pss′(a)＝P[St＋１＝s′│St＝s,At＝a] (１)

其中,St∈S表示agent在时间步t接收的状态,St＋１∈S为采

取动作后接收的状态,对应采取的动作为a∈A.在时间步t
能获得的奖励期望为:

Rs＝E[Rt＋１│St＝s] (２)

时间步t开始,之后的长期奖励Gt 的公式为:

Gt＝Rt＋１＋γRt＋２＋􀆺＝∑
∞

k＝０
γkRt＋k＋１ (３)

其中,折扣因子γ用于表示未来奖励在当前时间步的价值比

例.γ越接近于０,则价值越偏向于考虑短期利益;γ越接近

于１,则价值越偏向于考虑长期利益.

３．２　QＧLearning(λ)算法

QＧLearning属于一种无模型强化学习方法,该方法由于

不知道环境的状态转移函数和奖励函数,因此无法直接评估

策略质量,只能通过采样的方式与环境进行交互学习,随后根

据观察到的转移状态和奖励反馈值来优化策略,最终得到累

计奖励 最 大 化 的 最 优 策 略.QＧLearning算 法 充 分 利 用 了

MDP性质,能够在执行每一步策略后立即对值函数进行更

新,保证了算法具有较高的学习效率[１３].同时 QＧLearning算

法采用了异策略(offＧpolicy)方法,即策略评估时使用的是εＧ

greedy策略,策略执行时使用的是原始策略.异策略方法具

有很好的通用性,并且保证了数据的全面性和所有行为的覆
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盖性,因此不会收敛到局部最优.QＧLearning算法对 MDP
中行为价值函数的迭代计算公式为:

Q(s,a)＝Q(s,a)＋α(r＋γmax
a′

Q(s′,a′)－Q(s,a)) (４)

其中,s′表示状态s在动作a 作用下的下一状态,而a′为状态

s′后所有可能的动作;γ为价值累积过程中的折扣系数,决定

了未来回报相对于当前回报的重要程度;α为学习速率,该值

越大,则历史训练结果的影响就越小.

虽然 QＧLearning算法具有较好的收敛速度,但是其在每

次采取动作并获得即时奖励后只对前一步的Q(s,a)进行更

新.相比之下 QＧLearning(λ)算法是通过额外维护一张 E表

来存储在路径中所经历的每一步,保证在每次更新时对之前

经历的所有步的Q(s,a)进行更新,因此 QＧLearning(λ)算法

具有更高的收敛速度,其中λ在[０,１]之间取值,当λ＝１时表

示更新获取到奖励值的前所有步.QＧLearning(λ)算法的伪

代码如算法１所示.

算法１　QＧLearning(λ)算法

Input:RequestedDiscountrateγ,Learningrateα,Stepnumberλ

Output:Qtable

１．InitializeQ(s,a)＝０,ands∈S,a∈A(s)

２．WhileIterationisnotterminal

３．　InitializeE(s,a)＝０,ands∈S,a∈A(s)

４．　Initializestatesandactiona

５．　Fori＝１toA．size()do

６．　　 Takeactiona,getimmediaterewardrandnextstates′

７．　 　 Accordingtothestrategygeneratedinthe Qtable (e．g

εＧgreedy),actiona′istakenfromstates′

８．　　 ε←r＋γmax
a′

Q(s′,a′)－Q(s,a)

９． E(s,a)←E(s,a)＋１

１０．　　Foralls∈S,a∈A(s)do

１１．　　Q(s,a)←Q(s,a)＋αεE(s,a)

１２．　　E(s,a)←γλE(s,a)

１３．　　EndFor

１４．　s←s′;a←a′

１５．　EndFor

１６．EndWhile

１７．ReturnQtable

４　基于强化学习的VMP问题建模

强化学习虽然能够有效解决不确定环境中的决策问题,

利用环境反馈的奖励值和状态信息来不断优化策略参数,而

不需要人为构建推理模型,但是其具有的试错搜索和延迟回

报等特点也带来了维数灾难和时间信度分配问题.其中维数

灾难是指由于状态和动作的维数过高,导致agent没有足够

的能力和资源在有限的时间和空间内找到一种合理的策略;

时间信度分配问题是由于环境的反馈信息比较稀疏并且有较

大的延时性,因此在agent执行多次动作并收到一个奖励后

再决定先前动作的奖励分配方案是比较困难的.针对数量巨

大的物理机和虚拟机而言,基于强化学习的 VMP模型需要

采取措施来避免维数灾难和时间信度分配问题,本文主要通

过状态聚合以及改进CloudSim执行流程来解决上述问题.

４．１　VMP模型

本文将云数据中心的虚拟化资源池用(V,H,HV)表示,

其中V＝{v１,v２,􀆺,vm}表示含有 m 个虚拟机的集合,H＝
{h１,h２,􀆺,hn}表示具有n个物理主机的集合;HV 表示虚拟

机与物理机之间的映射关系,当某一物理机的资源满足虚拟

机运行所需资源时,则该虚拟机能成功放置到物理机上,其关

系可以表示为 HV＝{‹vi,hj›|vi∈V,hj∈H}.基于上述描

述,下面分别从状态空间、动作空间和奖励函数３个方面对基

于强化学习的 VMP问题进行建模,使其能够形成通用有效

的强化学习模型.

４．１．１　状态空间

在文献[１４]中通过长达３个月的监控实验总结出主机的

功耗与其 CPU 利用率的相关系数高达０．９９０６６７,可见物理

机的能耗与其CPU利用率呈线性关系,因此为了优化物理机

集群的总能耗,将第i个物理机的 CPU 利用率定义为si,那

么在时间步t时物理机集群的状态空间为St＝(s１,s２,􀆺,

si,􀆺,sn),其中n为物理机的数量.

４．１．２　动作空间

为了将虚拟机放置到合适的物理机上,在强化学习中规

定动作空间与物理机集合呈对应关系,(０/１)ji 用表示第i个

虚拟机是否放置到第j个物理机上,例如动作空间Ai＝(０,

０,１,􀆺,０)说明第i个虚拟机根据策略被放置在第３个物理

机上.因此对于包含n个物理机的集群,其动作空间为A＝
(h１,h２,􀆺,hn).

４．１．３　即时奖励函数

因为本文是将物理机集群的能耗最小化作为优化目标,

所以考虑每次状态更新时的即时奖励为物理机集群的总能

耗.同时针对物理机的CPU 负载状态,本文定义集群中第i
台物理机的功率模型公式如下[１５]:

Pi(u)＝
K∗Pmax

i ＋(１－K)∗Pmax
i ∗u, ifu＞０

０, otherwise{ (５)

其中,K 表示空闲物理机消耗能耗的百分比,Pmax
i 表示集群

中第i台物理机在满负载时所消耗的能量,u为CPU利用率.

另外,物理机负载是随时间而不断变化的,现假设u(t)为单位

时间内物理机CPU利用率的变化函数,则从t０ 时刻开始,一

个物理机在单位时间t内的能耗为:

Ei(t０)＝∫
t０＋t

t０
Pi(u(t))dt (６)

为了解决异构物理机功率差异在每一个时间步所造成的

奖励值偏差,利用每一个物理机的前一时间步能耗与当前时

间步能耗之比来保证归一化,最后总能耗为所有物理机能耗

之比的和,其公式为:

E(t０)＝∑
n

i＝１
(Ei(t０－t)

Ei(t０)
) (７)

其中,n为集群中物理机的数量.同时为了符合 QＧLearning

(λ)算法的最大化奖励选择策略,Ei(t０－t)
Ei(t０)

表示用前一单位

时间内的总能耗除以当前单位时间内的总能耗.如果强化学

习生成的策略有效降低了物理机能耗,则有Ei(t０)≤Ei(t０－

t),即Ei(t０－t)
Ei(t０) ≥１,相反则有Ei(t０－t)

Ei(t０) ＜１.因此,物理机总
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能耗之比的和E(t０)越大,说明当前单位时间内物理机集群

产生的能耗越少,QＧLearning(λ)算法生成的策略越有效,随

后根据该算法的特性会逐步增大长期奖励,最终生成总能耗

最小的策略[１６].

４．２　状态聚合

随着 VMP问题中物理机数量和迭代次数的增加,其状

态空间的维数会呈指数增长,最终将由于维度过高而对收敛

速度和优化值产生负面影响.因此为了加快算法学习过程,

本文利用状态聚合的方法,该方法可以在一定程度上解决该

问题,其公式为:

E＝

Sk, ifsi∈[１０k,１０(k＋１)]andk∈[０,９]

andi∈[１,n]

Sl, ifsi＝１００
{ (８)

其中,si 为一个物理机的 CPU 利用率,k为０到９之间的整

数,n为集群中物理机的数量.式(９)利用Sk 表示 CPU 利用

率在[０,１００)之间的状态空间,并根据k∈[０,９]将利用率按

１０％为单位离散化成１０个状态;利用Sl 表示 CPU 利用率为

１００％时的状态.随后根据Sk 的１０个状态将其映射成０到９

之间的１０个数字,同时设置Sl＝９.最终状态空间中所有物

理机的CPU利用率都能用一串离散化后的数字表示,例如

１０ 个 物 理 机 的 CPU 利 用 率 状 态 可 以 表 示 为 s＝
(００１５４０９４０３),这极大简化减少了 VMP问题中状态空间的

维度和计算量[１７].

４．３　CloudSim执行流程的改进

针对时间信度分配问题,本文主要通过改进仿真程序的

执行流程来降低奖励延时性.本文主要采用 CloudSim 来进

行 VMP问题的仿真实验,其通常采用事件机制来进行相关

流程的模拟.CloudSim的事件执行流程为:事件被存放在事

件队列future中,模拟程序开始后,不断地检查future队列,

取出事件并处理(往往伴随新事件的入队),随后更新时间轴

和云数据中心的主机状态,直到future为空则开始执行模拟

程序的终止操作,否则不停触发事件并更新时间轴.由于真

实环境中云数据中心的运转是连续的,每个物理机和虚拟机

的负载都实时变化,因此云数据中心会根据当前时间的需求

和负载来进行虚拟机的创建和放置[１８].而在 CloudSim 中时

间轴是依据事件来更新,为方便模拟,在程序开始时对虚拟机

进行批量创建和统一放置,这将造成 VMP问题的模拟是批

处理而不是真实环境下的流处理.同时该机制对强化学习中

的时间信度分配问题是非常不利的,这是因为虚拟机的批处

理放置造成了物理机集群总能耗的巨大延时,使得动作的即

时奖励分配方案产生了很高的误差[１９].为了有效避免该问

题,本文对 CloudSim 中的 DatacenterBroker和 Datacenter两

个类进行执行流程改进,使其虚拟机的创建和放置更符合实

际环境中的流处理过程,降低强化学习算法在批处理过程中

因奖励更新和动作选择所造成的不合理结果,避免生成的最

优策略不能收敛到最小值.改进后的 CloudSim 执行流程如

图１所示,结合强化学习的 VMP 算法的伪代码如算法 ２
所示.

图１　改进后的CloudSim执行流程图

Fig．１　ExecutionflowchartofimprovedCloudSim

算法２　结合强化学习的 VMP算法

Input:RequestedallphysicalmachinesHostList,VMthatneedstobe

assigned

Output:ThedestinationofVM

１．GetCPUutilizationsofallphysicalmachinesCPUList

２．InitializestateaggregationlistconvertList,totalenergyconsumpＧ

tionvaluetotalPower

３．Fori＝１to|CPUList|do

４．　UsestateaggregationtoconverttheCPUutilizationofaphysical

machinetoanumberbetween１－９

５．　AddtheconversionresulttotheconvertList

６．　TheenergyconsumptionhostPowerofthephysicalmachineis

calculatedby CPU utilizationandenergyconsumption model

PowerModelLinear．

７．　totalPower＋＝hostPower

８．EndFor

９．PassstateconvertListandrewardvaluetotalPowerintothealgoＧ

rithmQＧLearning(λ)forcalculationandselectingactionPM

１０．　IfVMcanbeplacedonPMthen

１１．　 Getmapping‹VM,PM›

１２．　Else

１３．　 Passpenaltyvalueintothealgorithm QＧLearning(λ)torecalＧ

culateandselectaction

１４．　 ReＧexecuteline１０ofcode

１５．EndIf

１６．Return‹VM,PM›

５　仿真实验与结果分析

５．１　仿真环境

本文采用CloudSim４．０对 VMP问题进行仿真实验,通
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过比较强化学习算法和其他经典算法的收敛情况来检验对应

策略在数据中心总能耗最小化方面的有效性.仿真实验模拟

了一个包括３００台异构物理主机的数据中心,其中物理机按

照 HPProLiantML１１０G５,HPProLiantDL３６０G７和 HPProＧ

LiantDL３６０Gen９３种类型平均分布,具体配置参数如表１所

列.同时为了保证结果的真实性,本文选取PlanetLab提供的

２００台真实虚拟机在一天内的 CPU 利用率数据,并且实验中

虚拟机的配置信息参考 AmazonEC２的实例类型[２０],虚拟机数

量按照几种配置信息平均分配,其详细配置如表２所列.

表１　物理机配置

Table１　Physicalmachineconfiguration

物理机
HPProLiant
ML１１０G５

HPProLiant
DL３６０G７

HPProLiant
DL３６０Gen９

处理器/Mips ２６６０ ３０６７ ２３００
核心数 ２ １２ ３６

内存/GB ４ １６ ６４
带宽/(GB/s) １ １ １

表２　虚拟机配置

Table２　Virtualmachineconfiguration

虚拟机 Large Medium Small Micno Nano
处理器/Mips ２５００ ２０００ １０００ ５００ ２５０

内存/GB ２０４８ ２０４８ １０２４ １０２４ ５１２
带宽/(GB/s) １ １ １ １ １

本文将分别比较启发式算法 Greedy、元启发式算法PSO
(ParticleSwarmOptimization)以及强化学习算法 QＧLearning
和 QＧLearning(λ)在 VMP问题中的能耗,其中 PSO 算法、QＧ

Learning算法和 QＧLearning(λ)算法的参数设置如表３所列.

表３　各算法的参数设置

Table３　Parametersettingofeachalgorithm

算法 PSO QＧLearning QＧLearning(λ)
迭代次数Iteration １００ １００ １００

学习速率α ０．８ ０．８
折扣系数γ ０．９ ０．９

更新步系数λ １
粒子种群 N ３００
惯性权重w ０．１

加速因子c１,c２ ２

５．２　实验结果分析

在强化学习中,折扣率γ的取值可以有效影响算法的收

敛结果,当r＝０时,QＧLearning(λ)算法只考虑即时奖励,而

随着γ值的不断增长,该算法中未来奖励的权重增大.如

图２所示,本文在相同模拟环境下对不同折扣率γ值进行实

验,可以发现当r＝０．９时数据中心的总能耗最小,因此后续

实验中强化学习算法的折扣率统一设置为０．９.

图２　不同折扣率下 QＧLearning(λ)算法的平均总能耗图

Fig．２　AveragetotalenergyconsumptiondiagramofQＧLearning(λ)

algorithmunderdifferentdiscountrates

针对强化学习中的状态聚合和时间信度问题,本文设计

了两个实验来分别比较模型在改进前后的性能差异.图３是

针对 VMP问题 QＧLearning(λ)算法是否进行状态聚合的比

较结果.由图３可知,在相同模拟环境下,经过状态聚合的算

法比未经过状态聚合的算法有更快的收敛速度,这对解决大

规模以及实时性要求较高的问题有很强的实用性.图４是针

对 VMP模型是否进行时间信度改进的比较结果,由图可知

虽然在收敛速度上两者相差不大,但是改进时间信度后,模型

在收敛值方面要优于改进前的模型.

图３　状态聚合与收敛结果的关系

Fig．３　Relationofstateaggregationandconvergenceresults

图４　时间信度与收敛结果的关系

Fig．４　Relationoftimereliabilityandconvergenceresults

图５是各类算法在 VMP问题中的能耗比较,由图可知

QＧLearning(λ)算法比PSO算法和 QＧLearning算法具有更快

的收敛性,同时该算法收敛的最优值要远小于 Greedy算法和

PSO算法的值,因此在 VMP问题中 QＧLearning(λ)算法既保

证了收敛速度又具有更好的最优值.

图５　各类算法在 VMP问题中的能耗比较

Fig．５　Energyconsumptioncomparisonofvariousalgorithmsin

VMPproblem

表４是 VMP问题中的能耗数据以每１０次迭代为单位

所求 的 平 均 值.由 表 ４ 可 知,当 各 类 算 法 最 终 收 敛 后,

QＧLearning(λ)算法的平均收敛值要比 Greedy算法大约降低

了７１．７％,比PSO算法大约降低了６５．４％.
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表４　各算法的平均收敛值

Table４　Averageconvergencevaluesofalgorithms

QＧLearning QＧLearning(λ) Greedy PSO
１ ３．８８×１０６ ２．４９×１０６ ６．４６×１０６ ６．３１×１０６

２ ２．４２×１０６ １．８２×１０６ ６．４６×１０６ ５．３８×１０６

３ ２．２６×１０６ １．８２×１０６ ６．４６×１０６ ５．２３×１０６

４ ２．２２×１０６ １．８３×１０６ ６．４６×１０６ ４．９７×１０６

５ ２．１２×１０６ １．８３×１０６ ６．４６×１０６ ５．１７×１０６

６ ２．２０×１０６ １．８４×１０６ ６．４６×１０６ ５．０１×１０６

７ ２．１６×１０６ １．８３×１０６ ６．４６×１０６ ５．２７×１０６

８ ２．０３×１０６ １．８３×１０６ ６．４６×１０６ ５．３２×１０６

９ ２．０６×１０６ １．８４×１０６ ６．４６×１０６ ５．５９×１０６

１０ ２．０７×１０６ １．８３×１０６ ６．４６×１０６ ５．２９×１０６

图６是保持物理机数量不变,各类算法在不同虚拟机数

量下的能耗变化.由图６可知,随着虚拟机数量的不断增加,

QＧLearning(λ)算法相较于其他算法所增加的能耗更小,因此

该算法具有更好的稳定性.表５是各类算法在不同虚拟机数

量下的具体能耗值.由表５可知,随着虚拟机数量的增加,QＧ
Learning(λ)算法的能耗变化最小,当虚拟机数量为３００时该

算法比 Greedy算法的能耗值大约低７１．５％,比 PSO 算法的

能耗值低６３．３％,比 QＧLearning算法的能耗值约低１６．４％.

图６　各类算法在不同虚拟机数量下的能耗比较

Fig．６　Energyconsumptioncomparisonofvariousalgorithms

underdifferentvirtualmachinenumbers

表５　各算法在不同虚拟机数量下的能耗值

Table５　Energyconsumptionvaluesofeachalgorithmunder

differentvirtualmachinenumber

QＧLearning QＧLearning(λ) Greedy PSO
５０ ０．５１×１０６ ０．１１×１０６ １．５６×１０６ １．５４×１０６

１００ １．０４×１０６ ０．９２×１０６ ３．０６×１０６ ３．１８×１０６

１５０ ２．３６×１０６ １．１２×１０６ ４．８９×１０６ ３．９８×１０６

２００ ２．７４×１０６ １．９１×１０６ ６．３９×１０６ ５．９７×１０６

２５０ ３．４８×１０６ ２．０８×１０６ ８．０１×１０６ ６．９１×１０６

３００ ４．０３×１０６ ２．４２×１０６ ９．１１×１０６ ８．０６×１０６

通过比较图５和图６可知,QＧLearning(λ)算法在收敛到

最小值时所需的迭代次数要小于 PSO 算法和 QＧLearning算

法,同时该算法计算出的总能耗最优值也远小于 Greedy算法

和PSO算法,因此总体来说强化学习算法在收敛速度和最优

值上都要优于启发式算法和元启发式算法.

本 文 采 用 了 HP ProLiant ML１１０ G５,HP ProLiant
DL３６０G７和 HPProLiantDL３６０Gen９等３种配置的物理

机,参 考 SPEC(StandardPerformanceEvaluationCorporaＧ
tion)的数据可知,各类型物理机的平均性能功耗比分别为

４３１,２９７９和１０１１８,而该值越大表明物理机在相同性能下的

能耗越少.表６是各算法根据 CPU 利用率对不同配置物理

机进行分类的详细数据.由表 ６ 可 知,当 CPU 利 用 率 为

８０％~１００％时,QＧLearning(λ)算法是所有算法中使用 G５物

理机数量最少的,同时也是使用 Gen９物理机数量最多的;当

CPU利用率为０~２０％时,QＧLearning(λ)算法在所有算法中

使用的 G５物理机数量最多,同时其使用的 Gen９物理机数量

最少.根据平均性能功耗比的定义可知,Gen９物理机的数量

越多,则云数据中心能够提供的性能越高,同时产生的能耗越

少;相反 G５物理机的数量越多,则云数据中心能够提供的性

能越低,同时产生的能耗越多.因此在以能耗为标准的 VMP
问题中,根据 QＧLearning(λ)算法生成的放置策略符合实际情

况并且所产生的总能耗最小,同理 QＧLearning算法次之,

Greedy算法最差,PSO算法要稍优于 Greedy算法.

表６　在不同CPU利用率下各算法的物理机数量分布

Table６　Quantitydistributionofphysicalmachinesofeachalgorithm

underdifferentCPUutilization

QＧLearning QＧLearning(λ)Greedy PSO
[８０％,１００％]G５ ３９ １ ７２ ５０
[８０％,１００％]G７ ８ ４ ９ １４

[８０％,１００％]Gen９ ８ １９ ０ ４
(２０％,８０％)G５ ２６ ０ ２４ ２０
(２０％,８０％)G７ ３２ ２２ ３５ ２９

(２０％,８０％)Gen９ ２９ ２６ ３８ ２４
[０,２０％]G５ ３５ ９９ ４ ３０
[０,２０％]G７ ６０ ７４ ５６ ５７

[０,２０％]Gen９ ６３ ５５ ６２ ７２
[８０％,１００％]总数 ５５ ２４ ８１ ６８
(２０％,８０％)总数 ８７ ４８ ９７ ７３
[０％,２０％]总数 １５８ ２２８ １２２ １５９

物理机数量 ３００ ３００ ３００ ３００

结束语　本文以云数据中心内所有物理机产生的总能耗

为奖励值,将物理机集合的CPU利用率和索引分别作为状态

空间和动作空间,结合 VMP问题并针对维数灾难和时间信

度分配两个方面的问题对 QＧLearning(λ)算法进行优化,最终

利用CloudSim仿真程序对其进行建模和实验.在仿真实验

中,本文首先设计状态聚合实验和时间信度实验,证明了

QＧLearning(λ)算法的优化有效性;随后通过比较４种算法在

VMP问题中的收敛速度和最优值证明了 QＧLearning(λ)算法

的性能;最后分析了４种算法在不同类型物理机之间的数量

分布,证明了根据 QＧLearning(λ)算法生成放置策略的实用性

和科学性.
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