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프로젝트�개요

목표

● 운동 자세의 실시간 평가 및 개선을 위한 피드백 제공 
시스템 개발

- 6가지 운동에 대하여 분류

- 운동별 2가지 이상 자세 평가

- 실시간 피드백 출력  

배경

● 비대면 피트니스 시장의 성장과 전문가의 직접적인 
피드백 부재 문제 해결 필요

기대 효과

● 운동 효율성 증대 및 부상 방지를 위한 실시간 정확한 
피드백 제공



접근�방법

1. 데이터 수집 및 처리: 
a. 웹캠을 통해 실시간으로 사용자의 운동 영상을 

수집하고 전처리

2. 포즈 추정: 
a. YOLOv8을 기반으로 한 포즈 추정 모델을 사용하여 

실시간으로 운동자의 키포인트 검출

3. 운동 패턴 분석: 
a. LSTM 네트워크를 활용하여 수집된 시계열 키포인트 

데이터로부터 운동 패턴을 분석하고 식별

4. 자세 평가 알고리즘: 
a. 운동별 특정 조건들을 기반으로 각 자세의 정확성 평가

5. 피드백 메커니즘: 
a. 정확성이 떨어지는 자세에 대해 개선점을 제시하는 

피드백 시스템 설계
실시간�운동�평가�시스템�워크플로우�구조도



프로젝트�개발�환경

1. 버전 관리 및 코드 협업:
- Git

- GitHub

2. 개발 언어 및 통합 개발 환경(IDE):
- Python

- PyCharm

- Google Colab 

3. 주요 라이브러리 및 프레임워크:
- Ultralytics

- TensorFlow

- Weights & Biases (W&B)

4. 모델 학습 및 실행 환경:
● YOLOv8

○ 용도: 객체 탐지 및 Keypoint Detection

● LSTM (Long Short-Term Memory)

○ 용도: 운동 분류를 위한 시계열 및 순차 데이터 

처리



팀�역할

김요셉�(팀장)
YOLOv8�모델링�

● YOLOv8�모델�학습�및�최적화�

● 키포인트�검출�향상

● 모델�추론�파이프라인�구축

김은교
통합�시스템�엔지니어링

● 전체�시스템�아키텍처�설계�및�통합

● Notion,�Github�및�결과물�통합�관리

● 데이터�라벨링�작업�

고정빈
운동별�자세�평가�알고리즘�개발

● 운동별�테크닉�평가�기준�설정

● 알고리즘�설계�및�개발

● 평가�알고리즘�테스팅

임태하
시퀸스�모델링(LSTM)�

● LSTM�모델�학습�및�최적화

● 시계열�데이터�전처리�파이프라인�구축�

● 운동�패턴�인식�정확도�향상

박현상
데이터�엔지니어링

● 데이터�수집�및�관리

● AI�HUB�데이터셋�관리

● 데이터�전처리�파이프라인�구축

최아리
SW�개발�및�인터페이스�디자인

● UI/UX�디자인�및�개발

● Gradio�모델�서빙�및�프로토타입�개발�

● 데이터�라벨링�작업�



프로젝트�일정

1주차 2주차 3주차 4주차 중간
발표

[10/17-10/24]
프로젝트 계획 설정
및 데이터 수집

[10/25-10/31]
데이터 전처리 및
Yolov8 모델 키포인트 추출 학습

[11/1-11/7]
키포인트 감지 성능 향상 및
LSTM 모델 운동 분류 학습

[11/8-11/13]
모델 성능 평가 
및 인터페이스 정립



데이터셋

AI HUB의 피트니스 자세 이미지 데이터 소스

● 다양한 자세와 체형을 가진 사람들의 홈트레이닝 

이미지

● 구축 목적:

○ 국가 차원의 인공지능 경쟁력 강화를 위한 

피트니스 데이터 구축.

○ 5G 기반 증강현실 컨텐츠 및 원격치료 

서비스 개발에 기여.

● 데이터의 활용:

○ 본 프로젝트에서는 실시간 운동 자세 평가 

및 개선 제안을 목표로 함.

○ 데이터의 다양성을 통해 모델의 정확도와 

범용성 향상에 기여.



데이터셋

● 전신에 걸친 24개의 키포인트
● 5개의 다른 각도로 촬영된 운동 이미지
● 각 운동에 대한 바른 자세 데이터와 올바르지 않은 
자세 데이터 존재

○ 본 프로젝트에서는 정자세 데이터 학습

데이터 주요 특징 

A 우측후면 B 우측측면 C 정면

D 좌측측면 E 좌측후면



모델 개요 

● YOLOv8-pose: YOLO 기반, 객체 검출 및 동시에 실시간 자세 추정을 수행하는 모델

● YOLO: 한 번의 순전파로 이미지를 여러 그리드로 나누고, 
    각 그리드 셀에서 객체의 경계 상자와 클래스를 예측합니다.

● 장점: Yolov8-pose는 객체 검출과 자세 추정을 동시에 수행하며 실시간 환경에서 
효과적으로 동작합니다.(실시간 자세 추정)

YOLOv8을�활용한�Keypoint�Detection



모델 개요 

● Pose Estimation: 이미지의 특정 지점 위치(키포인트) 식별 작업
키포인트: 관절, 랜드마크 또는 기타 독특한 특징과 같은 개체의 다양한 부분
(2D [x, y] 또는 3D [x, y, visible] 좌표 집합)

● 모델의 출력: 신뢰도 점수와 객체의 키포인트를 나타내는 포인트 세트
한 장면에서 개체의 특정 부분에서 서로 위치 관계를 식별해야 할 때 유용

YOLOv8을�활용한�Keypoint�Detection

Pose - Ultralytics YOLOv8 Docs

https://docs.ultralytics.com/tasks/pose/


Keypoint detection 과정 

● 입력 이미지를 정사각형 이미지로 크기를 조정하고, 정규화를 통해 픽셀 값을 [0, 1] 
범위로 조정합니다.

● 이미지 특징 추출 > PANet(Pyramid Attention Network)로 특징 피라미드 구성 
> 정보를 효과적으로 전파 > 신뢰도(confidence)와 좌표 정보(x, y)를 예측

YOLOv8을�활용한�Keypoint�Detection





YOLOv8을�활용한�Keypoint�Detection



YOLOv8을�활용한�Keypoint�Detection



Keypoint detection 과정 

● 겹침 제거(Non-Maximum Suppression, NMS)을 사용하여 겹치는 예측 결과를 정리하고, 
가장 확률이 높은 키포인트를 선택

● 키포인트는 정규화된 상대 좌표로 나오기 때문에, 이를 절대 좌표로 변환하고 이미지 
크기에 맞게 조정

YOLOv8을�활용한�Keypoint�Detection



Keypoint detection 과정 

● NMS

YOLOv8을�활용한�Keypoint�Detection



Keypoint detection 과정 

● 6가지 운동에 대한 분류 모델 - 문제점

● 1. 장기 의존성(Long-Term Dependencies) 문제
프레임 간의 자세 연속성을 학습하지 못한 경우, 연속적인 동작을 구분하기 어려움
시퀀스 묶음으로 입력이 필요함 >> LSTM 모델 활용

● 2. 연속적인 동작에 대한 정확한 라벨링이 어려움
운동마다, 구분 동작마다 라벨링을 위한 충분한 데이터 확보의 어려움
다른 운동이더라도 한 프레임 기준 인간도 판단 내리기 어려움 비슷한 자세 존재
충분한 데이터 확보 시 학습 소요 시간 증가 문제 발생

● >>> yolo모델을 키포인트 추출, lstm모델을 동작 구분에 활용

YOLOv8을�활용한�Keypoint�Detection



Yolov8 Augment

● 모자이크 이미지(4장 또는 9장의 이미지를 하나의 모자이크 이미지로 결합)

● 좌우 Flip(p=0.5), 회전(degrees=3), Perspective(0.0001)

YOLOv8을�활용한�Keypoint�Detection



평가 매트릭스

YOLOv8을�활용한�Keypoint�Detection



Action Recognition 방법론 선택

LSTM을�통한�운동�패턴�인식�및�분류

각 프레임을 독립적으로  처리

그럼 연속적인 프레임에서  운동의 동작 패턴을 
포착하는 최적의 방법은?

Keypoint 데이터 활용  

VS. 

이미지 데이터 활용



Keypoint 데이터를 활용한 LSTM

LSTM을�통한�운동�패턴�인식�및�분류

제한된 데이터셋과 다양한 환경에서의 운동 분류 
문제에 대한 효과적인 성능을 실시간 환경에서 
기대하기에  keypoint 데이터를 활용한 LSTM이 
낫다고 판단.

시간 경과에 따른 관절의 부드러운 움직임을 
보여주는 모션 캡처 데이터

● 데이터셋 한계 극복
● 검증된 객체 탐지 및 포즈 추정 성능
● 계산효율성  고려 



LSTM?

LSTM을�통한�운동�패턴�인식�및�분류

 
● RNN의 장기 의존성 문제(long-term 

dependencies)를 해결하기 위해서 나온 모델
● 시계열 데이터를 처리하는 데 사용
● 셀(cell)과 게이트(gate)로 구성됨
● 장점

i. 장기 의존성 문제 해결 가능
ii. 다양한 시퀸스 데이터 처리 가능

● 단점

i. 계산 비용 비교적 높음 
ii. 모델 구조가 복잡함 



데이터 전처리(1) - JSON 데이터 처리 및 정규화

[384 rows x 1 column]

Data Extraction + Normalization

LSTM을�통한�운동�패턴�인식�및�분류



데이터 전처리(2) - 패딩 처리 및 시퀀스 추출

Total sequences shape: (1, 16, 48)Padding 처리

● 처리 과정: 필요한 프레임 수(16)에 

도달하지 않은 경우,  값을 추가하여 

패딩함

● 예시: 데이터 프레임의 길이가 필요한 

길이에 미치지 못할 경우, 나머지 

부분은 0으로 채움

Sequence 추출

● 데이터 프레임에서 x축, y축 데이터만 

추출하여 (16, 48) 크기의 시퀀스로 

재구성

● NumPy 배열로 변환

LSTM을�통한�운동�패턴�인식�및�분류



데이터 전처리(3) - 데이터 결합, 레이블 데이터 준비, 원-핫 인코딩

 데이터 결합

● 개별 시퀀스 데이터를 하나의 큰 데이터 세트로 결합

● -> 모든 시퀀스 데이터를 포함하는 (253, 16, 48) 크기의 배열 생성

 레이블 데이터 준비

● 분류할 운동의 종류에 따라 각 시퀀스에 레이블 할당

● -> 각 시퀀스에 대한 레이블을 포함하는 배열 생성

 원-핫 인코딩

● 레이블을 수치적 형태로 인코딩함

● 예시: '운동 A'는 [1, 0, 0, 0, 0, 0], '운동 B'는 [0, 1, 0, 0, 0, 0] 등으로 변환됨

● -> 모든 레이블을 포함하는 (253, 6) 크기의 배열 생성

LSTM을�통한�운동�패턴�인식�및�분류



데이터셋 구조

● 데이터 형태: 16개의 프레임에 대한 x, y축 값 각각 24개

● 입력 데이터 차원: X.shape = (253, 16, 48) 

a. 253개 샘플, 각각 16개 프레임, 프레임당 48개 특징

● 출력 레이블 차원: y_encoded.shape = (253, 6) 

a. 253개 샘플, 6개 운동 분류

학습 및 검증 데이터셋 분할

● 분할 비율: 8:2

LSTM을�통한�운동�패턴�인식�및�분류

모델 훈련에 사용된 데이터셋 구조 



LSTM을�통한�운동�패턴�인식�및�분류

모델 학습



LSTM을�통한�운동�패턴�인식�및�분류

모델 추론



평가 매트릭스와 벤치마킹 (1)

LSTM을�통한�운동�패턴�인식�및�분류



평가 매트릭스와 벤치마킹 (2)

LSTM을�통한�운동�패턴�인식�및�분류

운동 유형 정확도 (실시간) 정확도 (테스트셋)

푸쉬업 90% 100%

크로스 런지 70% 100%

풀업 40% 100%

버피테스트 89% 100%

바벨 스쿼트 89% 100%

사이드 레터럴 레이즈 89% 100%

● 프레임 전처리의 일관성 부족.

○ 일관성을 유지하려면 

운동별로 LSTM 

학습시켜야함 

● 실시간 처리의 복잡성.

● 데이터 품질과 다양성 부족. 

과적합 발생. 실제 다양한 조건과 시나리오에서는 모델의 일반화 능력이 떨어짐.



운동�상태�평가�방법

● 기본적인 구분 동작 함수 구현
● 한 시퀀스 단위로 이전값과 비교하여 분산 값을 활용
● 데이터셋 json을 활용하여, 통계자료를 구축함으로써 기본적인 임계값(threshold)으로 설정
● Webcam으로 테스트 하면서 임계값(threshold)을 미세 조정

● 기준 상태 도달 유무 또는 기준 범위 이탈을 기준
● 운동 상태 구분의 성능 향상을 위해 오차범위 설정
● 정규화된 임계값(threshold) 설정

● LSTM에 입력하는 시퀀스 단위로 운동 상태 평가
● 운동별 카운트 함수 구현

상태 평가 및 횟수 측정 모듈 작성



운동�상태�평가�방법



운동�상태�평가�방법



운동�상태�평가�방법



Gradio를�활용한�UI�설계와�프로토타입�제작



Gradio를�활용한�UI�설계와�프로토타입�제작

1. 키 포인트 시각화 및 운동 분석

- YOLOv8로 키포인트 검출

- LSTM을 사용한 운동 분류

2. 운동 평가 및 운동 횟수 측정 모듈 설계 

- 조건문을 활용하여 구간별 운동 평가 및 횟수 측정

3. Gradio 인터페이스 구성

- 6가지 운동 탭과 UI 구성 

- classify_video 함수를 통한 분석 

4. 동영상 저장 및 결과 반환

- H.264 코덱 사용, 28fps 설정, 분석된 프레임 저장 

- 생성된 동영상 파일 경로 반환 및 Gradio UI 출력 



결과�시연

Gradio를 통해 구현된 사용자 친화적인 인터페이스를 가진 프로토타입 제작

시각 자료

● 실제 Gradio 프로토타입의 사용자 인터페이스 스크린샷

https://docs.google.com/file/d/1e8tS-0Ghet5iYrPEpPHok_fdBlGFIiNb/preview
https://docs.google.com/file/d/1lQr40PxhUfjA0UPR6Gl2IqlXDjdUCNV8/preview


이슈사항과�해결방안

1.�운동분류�성능향상�

● 문제�발견:

○ 상황:�AIHUB�데이터셋에�방향이�측면,사선,정면�등으로�구분되어�있음

○ 영향:�특정�방향에서�분류�인식�성능�저하

● 문제�해결을�위한�접근:

○ 전략:�추가로�다양한�방향의�데이터셋�확보

○ 구현:�CCL이�있는�동영상을�수집하여,�AIHUB�데이터와�유사한�구조로�데이터셋�변경�



이슈사항과�해결방안

2.�LSTM을�통한�운동�분류�정확도�향상�

● 문제�발견:

○ 상황:�YOLOv8을�활용한�운동�분류할�시,�유사한�준비�동작에서�잘못된�예측�발생.

○ 원인:�키포인트만을�기반으로�정적으로��운동�분류,�단일�모델로�연속�동작를�고려하지�못함.

● 문제�해결을�위한�접근:

○ 전략�:�연속동작을�구분�할�수�있는�모델을�결합

○ 구현�:�YOLOv8은�단일�클래스로�사람의�키포인트�감지�,�LSTM은�키포인트의�시퀸스를�분석하여�연속�동작�인식.

● 성과:

○ 운동�연속�동작�인식�성능�향상.

○ 운동�분류�시�오류�감소�



3.�프레임�정렬을�통한�LSTM�성능�향상

이슈사항과�해결방안

● 문제�발견:

○ 상황:�운동별�1회당�프레임�수�차이�(3프레임�vs�9프레임)�.

○ 영향:�불규칙한�시퀸스�길이가�LSTM�모델의�패턴�인식�능력�저하.

● 문제�해결을�위한�접근:

○ 전략:�운동당�16프레임으로�시퀸스�길이�통일.

○ 구현:�빈�프레임에�대한�패딩(0)�적용으로�일관된�입력�시퀸스�길이�확보.

● 성과:

○ LSTM�모델의�시간적�패턴�인식�능력�향상.



향후�도전과제

● 과적합 해결 (모델의 일반화된 성능 향상)
○ AI HUB 데이터셋의  다양한 운동 활용
○ 다양한 환경의 데이터셋 구축 

● LLM 통합 (OpenAI API)
● 실제 프로토타입  앱 형태로 배포

개인화된 AI Fitness Trainer 앱 개발(AI프로젝트)



Q&A



LSTM이 궁금해요 

Appendix�

RNN 구조 LSTM 구조
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LSTM이 궁금해요 
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