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CONTENT SUMMARY 

Title: A semi-supervised learning approach for Automatic Pronunciation Error 

Detection 

Abstract:  

- Reason for writing: The demand for learning and using English in the world in 

general and in Vietnam in particular is increasing. This stimulates many 

artificial intelligence researches and applications to help non-native speakers 

practice pronunciation. However, current approaches require a lot of data that 

have been carefully labeled by the expert, which are very hard to get. On the 

other hand, the amount of unlabelled data is abundant and has not been fully 

exploited. Therefore, it is pressing to study a method for speech assessment that 

take advantage of unlabeled data, beside labeled data. 

- Problem: build an artificial intelligent system to evaluate speaker’s 

pronunciation. This includes two steps: 

o Build a deep learning model to translate speech into phoneme: The 

input is a reading of sentence, the output is the phoneme sequence of 

the reader. 

o Compare the output and the groudth truth phoneme sequence to 

analyze the accuracy/errors of the speaker’s pronunication. 

- Methods: 

o Training Conformer using Pre-training Wav2Vec2.0 Framework 

combined with Self-training technique Noisy Student Training for 

Phoneme Recognition problem. 

o Find the longest common subsequence between the ground truth 

phoneme sequence and model-predicted speaker phoneme sequence to 

detect miss-pronunciation 

- Content: 

o Knowledge about Convolution Neural Network, Transformer and 

Conformer encoder model. 



 

 

o Knowledge about objective function Connectiontist Temporal 

Classification. 

o Knowledge about Wav2Vec2.0 self-supervised learning pre-training 

framework. 

o Knowledge about Semi-supervised learning technique Noisy Student 

Training self-training method. 

o Knowledge about dynamic programming Longest Common Subsequence. 

o Knowledge about Word Error Rate metric. 

o Knowledge about PyTorch library. 

- Results: 

o Successfully apply the Semi-supervised learning technique for 

training the Conformer model to predict phoneme sequence with PER 

12.66%. 

o Successfully detect phoneme error in speech from predicted phoneme 

sequence of Conformer using Longest Common Subsequence. 

- Conclusion: 

o Deep understanding the knowledge of Wav2Vec2.0 framework, 

Conformer model, CTC objective function, Noisy Student Training 

technique and Longest Common Subsequence algorithm. 

o Successfully applied pretrained Conformer model to Noisy Student 

Training self-training method for improve the downstream task: 

predict phoneme sequence, final PER 12.66%. 

o Successfully applied Longest Common Subsequence for phoneme 

error detection. 

o Experience in research, experiment the result and using opensource. 
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NHẬN XÉT VÀ ĐÁNH GIÁ CỦA GIÁO VIÊN HƯỚNG DẪN 

Luận văn giải quyết một bài toán rất khó trong xử lý âm thanh: phát hiện lỗi phát 

âm tiếng Anh của người nói. Đây là một bài toán có tính ứng dụng cao, là công 

nghệ cốt lõi của một số phần mềm hỗ trợ học tiếng Anh. Tuy nhiên số lượng các 

nghiên cứu được công bố rất ít. Luận văn có thể xem là nghiên cứu tiên phong về 

mô hình đầu cuối (end-to-end model) cho bài toán này.  

 

Luận văn đã thực hiện thành công kỹ thuật huấn luyện mô hình học sâu bán giám 

sát, dựa trên huấn luyện nhiễu cho mô hình student (noisy student training - NST). 

Mặc dù ý tưởng dùng NST đã được thực hiện trong bài toán nhận diện giọng nói, 

cách triển khai đòi hỏi khả năng phần cứng rất lớn để thực hiện cả việc tiền huấn 

luyện (pretraining) và tự huấn luyện (self-training). Luận văn có cách tiếp cận sáng 

tạo để vượt qua các hạn chế về phần cứng: (i) tận dụng các mô hình tiền huấn luyện 

sẵn có, đã được thực hiện để phục vụ cho bài toán nhận dạng giọng nói, (ii) làm nhỏ 

mô hình tiền huấn luyện bằng cách chỉ giữ lại một số khối Conformer. Nối phần 

tiền huấn luyện với một đầu ra phù hợp cho bài toán dự đoán âm vị.  

 

Sinh viên đã thực hiện rất nhiều thử nghiệm để lựa chọn các thông số và kỹ thuật xử 

lý phù hợp, đặc biệt là đưa lớp relative positional embedding vào trước chuỗi các 

khối Conformer.  Ngoài ra sinh viên đã thực hiện được thuật toán phát hiện lỗi sai 

trong phát âm bằng thuật toán tìm chuỗi con chung dài nhất. Trong quá trình thực 

hiện đề tài, sinh viên đã thể hiện được sự hiểu biết tốt về các mô hình học máy, đặc 

biệt là các mô hình xử lý âm thanh. Học viên đã rất chủ động nghiên cứu tìm hiểu 

các phương pháp huấn luyện và các thuật toán để đưa vào ứng dụng cho bài toán. 

Đặc biệt, sinh viên đã rất dũng cảm chọn một đề tài khó và mang tính rủi ro cao. 

Điều này không thường gặp ở một sinh viên đại học.  

 

Kết luận: đây là một luận văn ở mức xuất sắc. .............................................................  
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DANH MỤC TỪ VIẾT TẮT 

TỪ NGỮ Ý NGHĨA 

ASR – Automatic Speech 

Recognition 
Nhận diện giọng nói 

APED - Automatic 

Pronunciation Error 

Detection 

Tự động phát hiện lỗi phát âm 

Attention – Attention 

mechanism 
Cơ chế chú ý 

Average Pooling 
Toán tử tính trung bình các điểm giá trị trong cùng một 

vùng đang xét – thuộc CNN 

Batch Một lô các mẫu dữ liệu 

Beam Search 
Thuật toán tìm kiếm chùm cải tiến dựa trên tìm kiếm 

tham lam 

Beam width Kích cỡ của mỗi chùm trong Beam Search 

CALL – Computer-

assisted Language 

Learning 

Học ngoại ngữ với sự trợ giúp của máy tính 

CAPT – Computer-

assisted Pronunciation 

Training 

Máy tính hỗ trợ học phát âm 

CNN – Convolution 

Neural Network 
Mạng nơ-ron tích chập 

Codebook 
Một nhóm các vector nhúng có kích thước cố định được 

học bởi mô hình (Wav2Vec2.0) 

CV – Computer Vision Thị giác máy tính 

Contrastive Loss Hàm mất mát tương phản 

Contrastive Task – Tác vụ tương phản – Học tương phản 



 

 

Contrastive Learning 

Convolution Tích chập 

Convolution 

Subsampling 
Lớp tích chập giảm kích thước dữ liệu 

Cosine Similarity Thước đo sự tương đồng giữa hai vector 

CRF – Conditional 

Random Field 

Mô hình thống kê dành cho các bài toán nhận diện mẫu 

và học máy 

CTC – Connectionist 

Temporal Classification 

Hàm mất mát cho các bài toán phân loại chuỗi nhãn 

theo thời gian 

Decision-directed 

Learning 

Huấn luyện theo hướng quyết định là phương pháp tìm 

lời giải theo hướng lặp đi lặp lại 

DBN – Deep Belief 

Network 

Mạng niềm tin sâu là một mô hình huấn luyện theo 

hướng học không giám sát 

Diversity Loss Hàm mất mát đa dạng trong Wav2Vec2.0 

Downstream task 
Tác vụ phía sau, là tác vụ chính muốn giải khi tận dụng 

lại mô hình đã được tiền huấn luyện 

DWT – Dynamic Time 

Warping 

Thuật toán đo lường độ tương đồng giữa hai chuỗi tuần 

tự có chiều dài khác nhau 

E2E – End-to-end Đầu cuối, thường nói đến mạng học sâu 

Encoder Bộ mã hóa 

Feature encoder 
Bộ mã hóa tính năng (tầng tích chập trong 

Wav2Vec2.0) 

Fine-tune, fine-tuning Điều chỉnh mô hình sau khi tận dụng tiền huấn luyện 

Global Statistics 

Supervision 
Giám sát thống kê toàn cầu 

GLU – Gated Linear Unit 
Cơ chế cổng để kiểm soát luồng thông tin trong mạng, 

tương tự với cơ chế tự chú ý 

GOP – Goodness of Thuật toán tính tỉ lệ giống nhau giữa chuỗi âm vị của 



 

 

Pronunication người nói với chuỗi âm vị thực tế 

Ground truth Mẫu thực tế, luôn đúng 

HMM – Hidden Markov 

Model 
Mô hình thống kê dựa trên tính chất Markov 

ImageNet 
Cơ sở dữ liệu ảnh lớn thiết kế cho các tác vụ nhận diện 

ảnh và các nghiên cứu liên quan 

Language Model Mô hình ngôn ngữ 

LCS – Longest Common 

Subsequence 

Thuật toán quy hoạch động tìm chuỗi con chung dài 

nhất 

LER – Label Error Rate Tỉ lệ lỗi nhãn 

Logits 
Giá trị xác suất lớp cuối cùng của mạng nơ-ron (cung 

cấp phân phối xác suất trên tập từ điển) 

Multiple-instance 

Learning 

Là một loại học giám sát, thay vì nhận được một nhãn 

sẽ nhận được một nhóm nhãn 

NST – Noisy Student 

Training 

Là phương pháp huấn luyện bán giám sát, được mở 

rộng ý tưởng từ tự huấn luyện và chắt lọc mô hình thế 

hệ sau 

Partial Supervision Giám sát một phần 

PER – Phoneme Error 

Rate 
Tỉ lệ lỗi âm vị 

Phoneme Âm vị 

Pointwise Convolution Tích chập theo từng điểm, có kerkel size 1 × 1 

Pre-training Tiền huấn luyện mô hình 

Pseudo Label Nhãn giả được sinh ra từ mô hình teacher 

Relative Sinusoidal 

Positional Encoding 

Là một loại nhúng vị trí cho các mô hình kiểu 

Transformer (có cơ chế chú ý) mà giúp mô hình có khả 

năng nắm được thông tin vị trí tương đối 

ReLU Hàm kích hoạt ReLU 



 

 

RNN – Recurrent Neural 

Network 
Mạng nơ-ron hồi quy 

Self-attention Cơ chế tự chú ý 

Self-labeling Tên gọi khác của self-training 

Self-training Tự học giám sát 

Semi-Supervised 

Learning 
Huấn luyện bán giám sát 

SOTA – state-of-the-art 

Mức độ cao nhất của phát triển, thường chỉ đến kết quả 

tốt nhất theo một thang đo nào đó trong cùng một lĩnh 

vực 

Stride Bước nhảy trong CNN 

Supervised Learning Huấn luyện giám sát 

Temperature 
Giá trị nhiệt độ trong việc lựa chọn các mục của 

codebook (Wav2Vec2.0) 

Temporal Classification Bài toán phân loại các nhãn theo thời gian 

Time-step Bước thời gian 

Transfer Learning Học chuyển giao 

Unsupervised Learning Học không giám sát 

Weak Supervision Giám sát yếu 

WER – Word Error Rate Tỉ lệ lỗi từ 
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CHƯƠNG 1. GIỚI THIỆU 

1.1. Tổng quan 

1.1.1. Bối cảnh 

Trong thời đại hội nhập ngày nay, việc sử dụng và giao tiếp tiếng Anh ngày càng 

trở nên thông dụng. Việc một người biết giao tiếp bằng tiếng Anh bây giờ không 

phải là chuyện lạ nữa. Đối với Việt Nam, một đất nước đang ngày càng mở rộng 

cánh cửa hội nhập thì tầm quan trọng trong việc học tiếng Anh giao tiếp lại được 

quan tâm hơn bao giờ hết. Toàn cầu hóa đã đem đến nhiều bước ngoặt trong đời 

sống, kinh tế, xã hội: các doanh nghiệp giao thương với nước ngoài ngày càng 

nhiều; các quỹ đầu tư, tập đoàn nước ngoài ồ ạt vào Việt Nam mang theo những cơ 

hội lớn về nghề nghiệp cho người Việt.  

Đi cùng xu hướng đó, những yêu cầu trong tuyển dụng nhân sự của các doanh 

nghiệp cũng đã thiết lập những quy chuẩn cao hơn trong kĩ năng tiếng Anh giao 

tiếp. Tiếng Anh không còn là một yếu tố cộng thêm để xem xét ứng viên nữa mà là 

một yêu cầu bắt buộc khi bạn muốn gia nhập vào các tổ chức [1]. Theo trang Indeed 

[2], việc có một chứng chỉ tiếng Anh có thể hữu ích cho người nói tiếng Anh như 

ngôn ngữ thứ hai hay đang có nhu cầu đi du học, hay là tăng cơ hội ứng tuyển cho 

người có nhu cầu tìm việc. 

Thế nên, việc học tiếng Anh đang rất cần thiết. Vì thế, ngày càng có nhiều ứng dụng 

giúp cho việc tự học cách phát âm tiếng Anh trở nên phổ biến hơn, có thể kể tên 

như Elsa [3] hay Duolingo [4]. Cũng như các nghiên cứu về bài toán đánh giá khả 

năng phát âm của người đọc (đánh giá giọng nói – Speech Verification) trong lĩnh 

vực Trí tuệ nhân tạo cũng đang nổi lên [5] [6] [7] [8] [9]. Tuy nhiên các nghiên cứu 

này đều sử dụng dữ liệu giọng nói đã được đánh nhãn để làm nguồn dữ liệu chính 

trong việc huấn luyện mô hình. Mà dữ liệu giọng nói đánh nhãn là một nguồn rất ít 

ỏi, so với lượng dữ liệu giọng nói không đánh nhãn có nguồn cung dồi dào trên 

Internet. Một kỹ thuật trong lĩnh vực Trí tuệ nhân tạo cho phương pháp tận dụng 

lượng dữ liệu không đánh nhãn để giải quyết bài toán có sẵn gọi là học bán giám sát 

(Semi-supervised Learning). 
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1.1.2. Lý do chọn đề tài 

Lượng dữ liệu có nhãn không quá nhiều, nhưng lượng dữ liệu không có nhãn lại cực 

kỳ dồi dào, nên tôi chọn nghiên cứu kỹ thuật huấn luyện Semi-supervised Learning 

cho bài toán APED và đã chọn “Sử dụng kỹ thuật học bán giám sát cho tự động 

phát hiện lỗi phát âm” làm tiêu đề cho đề tài khóa luận tốt nghiệp của mình. 

1.2. Mục tiêu nghiên cứu 

- Tìm hiểu về kiến trúc Encoder Conformer thuộc bài toán nhận dạng giọng nói. 

- Tìm hiểu về mô hình Pre-training self-supervised learning Wav2Vec2.0 

- Tìm hiểu về kỹ thuật Semi-supervised Learning Self-training Noisy Student 

Training. 

- Áp dụng kết hợp Wav2Vec2.0 để pre-training cho Conformer, sau đó đi huấn 

luyện tiếp Conformer dùng Noisy Student Training. 

- Dùng Conformer đã được huấn luyện để dự đoán chuỗi âm vị của người nói. 

- Tìm hiểu về thuật toán quy hoạch động Longest Common Subsequence (LCS) 

để so khớp giữa chuỗi âm vị thực tế và dự đoán để đánh giá giọng nói, mục tiêu 

là đưa ra được người nói hiện đang sai sót ở vị trí nào trong câu nói. 

1.3. Phạm vi nghiên cứu 

- Kiến thức và hiểu biết về Conformer, Pre-training, Self-training và Longest 

Common Subsequence. 

- Sử dụng bộ dữ liệu có nhãn được kết hợp từ Libri-Light và LibriSpeech cùng 

với bộ dữ liệu không có nhãn LibriSpeech. 

1.4. Ý nghĩa khoa học và thực tiễn 

Nghiên cứu này góp phần làm tiền đề cho nghiên cứu về bài toán Automatic 

Pronunciation Error Detection (APED) sử dụng kỹ thuật Semi-supervised Learning 

trong việc cải thiện khả năng dự đoán chuỗi âm vị của mô hình Conformer, từ đó 

lấy chuỗi dự đoán này đi so sánh với chuỗi thực tế thông qua thuật toán LCS. Kết 

quả thu được sẽ phản ánh tốt hơn về nghiên cứu APED với ngôn ngữ tiếng Anh.  
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CHƯƠNG 2. CƠ SỞ LÝ THUYẾT 

2.1. Bài toán Automatic Pronunciation Error Detection 

2.1.1. Khái niệm 

Với sự phát triển nhanh chóng của việc toàn cầu hóa và giáo dục, số lượng người 

cần học ngôn ngữ ngày càng tăng trưởng. Tuy nhiên, hầu hết người học đều gặp 

một vấn đề đó là không tìm được giáo viên hướng dẫn hoặc không có thời gian để 

đi theo một lộ trình học có hệ thống. Vì thế, những nghiên cứu về hệ thống Học 

ngoại ngữ với sự trợ giúp của máy tính (CALL) nổi lên nhiều hơn [10]. 

CALL được nghiên cứu với mục tiêu đưa ra một dịch vụ giáo dục linh hoạt, mà có 

thể được sử dụng để thay thế hoàn toàn cho yêu cầu của việc học một ngôn ngữ 

trong quãng thời gian bị ngắt quãng, không liền mạch [11]. Đặc biệt, việc luyện tập 

phát âm là một phần rất quan trọng trong việc giao tiếp thường ngày, và hệ thống 

Máy tính hỗ trợ phát âm (CAPT) được thiết kế cho việc này. Những hệ thống kể 

trên đóng vai trò quan trọng trong bài toán Tự động phát hiện lỗi phát âm (APED). 

Một hệ thống APED đầu tiên sẽ đưa ra một đoạn chữ được định nghĩa sẵn (và nếu 

cần thì sẽ kèm thêm một đoạn giọng nói có từ trước để người học có thể nghe tham 

khảo). Nhiệm vụ của người học rất đơn giản: cố gắng đọc đúng đoạn chữ này nhất 

có thể. Ví dụ, người học muốn học cách phát âm từ “apple” (chuỗi âm vị của nó là 

“æ p l”), nhưng người học có thể đọc nhầm thành “ə p l”. Trong trường hợp này, 

chúng ta định nghĩa chuỗi “æ p l” là chuỗi phát âm chuẩn và chuỗi “ə p l” là chuỗi 

của người đọc. Hệ thống APED sẽ dự đoán chính xác được người dùng đọc từ 

“apple” bị sai ở vị trí cụ thể nào, từ đó đưa ra phản hồi cho người học biết để người 

học có thể kịp thời sửa sai, dần dần, người học sẽ cải thiện khả năng phát âm của 

mình [11]. 

2.1.2. Các nghiên cứu đã có 

APED đã được nghiên cứu hàng thập kỷ. Dựa trên cách để đánh giá mức độ so 

khớp giữa câu phát âm từ người học và câu phát âm chuẩn, có một vài phương pháp 

so sánh dựa trên phương pháp Goodness of Pronunciation (GOP) đã được đề xuất 

để giải quyết bài toán APED. Ann Lee và cộng sự [12] đã trình bày kỹ thuật so 
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khớp cho đánh giá phát âm bằng cách căn chỉnh giữa câu nói của người học và câu 

nói chuẩn thông qua Dynamic Time Wraping (DWT). Một bài nghiên cứu khác của 

Ann Lee cùng cộng sự [13] sử dụng biểu đồ hậu nghiệm của Deep Belief Network 

(DBN) làm đầu vào cho DWT (nghiên cứu ở câu trước) để phát hiện sai sót cấp độ 

từ (thay vì theo âm vị như trong luận văn này), cụ thể hệ thống hoạt động bằng cách 

so sánh câu nói của người học (không phải bản xứ) với ít nhất một câu nói của 

người bản xứ, từ đó trích xuất các tính năng mô tả mức độ căn chỉnh (căn chỉnh 

giữa chuỗi thực và chuỗi dự đoán) sai sót. Kết quả của nghiên cứu này cho thấy việc 

thay thế MFCC [14] hay hậu nghiệm của Gauss bằng cách cài đặt thực nghiệm theo 

kiểu Unsupervised của hậu nghiệm DBN giúp hệ thống cải thiện tương đối khoảng 

14%. Hơn nữa, hệ thống vẫn ổn định khi chỉ sử dụng khoảng 30% dữ liệu có đánh 

nhãn. Đây là một tiền đề cho việc sử dụng dữ liệu có nhãn kết hợp với không có 

nhãn trong bài toán APED. Ngoài ra, còn có các nghiên cứu liên quan cũng tương 

tự như hai bài nghiên cứu trên [15] [16] [17] [18]. Tuy nhiên, hạn chế của phương 

pháp này là hệ thống có nhiều thành phần, làm phức tạp hóa quy trình thực hiện bài 

toán. 

Gần đây, với xu hướng gia tăng việc áp dụng Neural Network và sự phát triển của 

công nghệ Nhận diện giọng nói (ASR), có một vài nghiên cứu đã được đề xuất để 

làm giảm bớt các thành phần trong hệ thống APED (các phương pháp dựa trên GOP 

được trình bày ở đoạn trước cần nhiều thành phần phối hợp với nhau). Với thành 

phần cốt lõi vẫn là bài toán ASR, các phương pháp này dùng để nhận diện chuỗi âm 

vị từ câu nói của người học và căn chỉnh chuỗi này với chuỗi âm vị chuẩn, từ đó 

đưa ra lỗi phát âm. Có thể kể đến như nghiên cứu của Leung và cộng sự [19], nhóm 

tác giả kết hợp Convolution Neural Network (CNN), Recurrent Neural Network 

(RNN) và hàm mục tiêu Connectionist Temporal Classification (CTC). Hoặc như 

của Long và cộng sự [6], nhóm tác giả đề xuất một mô hình kết hợp giữa CTC và 

cơ chế Attention. Phương pháp APED dựa trên ASR này hoàn toàn giúp giảm nỗ 

lực trong việc triển khai mô hình trên thực tế khi so với các phương pháp sử dụng 

GOP. Đặc biệt, mô hình Conformer [20], kết hợp giữa CNN và Transformer [21] để 
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học đồng thời thông tin ngữ cảnh cục bộ lẫn toàn cục, giúp đẩy kết quả của bài toán 

ASR lên mức giới hạn, trở thành mô hình SOTA [22] của bộ dữ liệu đánh giá 

LibriSpeech [23] tiếng Anh. Vì thế, rất hứa hẹn khi sử dụng các phương pháp 

APED dựa trên ASR cho bài toán dự đoán chuỗi âm vị, vì lúc này, chỉ cần thay đổi 

đầu ra của mô hình từ dạng ký tự thành dạng phiên âm. 

2.2. Mô hình nhận dạng giọng nói Conformer 

2.2.1. Tổng quan 

Các phương pháp nhận dạng giọng nói đầu cuối (End-to-end ASR) dựa trên Neural 

Network đã được cải thiện rất nhiều trong những năm gần đây. RNN đã từng là sự 

lựa chọn ưu tiên trong bài toán ASR [24] [25] [26] [27], bởi vì dạng mô hình này có 

thể mô hình hóa các phụ thuộc theo thời gian trong chuỗi âm thanh một cách hiệu 

quả (như trong model RNN-Transducer [28]). Gần đây, kiến trúc mô hình 

Transformer dựa trên cơ chế tự chú ý (self-attention) [21] [29] đã được áp dụng 

rộng rãi cho các bài toán cần mô hình hóa các chuỗi bởi vì khả năng nắm bắt được 

thông tin dài hạn và tỏ ra hiệu quả trong việc huấn luyện. Một mặt khác, CNN cũng 

được ứng dụng thành công cho bài toán ASR, mà cơ chế chủ yếu để nắm bắt thông 

tin là qua một cửa sổ nhỏ theo từng lớp. Ví dụ như Jasper [30] là một CNN  đầu 

cuối, Quartznet [31] là một mạng tích chập 1 chiều với cấu trúc có thể tách rời kênh 

thời gian của giọng nói, toàn bộ mạng là sự kết hợp bởi tích chập 1 chiều (1-D 

CNN), Batch Normalization [32] và hàm kích hoạt ReLU [33], hay Contextnet [34] 

cải thiện CNN truyền thống cho bài toán ASR bằng cách thêm mô-đun Squeeze-

and-excitation để thực hiện average-pooling toàn cục (global average pooling), mô 

hình này đạt được kết quả rất tốt, ngang ngửa so với Conformer. Bên cạnh đó còn 

một số nghiên cứu khác về CNN cho ASR [35] [36]. 

Tuy nhiên, những mô hình chỉ có cơ chế tự chú ý (self-attention) hay chỉ có tích 

chập (convolution) đều có những hạn chế riêng. Trong khi Transformer rất tốt trong 

việc nắm bắt những thông tin, ngữ cảnh toàn cục, thì nó lại khá hạn chế trong việc 

bắt những thông tin, mẫu cục bộ. Mặt khác, CNN lại rất được ưa chuộng trong 

những tác vụ liên quan đến thị giác máy tính (Computer Vision – CV) bởi vì khả 
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năng khai thác thông tin cục bộ của nó, nó học được rất tốt những thông tin cạnh, 

hình dạng, vị trí thông qua một cửa sổ nhỏ. Tuy nhiên một giới hạn của việc sử 

dụng kết nối cục bộ (thông tin trong một cửa sổ kết nối với nhau) này là mô hình sẽ 

phải cần nhiều lớp, nhiều tham số để bắt được hết thông tin toàn cục. Để khắc phục 

vấn đề này, Contextnet được đề cập ở trên đã thêm vào một mô-đun là Squeeze-

and-Excitation [37] ở mỗi khối phần dư (residual block) để bắt được ngữ cảnh dài 

hơn. Tuy nhiên, việc này vẫn bị giới hạn ở những thông tin toàn cục phức tạp, bởi vì 

mô-đun này chỉ thực hiện trung bình toàn cục (global averaging) trên toàn bộ chuỗi 

câu.  

Những nghiên cứu gần đây cho thấy rằng việc kết hợp tích chập và cơ chế tự chú ý 

cải thiện hơn việc sử dụng mỗi thành phần riêng lẻ [38]. Khi kết hợp cùng nhau, mô 

hình như thế có thể học cả các tính năng cục bộ theo từng vị trí và sử dụng cả thông 

tin nội dung toàn cục. Ngoài ra còn có các nghiên cứu khác liên quan đến cách kết 

hợp này [39] [40] [41]. 

Anmol cùng cộng sự [20] đã trình bày một kiến trúc có tên là Conformer. Kiến trúc 

này kết hợp cơ chế tự chú ý với tích chập dành cho bài toán ASR. Họ giả định rằng 

cả thông tin cục bộ lẫn ngữ cảnh toàn cục đều quan trọng để tham số hóa, và cần 

tham số hóa một cách hiệu quả. Cơ chế tự chú ý tìm hiểu sự tương tác toàn cục của 

thông tin trong khi đó tích chập sẽ nắm bắt hiệu quả những tương quan cục bộ dựa 

trên độ lệch tương đối. Cách kết hợp mạng của họ dựa trên hình thức kẹp: kẹp giữa 

một cặp mô-đun feed forward là mô-đun convolution và mô-đun self-attention. Kết 

quả được trình bày vào năm 2020, đã đạt được state-of-the-art trên bộ dữ liệu đánh 

giá LibriSpeech [23], vượt qua bài nghiên cứu trước đó là Transformer Transducer 

[29], kết quả tốt nhất của họ đạt 1.9%/3.9% WER khi kết hợp thêm một mô hình 

ngôn ngữ. 

Trong bài này, tôi sử dụng Conformer làm Encoder chính để thực hiện bước Pre-

training sử dụng Framework Wav2Vec2.0 [42] (dùng bản sửa đổi Wav2Vec2.0 

Conformer) và Self-training sử dụng Noisy Student Training [43], sau cùng đưa mô 

hình Conformer tốt nhất đi dự đoán chuỗi âm vị của người nói. 
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2.2.2. Kiến trúc 

2.2.2.1. Conformer Encoder 

Mô hình Conformer sẽ chỉ là phần Encoder trong một mạng Encoder-Decoder 

truyền thống. Nhiệm vụ của Conformer encoder này đầu tiên sẽ xử lý dữ liệu đầu 

vào với một lớp Convolution Subsampling, trước đó là sẽ tăng cường dữ liệu bằng 

SpecAugment [44], theo sau Convolution Subsampling là một lớp Linear để chuyển 

kích cỡ của dữ liệu đầu vào cho vừa với kích cỡ của các khối Conformer và 

Dropout [45] để tránh học quá khớp (overfit) [46], sau đó dữ liệu được đưa qua một 

số khối Conformer, được mô tả trong Hình 1. 

Như Hình 1, một khối Conformer kết hợp hai mô-đun feed forward với dữ liệu 

được kết nối theo residual nhưng giảm bớt một nửa, kẹp giữa là mô-đun multi-

Hình 1. Kiến trúc của Conformer Encoder 
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headed self-attention và mô-đun convolution. Theo sau 4 khối là một lớp Layer 

Norm [47]. Phần 2.2.2.2, 2.2.2.3, 2.2.2.4 sẽ nói về các mô-đun self-attention, 

convolution và feed forward. Phần 2.2.2.5 sẽ nói về cách kết hợp các mô-đun này 

lại với nhau. 

2.2.2.2. Mô-đun Multi-Headed Self-Attention 

Tác giả của Conformer sử dụng lại multi-head self-attention (MHSA) kết hợp thêm 

một kỹ thuật từ mô hình Transformer-XL [48], là kỹ thuật mã hóa vị trí tương đối 

theo sinusoidal (relative sinusoidal positional encoding scheme). Việc mã hóa vị trí 

tương đối này cho phép mô-đun tự chú ý có thể tổng quát hóa tốt hơn trên nhiều 

chiều dài đầu vào khác nhau và encoder sau khi được huấn luyện có thể mạnh mẽ 

hơn trước sự biến thiên của chiều dài câu nói. Mô-đun này sử dụng cách kết nối đơn 

vị pre-norm (đầu vào sẽ cộng với đầu vào đã qua Layernorm – pre-norm residual 

units) [49] [50], kết hợp thêm Dropout để giúp quá trình huấn luyện trơn tru hơn và 

cũng để chỉnh hóa khi mô hình quá sâu. Hình 2 mô tả mô-đun Multi-Headed Self-

Attention. 

2.2.2.3. Mô-đun Convolution 

Được tạo cảm hứng từ kiến trúc mô hình Lite Transformer của Z. Wu và cộng sự 

[41], mô-đun tích chập được bắt đầu với một cơ chế cổng (gating mechanism) [51], 

cụ thể là gồm tích chập theo điểm (pointwise convolution) [52] và GLU (Gated 

Linear Unit). Theo sau là một lớp tích chập theo chiều sâu 1-D [53], một lớp Batch 

Normalization, một hàm kích hoạt Swish [54], một tích chập theo điểm và cuối 

Hình 2. Mô tả cấu trúc của mô-đun Multi-headed self-attention 

Hình 3. Cấu trúc của mô-đun Convolution 
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cùng là Dropout. Cách kết nối của mô-đun này cũng sử dụng prenorm residual 

units. Hình 3 mô tả mô-đun convolution. 

2.2.2.4. Mô-đun Feed Forward 

Mô-đun Feed Forward cũng sử dụng pre-norm residual units, theo sau Layer 

Normalization là một Linear layer, một hàm kích hoạt Swish, một Dropout để chỉnh 

hóa, một Linear và một Dropout. Hình 4 mô tả cấu trúc của mô-đun Feed Forward. 

2.2.2.5. Khối Conformer 

Ở Hình 1, một khối Conformer sẽ theo kiểu Sandwich với hai Feed Forward ở hai 

bên và kẹp giữa là Multi-headed Self-Attention và Convolution. Kiểu Sandwich này 

được gợi cảm hứng từ Macaron-Net [55], mà ở mạng này, tác giả đề xuất cách thay 

đổi lớp feed-forward truyền thống của khối Transformer thành hai nửa lớp feed-

forward, một trước attention và một sau. Cũng như Macaron-Net, tác giả sửa khối 

Conformer để có hai nửa trọng số của mô-đun feed forward, sau mô-đun feed 

forward thứ hai sẽ có thêm một lớp Layer Normalization. Nếu theo biểu diễn toán 

học, đầu vào là 𝑥𝑖 đi vào khối Conformer thứ 𝑖, thì đầu ra 𝑦𝑖 của khối là: 

𝑥𝑖 ̃ = 𝑥𝑖 +
1

2
FFN(xi) 

(1) 

𝑥𝑖
′ = 𝑥�̃� + MHSA(𝑥�̃�) 

𝑥𝑖
′′ = 𝑥𝑖

′ + Conv(xi
′) 

𝑦𝑖 = Layernorm(𝑥i
′′ +

1

2
FFN(𝑥i

′′)) 

Ký hiệu FFN là dành cho mô-đun Feed Forward, MHSA là mô-đun Multi-headed 

Self-attention, và Conv là mô-đun Convolution. 

Hình 4. Cấu trúc của mô-đun Feed Forward 
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2.2.2.6. Cải tiến cấu trúc của Conformer 

Trong quá trình thực nghiệm, tôi đã thêm một số thành phần mới vào cấu trúc 

Conformer truyền thống. Cụ thể, tôi đã thêm một lớp Relative Positional Encoding 

vào trước các khối Conformer để mã hóa được thông tin, vị trí của chuỗi đầu vào. Ở 

sau các khối Conformer thì là sự kết hợp của 2 lớp Linear kẹp giữa là hàm kích hoạt 

Swish và Dropout. Trong quá trình thực nghiệm, tôi nhận thấy rằng cách kết hợp 

này phù hợp với bài toán và đưa ra kết quả khả quan. Ở cuối, hàm mất mát CTC là 

hàm mục tiêu mặc định. Hình 5 mô tả cấu trúc Conformer mới được chỉnh sửa, mũi 

tên màu đỏ chỉ vào những thành phần đã chỉnh sửa.  

Hình 5. Kiến trúc Conformer được chỉnh sửa 
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2.3. Hàm mục tiêu huấn luyện giám sát: Connectionist Temporal Classification 

2.3.1. Tổng quan 

Bài toán đánh nhãn dữ liệu chuỗi mà không được phân đoạn sẵn là một tác vụ phổ 

biến trong việc mô hình hóa các chuỗi trong thế giới thực. Các bài toán này thường 

là các tác vụ liên quan đến nhận thức (ví dụ: nhận diện chữ viết tay, nhận diện giọng 

nói, nhận diện cử chỉ), mà đầu vào ở đây thường là sẽ có nhiễu, giá trị thực từ các 

luồng đầu vào thường được ký hiệu bởi chuỗi các ký hiệu rời rạc như là các kí tự 

hay là các từ. 

Năm 2006, lúc A. Graves cùng cộng sự viết bài nghiên cứu về CTC [56] các mô 

hình dạng đồ thị như mô hình Markov ẩn (Hidden Markov Models – HMM [57]), 

mô hình các trường ngẫu nhiên có điều kiện (conditional random fields – CRFs 

[58]) và các dạng tương tự của hai mô hình này đang đứng đầu trong các khung mô 

hình để giải quyết bài toán mô hình hóa các chuỗi. Tuy cách tiếp cận này đã được 

chứng minh rất thành công trong nhiều bài toán, nhưng nó có một số điểm hạn chế 

sau: 

1. Các mô hình như HMM, CRF đòi hỏi phải có một lượng kiến thức đủ trong 

tác vụ muốn giải quyết, ví dụ việc thiết kế các trạng thái của mô hình HMM 

hay chọn các tính năng đầu vào cho CRF. 

2. Các mô hình này đòi hỏi phải có giả định phụ thuộc một cách tường minh  

(và thường là câu hỏi mở) để khiến cho việc suy luận kết quả trở nên dễ hiểu 

hơn. Ví dụ giả định rằng các quan sát không phụ thuộc lẫn nhau trong HMM. 

3. Đối với HMM tiêu chuẩn, quá trình huấn luyện mang tính sinh (tạo ra), mặc 

dù việc đánh nhãn các chuỗi là quá trình phân biệt (phân biệt các nhãn theo 

từng vị trí). 

Mặt khác, các dạng mô hình RNN không yêu cầu kiến thức về dữ liệu từ trước, 

ngoài việc chọn dữ liệu đầu vào và đầu ra. Nó còn dùng để huấn luyện, và việc huấn 

luyện này mang tính phân biệt, và các trạng thái bên trong mô hình còn cung cấp 

một cơ chế đặc biệt để giúp mô hình hóa chuỗi thời gian. Thêm nữa, mô hình này 
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còn khá là mạnh mẽ khi đối mặt với dữ liệu có nhiễu cả mặt không gian lẫn thời 

gian. 

Tuy nhiên việc áp dụng các mô hình RNN một cách trực tiếp vào việc đánh nhãn 

các chuỗi vẫn là điều không thể. Vấn đề là hàm mục tiêu của Neural Network 

truyền thống được định nghĩa riêng cho mỗi điểm dữ liệu trong chuỗi huấn luyện, 

nói cách khác, các mô hình RNN chỉ có thể dùng để huấn luyện cho việc tạo ra các 

chuỗi có nhãn độc lập với nhau. Có nghĩa là dữ liệu để huấn luyện phải được phân 

đoạn ra từ trước, và đầu ra của Neural Network cũng phải được xử lý để đưa ra 

chuỗi nhãn cuối cùng. 

Tính đến 2006, phương pháp hiệu quả nhất trong việc ứng dụng các dạng mô hình 

RNN cho việc đánh nhãn các chuỗi là kết hợp nó với HMM, cách tiếp cận này gọi 

là cách tiếp cận kết hợp (Hybrid) [59]. Hệ thống Hybrid này sử dụng HMM để mô 

hình hóa cấu trúc tuần tự tầm xa của dữ liệu, mạng nơ-ron lúc này để đưa ra phân 

loại cục bộ. Thành phần HMM có khả năng tự động phân đoạn chuỗi tuần tự trong 

quá trình huấn luyện, và để chuyển đổi mạng phân loại thành các chuỗi nhãn. Tuy 

nhiên, như đã đề cập các hạn chế của HMM ở trên, hệ thống Hybrid này không thể 

khai thác hết được tiềm năng của RNN trong bài toán mô hình hóa chuỗi tuần tự. 

A. Graves cùng cộng sự vào năm 2006 đã tổng hợp các vấn đề tồn đọng trên và 

trình bày một nghiên cứu [56] về Connectionist Temporal Classification (CTC). 

Theo như tác giả, đây là một phương pháp mới dành cho dữ liệu dạng chuỗi tuần tự, 

nếu áp dụng cho RNN thì sẽ không cần phải phân đoạn dữ liệu đầu vào và xử lý sau 

khi có đầu ra nữa, mô hình sẽ tự mô hình hóa toàn bộ chuỗi tuần tự trong một kiến 

trúc mạng duy nhất. Ý tưởng đơn giản là thông dịch đầu ra của mạng nơ-ron như là 

một phân phối xác suất qua toàn bộ các chuỗi nhãn có thể xảy ra. Đưa trước phân 

phối này, ta có thể đưa ra một hàm mục tiêu nhằm tối đa hóa xác suất những chuỗi 

có nhãn đúng. Bởi vì hàm mục tiêu này có thể đạo hàm được, nên mạng nơ-ron có 

thể được huấn luyện bằng lan truyền ngược theo thời gian [60]. 
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Phần 2.3.2 sẽ trình bày về tác vụ đánh nhãn chuỗi chưa được phân đoạn gọi tên là 

Temporal Classification (phân loại theo trình tự thời gian) [61], và sử dụng RNN 

cho bài toán này như một tác vụ phân loại theo trình tự thời gian liên kết 

(connectionist temporal classification). Việc phân loại này sẽ diễn ra độc lập theo 

từng bước thời gian (time-step) hay từng khung dữ liệu của chuỗi dữ liệu tuần tự. 

2.3.2. Kỹ thuật 

2.3.2.1. Bài toán Temporal Classification 

Gọi 𝑆 là tập dữ liệu huấn luyện được lấy từ phân phối cố định 𝒟𝒳×𝒵. Không gian 

đầu vào 𝒳 = (ℝ𝑚)∗ là tập tất cả các chuỗi vector số thực có 𝑚 chiều. Không gian 

mục tiêu 𝒵 = 𝐿∗ là tập tất cả chuỗi tuần tự qua một bảng chữ cái 𝐿. Nói tổng quát, 

ta đề cập mỗi phần tử của 𝐿∗ như là chuỗi nhãn hay nhãn dán. Mỗi mẫu trong 𝑆 

chứa một cặp chuỗi (𝐱, 𝐳). Chuỗi mục tiêu 𝐳 = (𝑧1, 𝑧2, ⋯ , 𝑧𝑈) có độ dài dài nhất 

bằng với độ dài của chuỗi 𝐱 = (𝑥1, 𝑥2, ⋯ , 𝑥𝑇), có nghĩa là 𝑈 ≤ 𝑇. Bởi vì chuỗi đầu 

vào và chuỗi mục tiêu không có chung độ dài, không có cách tiên nghiệm nào để 

căn chỉnh hai chuỗi này. 

Mục tiêu là dùng 𝑆 để huấn luyện một mô hình phân loại theo thời gian (temporal 

classifier) ℎ ∶  𝒳 ↦ 𝒵 để phân loại đầu vào chưa nhìn thấy trước đây theo mục tiêu 

là giảm thiểu một thang đo độ lỗi nào đó (tùy theo tác vụ muốn giải quyết là gì). 

Label Error Rate: Đối với bài toán Temporal Classification, một thang đo lỗi ta 

quan tâm có ngữ cảnh như sau: đưa trước một tập 𝑆′ ⊂ 𝒟𝒳×𝒵 khác với 𝑆, định 

nghĩa label error rate (LER) của mô hình phân loại theo thời gian ℎ là khoảng cách 

để chỉnh sửa một chuỗi nhãn đã được phân loại với mục tiêu trên 𝑆′, có nghĩa là: 

𝐿𝐸𝑅(ℎ, 𝑆′) =
1

𝑍
∑ 𝐸𝐷(ℎ(𝐱))

(𝐱,𝐳)∈𝑆′

 (2) 

Mà 𝑍 là tổng số lượng nhãn của mục tiêu thuộc 𝑆′, và 𝐸𝐷(𝐩, 𝐪) là khoảng cách 

chỉnh sửa giữa hai chuỗi p và q – có thể hiểu là tối thiểu số lượng thêm, sửa, xóa để 

biến p thành q. Đây là thang đo thường được dùng cho các tác vụ như thế này (như 

nhận dạng giọng nói hay nhận dạng chữ viết tay) mà mục tiêu là giảm thiểu số 



Khóa luận tốt nghiệp chuyên ngành Khoa Học Dữ Liệu 

 

 

Nguyễn Văn Anh Tuấn – 19497581  14 

lượng sai sót trên bản dịch thực tế. Trong bài luận này, LER sẽ là Phoneme Error 

Rate (PER), được trình bày trong phần 2.7.1. 

2.3.2.2. Connectionist Temporal Classification 

Một mạng CTC có một lớp xuất đầu ra softmax [62] với nhiều hơn một nhãn khi so 

với 𝐿. Các giá trị của |𝐿| đơn vị đầu tiên được thông dịch như là xác suất để quan 

sát được nhãn tương ứng tại một thời điểm cụ thể. Giá trị kích hoạt của đơn vị cộng 

thêm là xác suất để quan sát được một nhãn “blank” (rỗng) hoặc có thể xem là 

không có nhãn. Với bộ phân phối xác suất này, đầu ra có thể tạo ra tất cả các cách 

căn chỉnh khác nhau giữa chuỗi nhãn đầu ra và chuỗi đầu vào. Tổng xác suất của 

bất kỳ một chuỗi nhãn nào đó đều có thể tính được bằng cách tổng tất cả xác suất 

của các cách căn chỉnh của nó. 

Cụ thể hơn, với mỗi chuỗi đầu vào x có độ dài là 𝑇, định nghĩa một RNN với 𝑚 đầu 

vào, 𝑛 đầu ra và vector trọng số 𝑤 như là một hàm ánh xạ liên tục 𝒩𝑤 ∶ (ℝ𝑚)𝑇 ↦

(ℝ𝑛)𝑇. Gọi 𝐲 = 𝒩𝑤(𝐱) là chuỗi đầu ra của mạng, và ký hiệu 𝑦𝑘
𝑡  là giá trị kích hoạt 

của đầu ra 𝑘 tại thời điểm 𝑡. 𝑦𝑘
𝑡  được thông dịch như là xác suất quan sát được nhãn 

𝑘 tại thời điểm 𝑡, điều này định nghĩa một phân phối qua tập 𝐿′𝑇 có độ dài chuỗi là 

𝑇 qua bảng chữ cái 𝐿′ = 𝐿 ∪ {blank}: 

𝑝(𝜋|𝐱) = ∏ 𝑦𝜋𝑡
𝑡

𝑇

𝑡=1

, ∀𝜋 ∈ 𝐿′𝑇 (3) 

Ta sẽ ký hiệu 𝜋 là một phần tử của 𝐿′𝑇, gọi là đường dẫn (path). Công thức số (3) 

ngầm giả định rằng đầu ra của mạng tại các thời điểm khác nhau là độc lập có điều 

kiện với điều kiện là các trạng thái bên trong của mạng. Điều này đảm bảo rằng 

không có tồn tại kết nối từ lớp đầu ra của mạng tới chính nó hay tới bản thân mạng. 

Định nghĩa một hàm ánh xạ nhiều-sang-một ℬ ∶ 𝐿′𝑇 ↦ 𝐿≤𝑇 là tập các cách để đánh 

nhãn (có nghĩa là tập các chuỗi có độ dài bé hơn hoặc bằng 𝑇 qua bảng chữ cái 𝐿). 

Việc tìm các chuỗi đánh nhãn này đơn giản bằng cách loại bỏ tất cả ký tự “blank” 

và gộp những nhãn trùng nhau lại thành một (ví dụ: ℬ(𝑎 − 𝑎𝑏 −) = ℬ(−𝑎𝑎 −

−𝑎𝑏𝑏) = 𝑎𝑏𝑏). Nhờ vào hàm ánh xạ này, mạng CTC có thể xuất ra nhiều cách căn 
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chỉnh khác nhau. Ta có thể dùng hàm ℬ để định nghĩa xác suất có điều kiện khi biết 

trước các chuỗi đánh nhãn 𝐥 ∈ 𝐿≤𝑇 là tổng xác suất của các đường dẫn tương ứng 

với nó: 

𝑝(𝐥|𝐱) = ∑ 𝑝(𝜋|𝐱)

π∈ℬ−1

 (4) 

Sau khi đã có những thông tin trên, đầu ra của bộ phân loại ℎ sẽ là chuỗi có xác suất 

cao nhất cho chuỗi đầu vào: 

ℎ(𝐱) = argmax𝐥∈𝐿≤𝑇 𝑝(𝐥|𝐱) (5) 

Lúc này, ta có thể giả định chuỗi tốt nhất (giống với đầu vào nhất) là sự kết hợp của 

các nhãn có giá trị xác suất cao nhất tại mỗi thời điểm: 

ℎ(𝐱) ≈ ℬ(𝜋∗) 

mà 𝜋∗ = argmax𝜋∈𝑁𝑡  𝑝(𝜋|𝐱) 
(6) 

Đương nhiên giả định này chưa chắc đúng, một cách khác để lấy chuỗi tối ưu hơn là 

dùng prefix search decoding, ví dụ như Beam Search [63]. Trong luận văn này, tôi 

sử dụng phương pháp như công thức (6), gọi là phương pháp tham lam (greedy) và 

cả Beam Search để thực hiện tìm kiếm chuỗi âm vị của câu nói. 

2.4. Khung mô hình học biểu diễn giọng nói tự giám sát: Wav2Vec2.0 

2.4.1. Tổng quan 

Neural Network rất được lợi từ việc huấn luyện trên một lượng lớn dữ liệu. Tuy 

nhiên, trong một số trường hợp thì dữ liệu có nhãn thường khó kiếm hơn dữ liệu 

không đánh nhãn: một hệ thống nhận dạng giọng nói hiện đại yêu cầu hàng nghìn 

giờ dữ liệu giọng nói đã được đánh nhãn một cách cẩn thận lại không thể thực hiện 

được cho hơn 7000 ngôn ngữ nói trên thế giới [64]. Việc chỉ học hoàn toàn trên các 

mẫu đã được đánh nhãn không giống với việc tiếp thu ngôn ngữ ở con người: trẻ em 

học ngôn ngữ bằng cách lắng nghe người lớn nói xung quanh chúng – một quá trình 

yêu cầu phải học được một cách biểu diễn tốt của lời nói. 

Trong học máy, học tự giám sát (self-supervised learning) đã nổi lên như một mô 

hình học dữ liệu đại diện một cách tổng quát từ dữ liệu không đánh nhãn và sau đó 
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đem mô hình đi fine-tuning trên dữ liệu có nhãn. Điều này đã được chứng minh 

bằng những nghiên cứu rất thành công trong lĩnh vực Xử lý ngôn ngữ tự nhiên 

(Natural Language Processing – NLP) [65] [66] [67] và vẫn đang là một hướng 

nghiên cứu mở cho Thị giác máy tính (Computer Vision – CV) [68] [69] [70] [71] 

[72]. 

A. Baevski cùng cộng sự đã trình bày về wav2vec2.0 [42] vào năm 2020, đây là 

một khung mô hình thuộc tự giám sát để học được cách biểu diễn từ dữ liệu âm 

thanh gốc. Phương pháp này mã hóa các âm thanh giọng nói thông qua CNN nhiều 

lớp, sau đó dùng mặt nạ để che đi các dữ liệu giọng nói đại diện này [73] [74], 

tương tự như mô hình hóa ngôn ngữ dùng mặt nạ [65]. Các không gian biểu diễn ẩn 

này sẽ được đưa vào Transformer để xây dựng biểu diễn theo ngữ cảnh, lúc này mô 

hình được huấn luyện theo tác vụ tương phản (Contrastive task – Contrastive 

Learnig) nhằm mục đích phân biệt giữa các không gian ẩn với các bộ phân tâm [75] 

[76] [77] [78]. 

Trong phần huấn luyện, mô hình này sẽ học các đơn vị giọng nói rời rạc (quantized 

representations) [79] [80] [81] [82] thông qua hàm kích hoạt gumbel softmax [83] 

[84] để đại diện cho biểu diễn ẩn (latent speech representations) trong tác vụ tương 

phản (Hình 6 mô tả rõ hơn điều này), việc lượng tử hóa này được tác giả nghiên cứu 

rằng hiệu quả hơn việc sử dụng một đại diện biểu diễn không được lượng tử. Sau 

khi tiền huấn luyện (pre-training) trên dữ liệu giọng nói không có nhãn, mô hình 

được điều chỉnh (fine-tune) trên một tập dữ liệu có nhãn với CTC (phần 2.3) để 

dùng cho tác vụ nhận dạng giọng nói về sau. 
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Các nghiên cứu trước nghiên cứu này thường là cố gắng học một cách lượng tử hóa 

của dữ liệu, theo sau là một bộ học đại diện ngữ cảnh với một mô hình có cơ chế tự 

chú ý [83] [85], còn phương pháp tác giả trình bày là một mô hình đầu cuối. Việc 

dùng cơ chế mặt nạ để che đi đầu vào cho Transformer trong mạng wav2vec2.0 cho 

giọng nói cũng đã được nghiên cứu từ trước [73] [85], tuy nhiên các nghiên cứu 

trước phụ thuộc vào mô hình có luồng chạy là hai bước hay mô hình của họ được 

huấn luyện để tạo ra các tính năng có bộ lọc (filter bank value, ví dụ như MFCC). 

Một vài nghiên cứu khác học cách biểu diễn tự động mã hóa dữ liệu đầu vào [86] 

[87] hoặc dự đoán trực tiếp các time-step trong tương lai [88]. 

Kết quả của nghiên cứu của A. Baevski cùng cộng sự về Wav2Vec2.0 đã cho thấy 

rằng việc học cách biểu diễn các đơn vị giọng nói rời rạc với biểu diễn ngữ cảnh 

(contextualized representations) đưa ra kết quả đáng kể hơn việc học một số lượng 

đơn vị cố định trong nghiên cứu của ông từ trước [85]. 

2.4.2. Kiến trúc 

2.4.2.1. Cấu tạo mô hình 

Mô hình Wav2Vec2.0 được kết hợp bởi nhiều lớp encoder tích chập (gọi là feature 

encoder) 𝑓 ∶  𝒳 ↦ 𝒵 mà nhiệm vụ của nó là sẽ nhận âm thanh thô 𝒳 và chuyển 

thành biểu diễn giọng nói ẩn 𝐳1, ⋯ , 𝐳T cho 𝑇 time-step. Sau đó nó đưa dữ liệu này 

Hình 6. Minh họa Wav2Vec2.0 và cách thức học của mô hình này 



Khóa luận tốt nghiệp chuyên ngành Khoa Học Dữ Liệu 

 

 

Nguyễn Văn Anh Tuấn – 19497581  18 

vào Transformer 𝑔 ∶  𝒵 ↦ 𝒞 để xây dựng 𝐜1, ⋯ , 𝐜T nhằm nắm được thông tin cả 

một chuỗi [85] [83] [65]. Đầu ra của feature encoder sẽ được rời rạc hóa thành 𝐪𝑡 

với mô-đun lượng tử hóa 𝒵 ⟼ 𝒬 để biểu diễn mục tiêu (Mô tả trong hình 6) trong 

mục tiêu của bài toán tự giám sát. 

Feature Encoder: Encoder này chứa một vài khối chứa các lớp tích chập theo thời 

gian đi cùng với một lớp Layer Normalization và hàm kích hoạt GELU. Chuỗi sóng 

âm thanh gốc đưa vào encoder được chuẩn hóa lại thành trung bình bằng 0 và 

phương sai là 1. Tổng số lượng stride của encoder xác định số lượng time-step 𝑇, để 

rồi sau đó đưa vào Transformer. 

Biểu diễn ngữ cảnh với Transformer: Đầu ra của feature encoder sẽ được đưa vào 

một mạng ngữ cảnh, mà mạng này sẽ là Transformer [65] [89] [81]. Thay vì cố định 

positional embeddings để biểu diễn thông tin vị trí như trong Transformer gốc, tác 

giả sử dụng một lớp tích chập tương tự như trong các nghiên cứu [85] [90] [91] để 

xem như relative positional embedding. Đầu ra của lớp tích chập này sẽ cộng với 

đầu vào cùng với hàm kích hoạt GELU và sau đó áp dụng thêm một lớp Layer 

Normalization. 

Mô-đun lượng tử hóa: Đối với việc huấn luyện tự giám sát, mô hình đã được lượng 

tử hóa đầu ra của feature encoder 𝐳 thành một tập biểu diễn giọng nói giới hạn 

thông qua lượng tử hóa tích (product quantization) [92]. Sự lựa chọn này đưa ra kết 

quả tốt trong nghiên cứu trước đó [83] mà cụ thể là học cách biểu diễn các đơn vị 

rời rạc sau đó kết hợp thêm học biểu diễn ngữ cảnh. Lượng tử hóa tích tương đương 

với việc lựa chọn các cách biểu diễn lượng tử từ nhiều bộ codebook và kết nối lại 

với nhau. Ta có G codebook hoặc là nhóm, với V mục e ∈ ℝV×d/G, ta sẽ chọn một 

mục trong mỗi codebook và kết nối lại với nhau thành các vector e1, ⋯ , eG và thực 

hiện một biến đổi tuyến tính ℝd ⟼ ℝf để tạo ra được 𝐪 ∈ ℝf. 

Gumbel softmax cho phép lựa chọn các mục rời rạc của codebook theo cách hoàn 

toàn khác nhau [93] [94] [95]. Tác giả sử dụng ước lượng trực tiếp [73] và cài đặt 𝐺 

toán tử Gumbel softmax cứng (hard Gumbel softmax operations) [94]. Đầu ra của 
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feature encoder 𝐳 được ánh xạ tới các logit 𝐥 ∈ ℝ𝐺×𝑉 và xác suất cho việc chọn mục 

thứ 𝑣 của codebook thứ 𝑔 là: 

𝑝𝑔,𝑣 =

exp(𝑙𝑔,𝑣 + 𝑛𝑣)

𝜏

∑ exp
(𝑙𝑔,𝑘 + 𝑛𝑘)

𝜏
𝑉
𝑘=1

 (7) 

Mà 𝜏 là giá trị nhiệt độ (temperature) không âm, 𝑛 = − log(− log(𝑢)) và 𝑢 được 

lấy mẫu từ phân phối đều 𝒰(0,1). Trong quá trình lan truyền xuôi (forward pass), 

mục thứ 𝑖 được chọn khi 𝑖 = argmax𝑗𝑝𝑔,𝑗. Giá trị đạo hàm thực của Gumbel 

softmax sẽ được sử dụng trong quá trình đạo hàm cho lan truyền ngược. 

2.4.2.2. Quá trình huấn luyện 

Để dùng mô hình này cho quá trình tiền huấn luyện, ta cần phải che đi một tỷ lệ các 

time-step nhất định của feature encoder, tương tự như mask language modeling của 

BERT [65]. Mục tiêu huấn luyện sẽ yêu cầu xác định chính xác vector lượng tử hóa 

ẩn cho biểu diễn âm thanh trong một tập các bộ phân tâm cho mỗi time-step bị che. 

Mô hình sau khi tiền huấn luyện có thể điều chỉnh trên dữ liệu có nhãn.  

Masking hay che dữ liệu:  Để huấn luyện, mô hình sẽ phải dùng cơ chế mặt nạ che 

đi một tỷ lệ đầu ra của feature encoder, hoặc nói cách khác là che đi các time-step 

trước khi đưa nó vào mạng học ngữ cảnh (Transformer) và thay thế giá trị ở các 

time-step này bằng cách feature vector được học và chia sẻ vector này cho tất cả các 

time-step bị che, nhưng feature encoder sẽ không bị che khi đi qua mô-đun lượng tử 

hóa. Để che đầu ra của feature encoder, mô hình sẽ ngẫu nhiên một tỷ lệ 𝑝 từ tất cả 

các time-step để làm vị trí đầu tiên, và sau đó dùng cơ chế mặt nạ để che liên tục 𝑀 

time-step tiếp theo từ vị trí được chọn đó, việc này có thể chồng lên nhau. 

Hàm mục tiêu: Trong quá trình tiền huấn luyện, mô hình học các biểu diễn các âm 

thanh giọng nói bằng cách giải quyết tác vụ tương phản ℒ𝑚 mà yêu cầu của nó sẽ là 

xác định chính xác tầng biểu diễn lượng tử ẩn cho mỗi time-step bị che lại trong 

một tập các bộ phân tâm. Hàm mục tiêu sẽ được tăng cường bởi hàm mất mất đa 
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dạng codebook ℒ𝑑 để khuyến khích mô hình sử dụng các mục trong codebook 

thường xuyên như nhau (sử dụng đều các mục trong codebook). 

ℒ = ℒ𝑚 + 𝛼ℒ𝑑 (8) 

𝛼 là tham số có thể điều chỉnh được. 

Ở hàm mục tiêu số (8), ta thấy được có hai thành phần là hàm mất mát tương phản 

(contrastive loss) và hàm mất mát đa dạng (diversity loss). 

1. Contrastive Loss: Đưa đầu ra của mạng 𝐜𝑡 bị che tại thời điểm 𝑡, mô hình cần 

phải xác định chính xác biểu diễn lượng tử hóa ẩn 𝐪𝑡 trong một tập 𝐾 + 1 

các ứng viên biểu diễn đã được lượng tử hóa �̃� ∈ 𝐐𝑡, mà bao gồm 𝐪t và 𝐾 bộ 

phân tâm [81] [96]. Bộ phân tâm thường được lấy mẫu đều từ các time-step 

bị che khác của cùng một câu nói. Hàm mất mát định nghĩa như sau: 

 

ℒ𝑚 = − log
exp(𝑠𝑖𝑚(𝐜t,𝐪t)/𝐾)

∑ exp(𝑠𝑖𝑚(𝐜t,𝐪t̃)/𝐾)�̃�~𝐐𝑡

 (9) 

 

Mà 𝑠𝑖𝑚(𝐚, 𝐛) = 𝐚𝑇𝐛/‖𝐚‖‖𝐛‖ là thang đo độ tương đồng cosine similarity 

giữa biểu diễn ngữ cảnh và biểu diễn lượng tử hóa ẩn [69] [70]. 

2. Diveristy Loss: Tác vụ tương phản phụ thuộc vào các codebook để biểu diễn 

cả những mẫu dương (positive) và mẫu âm (negative), và hàm mất mát đa 

dạng ℒ𝑑 này được thiết kế để tăng việc sử dụng các biểu diễn codebook đã 

được lượng tử hóa [97]. Điều này khiến mô hình được khuyến khích hơn 

trong việc sử dụng các mục 𝑉 một cách đồng đều bằng cách tối đa hóa giá trị 

entropy của trung bình softmax phân phối 𝐥 qua các mục trong codebook cho 

mỗi codebook 𝑝𝑔̅̅ ̅ qua một batch các câu nói. Hàm mất mát có phân phối 

softmax không chứa nhiễu từ Gumbel hay tham số temperature: 

 

ℒ𝑑 =
1

𝐺𝑉
∑ −𝐻(𝑝𝑔̅̅ ̅) =

1

𝐺𝑉
∑ ∑ 𝑝𝑔,𝑣̅̅ ̅̅ ̅

𝑉

𝑣=1

𝐺

𝑔=1

𝐺

𝑔=1

log 𝑝𝑔,𝑣̅̅ ̅̅ ̅ (10) 
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2.4.2.3. Điều chỉnh sau khi tiền huấn luyện 

Mô hình Wav2Vec2.0 chỉ cung cấp một khung mô hình để tiền huấn luyện đối với 

dữ liệu không có nhãn. Để sử dụng ta có thể thêm một lớp Linear có đầu ra là 

softmax trên bảng chữ cái 𝐿 và huấn luyện dùng hàm mất mát CTC. Hoặc có thể lấy 

bộ biểu diễn ngữ cảnh (context representation) bên trong Wav2Vec2.0 ra để gắn 

vào một kiến trúc khác để tận dụng bộ biểu diễn giọng nói đã được huấn luyện dùng 

Wav2Vec2.0. Trong bài này, tôi tận dụng cách sử dụng thứ hai, lấy bộ biểu diễn 

ngữ cảnh ra và đem đi huấn luyện dùng CTC. Nhưng thay vì các khối Transformer 

mô hình Wave2Vec2.0 dùng các khối Conformer, dựa theo [22]. 

2.4.2.4. Wav2Vec2.0 Conformer 

Y. Zhang và cộng sự đã nghiên cứu cách để đẩy giới hạn của mô hình Conformer 

trong bài toán nhận dạng giọng nói lên một mức cao hơn, khi tận dụng cả tiền huấn 

luyện lẫn tự huấn luyện (self-training) trong tác vụ học bán giám sát [22]. Hình 7 

mô tả sơ đồ bài toán của họ. 

Hình 7. Cấu trúc Conformer truyền thống và Wav2Vec2.0 Conformer ở trong 

(thay cho Transformer) ở bài nghiên cứu của Y. Zhang và cộng sự 
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Trong bài này, tôi thừa kế nghiên cứu của họ để tận dụng Conformer sau khi trải 

qua bước tiền huấn luyện với dữ liệu giọng nói không có nhãn, sau đó dùng lại 

trọng số của Conformer đã được tiền huấn luyện (chủ yếu là 𝑁 khối Conformer) cho 

Encoder Conformer như đã trình bày trong phần 2.2.2.6 rồi thực hiện tác vụ tự huấn 

luyện dùng Noisy Student Training. 

2.5. Huấn luyện bán giám sát với Noisy Student Training 

2.5.1. Học có giám sát 

2.5.1.1. Vấn đề của dữ liệu huấn luyện được gắn nhãn 

Những mô hình và kỹ thuật Machine Learning ngày càng dễ tiếp cận hơn đối với 

các nhà nghiên cứu và lập trình viên. Nó được trọng dụng bởi vì tính hữu ích thực tế 

của những mô hình này, sự hữu ích này còn phụ thuộc vào nguồn dữ liệu huấn 

luyện được gắn nhãn chất lượng cao. Việc đòi hỏi một lượng dữ liệu huấn luyện 

được gắn nhãn lớn khiến điều này trở thành cản trở đối với việc ứng dụng các mô 

hình Machine Learning trong các tổ chức hay công nghiệp. Sự hạn chế này có ở 

nhiều khía cạnh, bao gồm những ví dụ dưới đây: 

1. Không đủ số lượng dữ liệu được gắn nhãn: Khi kỹ thuật Machine Learning 

mới được áp dụng trong công nghiệp, thường thì chưa có đủ dữ liệu để áp 

dụng quy trình truyền thống. Một số ngành có sẵn dữ liệu huấn luyện có giá 

trị hàng chục năm, một vài ngành khác thì không có sẵn như thế. Trong 

những trường hợp như thế này, việc có được dữ liệu huấn luyện có thể là 

không thực tế, đắt đỏ hay không thể có mà không chờ đợi hàng chục năm 

tích lũy. 

2. Không đủ người có chuyên môn để đánh nhãn dữ liệu: Khi việc đánh nhãn 

dữ liệu huấn luyện đòi hỏi những kiến thức chuyên biệt, việc tạo ra hay đánh 

nhãn dữ liệu một cách nhanh chóng trở nên cực kỳ khó khăn [98]. Vấn đề 

này thường xảy ra trong các ứng dụng Machine Learning liên quan đến Y 

Sinh hoặc Bảo Mật. 

3. Không đủ thời gian để gắn nhãn và chuẩn bị dữ liệu: Hầu hết thời gian để 

thực hiện một dự án Machine Learning thuộc khâu chuẩn bị dữ liệu [98]. Khi 
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các ngành công nghiệp hay nhóm nghiên cứu giải quyết một vấn đề mà đòi 

hỏi mức độ nhanh chóng, tăng trưởng nhanh thì việc có được một bộ dữ liệu 

hay quá trình thu thập dữ liệu nhanh chóng là điều hầu như không thể. Vấn 

đề này thường xảy ra trong bài toán Phát hiện gian lận hay An ninh mạng. 

Vì thế, ngoài kỹ thuật học có giám sát thông thường phải đỏi hỏi lượng dữ liệu được 

gắn nhãn lớn, các lĩnh vực Machine Learning khác cũng được thúc đẩy bởi nhu cầu 

tăng số lượng và chất lượng đào tạo. Bao gồm Học chủ động (active learning), Học 

chuyển giao (Transfer learning) hay Học bán giám sát (Semi-supervised learning). 

2.5.1.2. Giám sát yếu 

Giám sát yếu hay Weak Supervision là một nhánh của Machine Learning, mà các 

nguồn nhiễu, bị giới hạn hay không chính xác được sử dụng để làm nhãn (label) cho 

một lượng lớn dữ liệu huấn luyện trong phương diện học có giám sát [99]. Cách tiếp 

cận này giảm bớt gánh nặng của việc thu thập dữ liệu có nhãn thủ công (hand-

labeled data sets) vì loại dữ liệu có nhãn rất tốn kém hoặc không thực tế để thu thập. 

Thay vì thế, việc sử dụng những nhãn yếu nhưng rẻ với giả định rằng việc sử dụng 

nó sẽ không hoàn hảo, nhưng dù sao cũng sẽ tạo ra được một mô hình dự đoán 

mạnh mẽ [100] [101] [102].  

Nhãn yếu: Những nguồn nhãn yếu được tạo ra nhằm mục đích giảm thiểu chi phí và 

công sức và nỗ lực của con người trong việc đánh nhãn thủ công. Nhãn yếu có rất 

nhiều dạng, và có thể được chia thành các loại sau:  

1. Thống kê toàn cục về một nhóm dữ liệu đầu vào: Loại nhãn này ám chỉ việc 

xem xét thông tin toàn cục trên một nhóm mẫu. Ví dụ: biết được một nửa số 

nhãn của tập mẫu dữ liệu cho trước, ta có thể dùng thông tin đó để làm mẫu 

yếu. Một số ví dụ trong giám sát thống kê toàn cục (global statistics 

supervision) bao gồm học nhiều phiên bản (multiple-instance learning) [103] 

hay học từ tỉ lệ nhãn [104]. 

2. Bộ phân loại yếu: Weak classifier là cách tiếp cận thứ hai để tạo ra nhãn yếu, 

bao gồm việc giả định các mô hình phân loại yếu sẽ tương quan thấp với mô 
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hình cần huấn luyện. Những mô hình phân loại này sẽ mô hình hóa nhãn từ 

các nền tảng cộng đồng, chuyên gia, các phép đo có nhiễu hay những quy tắc 

lập trình. Tổng quát hơn, lập trình viên sẽ được lợi từ các nguồn có sẵn (như 

là nguồn tri thức, nguồn dữ liệu khác, hay mô hình đã tiền huấn luyện) để tạo 

ra nhãn có ích, mặc dù rằng nó không hoàn hảo cho vấn đề muốn giải quyết 

hiện tại. 

3. Nhãn không đầy đủ: Thứ ba, giám sát yếu có thể được hiểu là tiếp cận đến 

nguồn tri thức một phần trên mỗi nhãn. Tri thức một phần này có thể được 

hiểu là một quy trình bị ngắt [105]. Trong một vài trường hợp, các quan sát 

một phần còn có thể trở thành một tập các nhãn tiềm năng mà tương thích 

với quan sát một phần này, mà đây là một trong những tính chất của giám sát 

một phần (partial supervision) [106] [107]. Giám sát một phần là phương 

pháp tổng quát hóa của học bán giám sát, và đây cũng là phương pháp cổ 

điển trong việc tiếp cận với bài toán để vượt qua việc thiếu dữ liệu có nhãn 

đầy đủ. 

2.5.1.3. Học bán giám sát 

Semi-supervised learning hay Học bán giám sát là một thể loại đặc biệt của giám sát 

yếu mà ý tưởng chủ đạo là kết hợp một lượng nhỏ dữ liệu đã được đánh nhãn với 

một lượng lớn dữ liệu không có nhãn trong quá trình huấn luyện. Học bán giám sát 

nằm giữa học không giám sát (unsupervised learning – với việc huấn luyện mà dữ 

liệu không cần nhãn) và học giám sát (supervised learning – với việc huấn luyện mà 

dữ liệu toàn bộ đều có nhãn). 

Một lượng lớn dữ liệu không có nhãn khi sử dụng kết hợp với dữ liệu một lượng 

nhỏ dữ liệu có nhãn có thể tạo ra một sự cải tiến đáng kể trong độ chính xác của 

việc huấn luyện mô hình. Việc thu thập dữ liệu có nhãn cho quá trình huấn luyện 

đòi hỏi kỹ năng của con người (ví dụ mô tả bản dịch của một đoạn âm thanh giọng 

nói, xác định cấu trúc 3D của một protein, xác định dầu có ở vị trí cụ thể hay không, 

hay là phiên âm theo bảng mã IPA một đoạn âm thanh giọng nói tiếng Anh như 

trong luận văn này). Chi phí liên quan tới quá trình gắn nhãn có thể khiến việc gắn 
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nhãn một tập dữ liệu lớn có thể không khả thi, bởi vì quá trình gắn nhãn này rất tốn 

kém. Trong những trường hợp như thế, học bán giám sát có thể có giá trị thực tế 

lớn. Học bán giám sát cũng được quan tâm về mặt lý thuyết trong Machine 

Learning vì cách học của nó dựa trên con người. 

Cho biết một tập 𝑙 các mẫu 𝑥1, ⋯ , 𝑥𝑙 ∈ 𝑿 với nhãn tương ứng 𝑦1, ⋯ , 𝑦𝑙 ∈ 𝒀 và 𝑢 

mẫu dữ liệu không có nhãn 𝑥𝑙+1, ⋯ , 𝑥𝑙+𝑢 ∈ 𝑿 đã được xử lý (cách xử lý tùy theo 

bài toán). Học bán giám sát kết hợp các thông tin này để vượt qua khả năng dự đoán 

của mô hình khi chỉ học giám sát (bỏ dữ liệu không nhãn) hoặc mô hình khi chỉ học 

không giám sát (bỏ dữ liệu có nhãn). 

2.5.2. Tự huấn luyện dùng Noisy Student Training 

2.5.2.1. Tổng quan 

Self-training (tự huấn luyện) hay được biết tới với các tên self-labeling (tự đánh 

nhãn) hay decision-directed leraning (huấn luyện định hướng quyết định), là một 

trong những cách tiếp cận sớm nhất trong học bán giám sát [108], nhưng lại phát 

triển khá phổ biến những năm gần đây. 

Thuật toán tự huấn luyện bắt đầu với việc huấn luyện một mô hình giám sát trên tập 

dữ liệu có nhãn 𝑆. Sau đó, với mỗi lần lặp, mô hình hiện tại tại lựa chọn một phần 

dữ liệu không có nhãn 𝑋𝑈, và gán nhãn giả (pseudo-label) bằng dự đoán của mô 

hình này. Bộ dữ liệu với nhãn giả này sau đó được dùng để huấn luyện bộ phân lớp 

mới cùng với bộ dữ liệu có nhãn cũ, tức là huấn luyện trên 𝑆 ∪ 𝑋𝑈.  

Nói tổng quát hơn, trong khuôn khổ tự huấn luyện lặp đi lặp lại (iterative self-

training), một loạt các mô hình được huấn luyện mà mô hình trước sẽ là teacher của 

mô hình sau, bằng cách teacher sẽ sinh nhãn giả cho mô hình student học.  

Noisy Student Training (NST) là một phương pháp được trình bày lần đầu tiên năm 

2020 trong lĩnh vực Thị giác máy tính để giải quyết bài toán phân loại trên 

ImageNet [43]. NST cải thiện self-training và chắt lọc mô hình theo hai cách: thứ 

nhất, việc cài đặt thực nghiệm NST sẽ bao gồm tăng kích thước mô hình student 

bằng hoặc lớn hơn teacher, vì thế mô hình student sẽ được lợi hơn khi học từ một 
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lượng dữ liệu (không có nhãn) lớn hơn, nhưng phải có lưu ý rằng, việc tăng kích 

thước đơn thuần sẽ không cải thiện kết quả, mà phải kết hợp với tự huấn luyện 

[109]. Thứ hai, NST cũng bao gồm việc thêm nhiễu vào mô hình student để ép 

student học khó hơn từ nhãn giả. Để làm nhiễu đầu vào, có nhiều cách bao gồm 

Dropout, Stochastic Depth [110] hay các phương pháp tăng cường dữ liệu [111]. 

Trong bài nghiên cứu [112], nhóm tác giả đã trình bày cách ứng dụng NST cho bài 

toán nhận dạng giọng nói, bằng cách giới thiệu phiên bản cải tiến của phương pháp 

tăng cường dữ liệu SpecAugment là Adaptive SpecAugment để ứng dụng vào bước 

làm nhiễu dữ liệu cho mô hình student, kết quả tốt nhất của họ đạt WER 1.6%/

3.4% trên dev-clean/-other và 1.7%/3.4% trên test-clean/-other của LibriSpeech. 

Tuy nhiên, kết quả này vẫn có thể cải thiện, nhóm tác giả của nghiên cứu [22] đã 

trình bày một phương pháp kết hợp tiền huấn luyện với tự huấn luyện. Sử dụng 

Wav2Vec2.0 để tiền huấn luyện Conformer, sau đó thay vì khởi tạo ngẫu nhiên 

student hoặc teacher thì sử dụng trọng số đã được tiền huấn luyện để đi huấn luyện 

tiếp theo khuôn khổ NST. Kết quả hiện tại đang là state-of-the-art của thế giới với 

WER trên dev-clean/-other là 1.3%/2.6% và trên test-clean/-other là 1.4%/2.6%. 

Bài nghiên cứu của tôi dựa vào ý tưởng của nghiên cứu này để thực hiện. 

2.5.2.2. Kỹ thuật Noisy Student Training sửa đổi được sử dụng trong luận văn 

Theo [22], họ sử dụng luồng huấn luyện NST cho ASR từ nghiên cứu [112] để huấn 

luyện các mô hình đã tiền huấn luyện dùng Wav2Vec 2.0. Trong khuôn khổ NST 

cho ASR, đối với mô hình teacher, họ sẽ gắn mô hình đã huấn luyện (Conformer có 

decoder là RNN-Transducer [28]) với mô hình ngôn ngữ đã huấn luyện trên tập 

nhãn của tập huấn luyện riêng để tạo nhãn giả tốt hơn cho dữ liệu không được tăng 

cường. Mô hình teacher sau khi tạo nhãn giả sẽ được thông qua bước lọc và cân 

bằng (filtering và balancing) sẽ được dùng để huấn luyện mô hình ASR thế hệ kế 

tiếp. Dữ liệu dùng cho mô hình student được tăng cường sử dùng Adaptive 

SpecAugment. Tuy nhiên, tác giả của nghiên cứu [22] lấy tất cả nhãn giả mà không 

lọc hay cân bằng, nhằm có nhiều dữ liệu hơn. 
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Theo luồng NST của [22], nếu gọi tập dữ có nhãn LibriSpeech là 𝑆, dữ liệu không 

có nhãn Libri-Light 𝑈 và mô hình ngôn ngữ sẽ được huấn luyện trên bản dịch âm 

thanh của LibriSpeech, quy trình dưới đây là từ nghiên cứu của tác giả: 

1. Điều chỉnh (fine-tune) mô hình đã tiền huấn luyện 𝑀0 trên 𝑆 với 

SpecAugment. Gán 𝑀 = 𝑀0. 

2. Gắn 𝑀 với mô hình ngôn ngữ và đo lường hiệu năng của mô hình. 

3. Tạo nhãn giả 𝑀(𝑈) với mô hình đã được gắn mô hình ngôn ngữ. 

4. Trộn lẫn 𝑀(𝑈) và 𝑆. 

5. Điều chỉnh mô hình tiền huấn luyện 𝑀′ với SpecAugment trên dữ liệu đã 

trộn lẫn. 

6. Gán 𝑀 = 𝑀′ và quay lại bước 2. 

Tuy nhiên, bài toán của tôi khác với bài toán gốc nên trong luận văn này sẽ sử dụng 

quy trình khác. Bao gồm các ý sau: 

1. Mô hình tác giả [22] sử dụng là Conformer với decoder là RNN Transducer, 

rất được lợi trong việc học từ một lượng lớn dữ liệu có nhãn (dữ liệu của họ 

lớn hơn trong bài luận văn này). Còn trong bài luận văn này tôi sẽ chỉ sử 

dụng Conformer với hàm mất mát CTC vì sự đơn giản nhưng hiệu quả của 

kiến trúc này. 

2. Bỏ bước số (2) trong quy trình của tác giả, việc gắn thêm một language 

model vào sẽ khiến mô hình phụ thuộc vào ngữ cảnh ngôn ngữ, nên mô hình 

sẽ kém bị phụ thuộc vào ngữ cảnh giọng nói, mà cái này rất quan trọng trong 

việc xác định âm vị của người nói. 

3. Phương pháp cài đặt NST của tác giả sẽ lặp đi lặp lại vài lần để đẩy độ chính 

xác lên mức cao nhất. Còn bài luận văn này sẽ chỉ lặp 1 lần, mô hình student 

sau khi huấn luyện xong sẽ là phiên bản cuối cùng, dùng để dự đoán chuỗi 

âm vị. Các mô hình student sau thường lớn hơn thế hệ trước và được huấn 

luyện trên các bộ dữ liệu lớn hơn, nên số lần lặp khá phụ thuộc vào độ lớn và 

khả năng của phần cứng. 
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Vì thế, quy trình NST để huấn luyện mô hình student trong luận văn này sẽ trở 

thành: 

1. Điều chỉnh (fine-tune) mô hình đã tiền huấn luyện 𝑀teacher trên 𝑆 với 

SpecAugment. 

2. Tạo nhãn giả 𝑀teacher(𝑈) với mô hình teacher 𝑀teacher. 

3. Trộn lẫn 𝑀teacher(𝑈) và 𝑆. 

4. Điều chỉnh mô hình tiền huấn luyện 𝑀student với SpecAugment trên dữ liệu 

đã trộn lẫn. 

Mô hình 𝑀student sau khi huấn luyện sẽ là mô hình cuối cùng dùng để nhận diện 

chuỗi âm vị. 

2.6. Kết hợp các kỹ thuật để thực hiện bài toán phát hiện chuỗi âm vị 

Tổng quan lại, ý tưởng thực hiện của luận văn như sau: Huấn luyện mô hình teacher 

với dữ liệu có nhãn, sau đó dùng mô hình teacher để tạo ra nhãn giả trên tập dữ liệu 

không có nhãn nhưng dồi dào dữ liệu hơn. Từ đó, mô hình student sẽ được huấn 

luyện trên cả tập dữ liệu có nhãn bị giới hạn, kết hợp thêm tập dữ liệu có nhãn giả 

dồi dào để dùng cho downstream task dự đoán chuỗi âm vị. Nhưng trước đó, thay vì 

huấn luyện teacher và student từ đầu (khởi tạo ngẫu nhiên), các khối Conformer 

(thành phần chính của teacher và student) được tiền huấn luyện trước với bằng 

framework Wav2Vec2.0 với một lượng dữ liệu không có nhãn khổng lồ, vì thế, sẽ 

tạo ra các khối Conformer với trọng số đã được tối ưu lý tưởng trên các âm thanh 

giọng nói. Hình 8 trình bày về toàn bộ quy trình bài toán được sử dụng trong luận 

văn. 
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2.7. Kỹ thuật đánh giá giọng nói 

2.7.1. Đánh giá mô hình bằng Phoneme Error Rate  

Để đánh giá hiệu năng dự đoán chuỗi âm vị của mô hình, tôi sẽ sử dụng Phoneme 

Error Rate (PER), được định nghĩa như Word Error Rate của chuỗi âm vị dự đoán 

ra và chuỗi âm vị thực tế. WER có thể tính bằng công thức (11) [113]: 

 PER = WER =
𝑆+𝐷+𝐼

𝑁
=

𝑆+𝐷+𝐼

𝑆+𝐷+𝐶
 (11) 

Mà: 

• 𝑆 là số lượng âm vị cần sửa 

• 𝐷 là số lượng âm vị cần xóa 

• 𝐼 là số lượng âm vị cần thêm 

• 𝐶 là số lượng âm vị dự đoán đúng 

• 𝑁 là tổng số lượng âm vị trong chuỗi thực tế (𝑁 = 𝑆 + 𝐷 + 𝐶) 

Các ký hiệu của việc thêm, xóa, sửa là cách để biến chuỗi dự đoán thành chuỗi âm 

vị thực tế. Giá trị 𝑃𝐸𝑅 này càng nhỏ càng tốt, được tính theo phần trăm %, tốt nhất 

là 0 và tệ nhất là 100%. 

Hình 8. Sơ đồ cấu trúc luận văn. Đường "." mô tả rằng trọng số của teacher và student sẽ 

được khởi tạo bằng các khối Conformer được tiền huấn luyện bằng Wav2Vec2.0 
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2.7.2. Phát hiện lỗi sai trong phát âm bằng thuật toán Tìm chuỗi con chung dài 

nhất 

Bài toán tìm chuỗi con chung dài nhất (Longest Common Subsequence – LCS) là 

một bài toán tìm các ký tự liên tục dài nhất mà vẫn chung với các chuỗi được so 

sánh với nhau (thường là 2 – trong bài này là chuỗi thực tế và chuỗi dự đoán). Nó 

khác với bài toán chuỗi con dài nhất bởi vì các ký tự mà bài toán LCS tìm được nó 

sẽ không nhất thiết phải liên tục. Đây là một bài toán cổ điển trong khoa học máy 

tính, được ứng dụng nhiều trong hệ thống hay ngôn ngữ tính toán [114]. 

Gọi chuỗi âm vị thực tế là 𝑋 = (𝑥1, 𝑥2, ⋯ , 𝑥𝑛), chuỗi dự đoán là 𝑌 =

(𝑦1, 𝑦2, ⋯ , 𝑦𝑚). Tiền tố của 𝑋 là 𝑋0, 𝑋1, 𝑋2, ⋯ , 𝑋𝑛; tiền tố của 𝑌 là 𝑌0, 𝑌1, 𝑌2, ⋯ , 𝑌𝑚. 

Gọi 𝐿𝐶𝑆(𝑋𝑖 , 𝑌𝑗) đại diện cho một tập chuỗi con chung dài nhất của các tiền tố 𝑋𝑖 và 

𝑌𝑗. Tập chuỗi này có thể biểu diễn bằng công thức (12): 

𝐿𝐶𝑆(𝑋𝑖 , 𝑌𝑗)

= {

∅, khi 𝑥 = hoặc 𝑗 = 0   

𝐿𝐶𝑆(𝑋𝑖−1, 𝑌𝑗−1) + 𝑥𝑖 , khi 𝑖, 𝑗 > 0 và 𝑥𝑖 = 𝑦𝑗

max (𝐿𝐶𝑆(𝑋𝑖 , 𝑌𝑗−1), 𝐿𝐶𝑆(𝑋𝑖−1, 𝑌𝑗)) ,   khi 𝑖, 𝑗 > 0 và 𝑥𝑖 ≠ 𝑦𝑗  

 
(12) 

Để tìm được LCS của 𝑋𝑖 và 𝑌𝑗, ta đi so sánh 𝑥𝑖 và 𝑦𝑗. Nếu nó giống nhau, ta sẽ nở 

rộng 𝐿𝐶𝑆(𝑋𝑖−1, 𝑌𝑗−1) thêm phần tử 𝑥𝑖. Nếu không bằng nhau, ta sẽ so sánh độ dài 

của hai 𝐿𝐶𝑆(𝑋𝑖 , 𝑌𝑗−1) và 𝐿𝐶𝑆(𝑋𝑖−1, 𝑌𝑗), và chọn cái dài nhất để giữ lại. 

Độ phức tạp của bài toán khi sử dụng thuật toán quy hoạch động là 𝑂(𝑛𝑚).  

Ta có thể mở rộng ý tưởng của bài toán để tìm được các âm vị của người nói bị sai. 

Để làm được như vậy, ta phải giả định chuỗi dự đoán từ mô hình là chuỗi âm vị mô 

tả đúng nhất giọng nói của người dùng. Lúc này, ta áp dụng thuật toán LCS để tìm 

chuỗi âm vị khớp nhau nhất, sau đó tìm ra những âm vị mà không được khớp (phần 

còn lại) và xuất ra kết quả đây là các vị trí mà người nói bị sai. 

Dưới đây là mã giả cho LCS. 

Pseudo Code  
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function LCS(s1, s2): 

  n := size(s1) 

  m := size(s2) 

  L = tạo mảng 2D (0..n, 0..m) với mỗi phần tử là một mảng rỗng 

  for i := 1 to :n 

    for j := 1 to m: 

      else if s1[i - 1] = s2[j - 1]: 

        L[i][j] := thêm ký tự s1[i - 1] vào mảng L[i - 1][j - 1] 

      else: 

    // so sánh chiều dài của mỗi mảng, cái nào lớn hơn 

       // thì lấy gán cho L[i][j] 

        L[i][j] := max(L[i - 1][j], L[i][j - 1], key=size) 

  return L[n][m] 

s1 = "ɔ l ɪ z s ɛ d w ɪ ð aʊ t ə w ə d" độ dài n 

s2 = "ɔ l w ɪ z s ɛ d w ɪ ð aʊ t ə w ə d" độ dài m 

lcs = LCS(s1, s2) 

print("Longest Common Phoneme Sequence:", lcs) 

Output 

Longest Common Phoneme Sequence: ɔ l ɪ z s ɛ d w ɪ ð aʊ t ə w ə d 
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CHƯƠNG 3: DỮ LIỆU 

3.1. Libri-Light  

Bộ dữ liệu Libri-Light, được trình bày năm 2020 của Facebook AI [115] là một tập 

các bộ âm thanh đọc sách người nói thích hợp cho các hệ thống nhận diện giọng nói 

mà cách cài đặt thuộc dạng giám sát giới hạn hay không có giám sát. Bộ dữ liệu này 

có nguồn gốc từ sách nói mã nguồn mở của dự án LibriVox. Nó chứa hơn 60 nghìn 

giờ dữ liệu âm thanh, mà theo họ được biết, đây là nguồn dữ liệu âm thanh miễn phí 

lớn nhất từ đó đến nay. 

Bộ dữ liệu được chia thành 4 phần: 

- Một tập huấn luyện với các âm thanh giọng nói không được đánh nhãn. 

- Một tập huấn luyện có đánh nhãn nhưng giới hạn. 

- Các tập dữ liệu âm thanh giọng nói đánh giá dev/test. 

- Và một tập huấn luyện chứa dữ liệu chữ chưa được căn chỉnh. 

3.1.1. Tập dữ liệu giọng nói dùng để huấn luyện không có nhãn 

Tập dữ liệu này được lấy từ các tập tin âm thanh cho giọng nói tiếng Anh từ dự án 

LibriVox chứa các sách nói mã nguồn mở. Các tập tin được tải xuống và chuyển 

thành 16kHz dạng FLAC. Sau đó nhóm tác giả bỏ đi các tập tin bị hỏng, không biết 

các thông tin hay các tập tin thuộc LibriSpeech dev và test. Sau đó tập này được 

chia thành 3 tập nhỏ hơn: unlab-60k, unlab-6k, unlab-600. 

Tên tập Số giờ Số sách Số tập tin 
Số giờ mỗi 

người nói 

Tổng số 

người nói 

unlab-60k 57706.04 9860 219041 7.84 7439 

unlab-6k 5770.7 1106 21327 3.31 1742 

unlab-600 577.2 202 2588 1.18 489 

Bảng 1. Thông tin của tập huấn luyện không có nhãn của Libri-Light 

3.1.2. Tập dữ liệu giọng nói giới hạn để huấn luyện có đánh nhãn  

Nhằm phục vụ cho tác vụ giám sát có giới hạn, tác giả lựa chọn 3 tập của 

LibriSpeech: tập 10h, tập 1h và 6 tập 10 phút (6 tập này kết hợp với nhau để tạo ra 
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được tập 1h, tập 1h ở trong tập 10h). Trong mỗi tập, một nửa số lượng các câu nói 

được lấy từ tập huấn luyện clean và other. Tác giả dùng phonemizer [116] để tạo ra 

bản dịch chính tả và bản dịch âm vị từ bản dịch gốc. 

Tên tập Số giờ 
Số 

sách 

Số tập 

tin 

Số giờ mỗi người 

nói 

Tổng số người 

nói 

train-10h 10 25 12 12 24 

train-1h 1 2.5 12 12 24 

train-10m 10 phút 2.5 2 2 4 

Bảng 2. Thông tin tập dữ liệu giới hạn có nhãn của Libri-Light 

3.1.3. Các tập dữ liệu giọng nói để đánh giá dev/test 

Tập dữ liệu dev/test giống hệt như của LibriSpeech được đưa vào để cho mục đích 

đánh giá và điều chỉnh. Tất cả tập tin âm thanh thuộc tập dev và test được xóa bỏ 

khỏi tập huấn luyện. Các phoneme của tập dev và test cũng được tạo ra dùng 

phonemizer.  

3.1.4. Tập chữ chưa căn chỉnh dùng để huấn luyện 

Để huấn luyện mô hình ngôn ngữ cho cài đặt giám sát, tác giả sử dụng bộ dữ liệu 

dùng trong LibriSpeech, chứa hơn 800 triệu từ và bộ từ điển gồm 200 nghìn từ từ 

14.5 nghìn sách công khai từ dự án Gutenberg. 

3.2. LibriSpeech 

Vào năm 2015, V. Panayotov và cộng sự đã trình bày một bộ dữ liệu dành cho bài 

toán nhận diện giọng nói, bộ dữ liệu tên là LibriSpeech [117]. Bộ dữ liệu này thích 

hợp cho việc huấn luyện và đánh giá các hệ thống nhận diện giọng nói. 

Dữ liệu được lấy từ sách nói, là một phần của dự án LibriVox, chứa 1000 giờ giọng 

nói được lấy mẫu ở 16kHz. Bộ dữ liệu này được chia thành 2 phần: bộ huấn luyện 

(bao gồm train-clean-100, train-clean-360, train-other-500) và bộ đánh giá (các bộ  

dev/test clean/other). 
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Tên tập Số giờ Số phút mỗi 

người nói 

Số lượng 

nữ 

Số  lượng 

nam 

Tổng số 

người nói 

dev-clean 5.4 8 20 20 40 

test-clean 5.4 8 20 20 40 

dev-other 5.3 10 16 17 33 

test-other 5.1 10 17 16 33 

train-clean-100 100.6 25 125 126 251 

train-clean-360 363.6 25 439 482 921 

train-other-500 496.7 30 564 602 1106 

Bảng 3.  Thông tin các tập dữ liệu của LibriSpeech 
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CHƯƠNG 4: THỰC NGHIỆM VÀ KẾT QUẢ 

4.1. Cài đặt thực nghiệm 

4.1.1. Dữ liệu 

4.1.1.1. Dữ liệu huấn luyện 

Để tiền huấn luyện Wav2Vec2.0 với các khối Conformer, bài nghiên cứu sử dụng 

bộ dữ liệu unlab-60k. Mô hình tiền huấn luyện Wav2Vec2.0 Conformer được lấy từ 

Github của Facebook Research, được huấn luyện trên bộ dữ liệu unlab-60k (xem 

mục 4.1.2). 

Huấn luyện teacher sử dụng kết hợp các bộ dữ liệu của [train-10h + dev-clean + 

dev-test + test-other] = 25.8h dữ liệu có nhãn. Và tập train-clean-360 (loại bỏ nhãn) 

không nhãn kết hợp với tập huấn luyện có nhãn của teacher để huấn luyện bán giám 

sát, tổng cộng là 363.6h không nhãn và 25.8h có nhãn. Tỉ lệ giữa tập có nhãn và 

không nhãn trong huấn luyện student là 1: 14, trong khi các paper về NST cho ASR 

sử dụng tỉ lệ 1: 9 [22], 1:60 [112]. 

Giai đoạn huấn 

luyện 
Tên tập dữ liệu 

Tổng số 

giờ âm 

thanh 

Tỉ lệ có/không 

nhãn 

Tiền huấn luyện - unlab-60k 57706.04 0: 1 

Huấn luyện 

Teacher 

- train-10h, dev-clean, dev-test, 

test-other 
25.8 1: 0 

Huấn luyện 

Student 

- train-10h, dev-clean, dev-test, 

test-other 

- train-clean-360 (bỏ nhãn) 

389.4 1: 14 

Bảng 4. Thông tin mô tả dữ liệu dùng cho các giai đoạn huấn luyện 

4.1.1.2. Dữ liệu đánh giá 

Dữ liệu dùng cho việc đánh giá là tập test-clean, gồm 5.4h. 
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4.1.2. Tiền huấn luyện 

Việc tiền huấn luyện Wav2Vec2.0 Conformer đòi hỏi kích thước mô hình đủ lớn để 

có thể học được 60 nghìn giờ từ unlab-60k. Nhưng trong luận văn này, việc có đủ 

kích cỡ phần cứng để huấn luyện là điều khó khăn. Nên tôi sử dụng mô hình đã 

được tiền huấn luyện và công bố công khai trên GitHub của Facebook Research, tên 

mô hình là Wav2Vec 2.0 Large conformer - rel_pos (LV-60) [118]. Các thông số của mô hình 

được trình bày trong bảng 5. 

Loại tham số Giá trị 

Tầng Convolution 

[kích cỡ kernel, stride, channel đầu ra] × số lượng 

[10 × 10, 5, 512] × 1
[3 × 3, 2, 512] × 4
[2 × 2, 2, 512] × 2

 

Số lượng khối Conformer 24 

Kích thước các khối Conformer 1024 

Kích thước lớp ẩn đầu ra, lớp lượng tử hóa 768 

Tổng số lượng tham số mô hình 620 triệu 

Bảng 5. Thông tin của mô hình Wav2Vec2.0 Conformer được lấy từ fairseq 

4.1.3. Huấn luyện teacher và student 

Sau khi bước tiền huấn luyện hoàn tất, sẽ thu được trọng số của các khối 

Conformer. Các khối này sẽ được đưa vào mô hình Conformer sửa đổi. Thông tin 

tham số được trình bày ở bảng dưới đây, hai mô hình teacher và student chỉ khác 

nhau ở số lượng khối Conformer (đây là thành phần quan trọng nhất).  

Thông tin  Teacher Student 

Thông tin mô hình 

Kích thước đầu vào 128 (số lượng mel filterbank) 

Adaptive - 2 freq mask. 
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SpecAugment - Kích thước freq mask 𝐹 = 27. 

- Tỉ lệ time mask 𝑝𝑠 = 0.05 

- min {10, chiều dài MelSpectrogram × ps} số lượng 

time mask. 

Convolution 

Subsampling 

Conv2D − [3 × 3, 2, 256] × 2 

Input Projection - Kích thước đầu vào: 512 

- Kích thước đầu ra: 1024 

Relative Positional 

Encoding 

5000 vị trí 

Dropout Conformer  0.1 

Số lượng khối 

Conformer 

𝟐 𝟒 

Kích thước Conformer 1024 

Linear  - Đầu vào: 1024 

- Đầu ra: 1024 

Hàm kích hoạt Swish  

Dropout 0.1 

Linear - Đầu vào: 1024 

- Đầu ra: 47 (số lượng các âm vị). 

Tổng số lượng tham 

số 

≈ 57 triệu ≈ 107 triệu 

Thời gian huấn luyện 5 giờ 51 giờ 

Bảng 6. Thông tin các tham số của mô hình Conformer sửa đổi, cả của teacher và 

student 

Dữ liệu âm thanh sau khi đọc lên sẽ được chuyển thành sạng Mel Spectrogram 

[119] với kích cỡ Fast Fourier Transform (n_fft) để tính là 1024 [120], số lượng 

mel filterbank (n_mels) [121] là 128 (cũng là kích cỡ đầu vào của mô hình), kích cỡ 

cửa sổ chạy khắp sóng âm thanh (win_length) là 40ms, kích cỡ một lần nhảy cửa sổ 
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(hop_length) là 20ms. Các tham số khác sẽ lấy giá trị mặc định của lớp 

MelSpectrogram của thư viện torchaudio [122]. Thông tin của Mel Spectrogram 

được trình bày ở bảng 7. 

Tham số Giá trị 

n_fft 1024 

n_mels 128 

win_length 400 

hop_length 200 

Bảng 7. Các tham số của Mel Spectrogram 

4.1.4. Mô hình ngôn ngữ 

Ta có thể đặt ra giả định, để tối ưu kết quả dự đoán của mô hình thì sẽ cần một mô 

hình ngôn ngữ làm xác suất cộng thêm cho Beam Search [123] trong lúc dự đoán, 

công thức (13) mô tả mục tiêu lúc tìm chuỗi âm vị bằng Beam Search. Vì thế tôi đi 

huấn luyện mô hình ngôn ngữ 3-gram từ code của GitHub daandouwe/ngram-lm 

[124] theo phương pháp interpolate của Witten-Bell [125]. 

Dữ liệu dùng là toàn bộ các câu phiên dịch âm vị của tập huấn luyện giám sát cho 

teacher, được chia theo tỉ lệ 80: 20 cho tập huấn luyện và kiểm thử, thông tin được 

trình bày trong bảng 8, bao gồm perplexity [126] sau khi huấn luyện mô hình. Sau 

khi huấn luyện, mô hình ngôn ngữ sẽ đưa vào thư viện pyctcdecode [127] để dự 

đoán chuỗi âm vị có kết hợp Beam Search với tham số mặc định: kích thước beam 

(beam width) là 100, 𝛼 = 0.5 và 𝛽 = 1.5. 

Tập dữ liệu Số lượng câu Perplexity 

Huấn luyện 80% 8906 10.17 

Kiểm thử 20% 2241 10.47 

Bảng 8. Perplexity trên hai tập dữ liệu âm vị của mô hình ngôn ngữ 3-gram 

𝑄(𝑐) = log(𝑃(𝑐|𝑥)) + 𝛼 log(𝑃𝑙𝑚 (𝑐)) + 𝛽𝑤𝑜𝑟𝑑_𝑐𝑜𝑢𝑛𝑡(𝑐) (13) 



Khóa luận tốt nghiệp chuyên ngành Khoa Học Dữ Liệu 

 

 

Nguyễn Văn Anh Tuấn – 19497581  39 

Công thức (13) [128] mô tả rằng Beam Search sẽ tìm chuỗi âm vị tối đa hóa giá trị 

𝑄(𝑐), trên xác suất đầu ra của CTC 𝑃(𝑐|𝑥) và xác suất từ mô hình ngôn ngữ 𝑃𝑙𝑚(𝑐) 

cộng thêm số lượng các âm vị của chuỗi 𝑤𝑜𝑟𝑑_𝑐𝑜𝑢𝑛𝑡(𝑐) [129]. Hình 9 mô tả Beam 

Search với Beam Width là 3. 

4.1.5. Phần cứng được xử dụng 

Cả hai mô hình teacher và student được huấn luyện trên 2 GPU RTX 3090, thời 

gian huấn luyện được trình bày trong bảng 6. 

Mô hình ngôn ngữ được huấn luyện trên 1 GPU RTX 3090 mất 1 phút. 

4.2. Kết quả 

4.2.1. Kết quả dự đoán chuỗi âm vị 

Mô hình student sẽ là mô hình cuối cùng của bài toán, kết quả của mô hình student 

và teacher được trình bày trong bảng 9 dưới đây. Khi dự đoán, lớp SpecAugment sẽ 

được bỏ qua. 

 

Hình 9. Mô tả Beam Search qua 3 time-step, với Beam Width là 3 

và số lượng thành phần trong bộ từ vựng là 3 
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Mô hình Greedy Beam Search + LM 

Teacher 17.13 22.31 

Student 12.66 25.45 

Bảng 9. Kết quả dự đoán chuỗi âm vị của teacher và student, có hay không có mô 

hình ngôn ngữ được tính theo PER (%) 

Kết quả cho thấy mặc dù mô hình ngôn ngữ rất phù hợp cho bài toán ASR [6] [20] 

[22] [24] [30] [31] [34], nhưng áp dụng vào bài toán này thì lại bị tăng PER, không 

hiệu quả bằng phương pháp decode greedy (lựa chọn âm vị có xác suất cao nhất 

mỗi time-step). Điều này có thể giải thích bằng: lượng dữ liệu chữ của các bài 

nghiên cứu trên lớn, ngữ cảnh ngôn ngữ của mô hình ngôn ngữ được học rất hiệu 

quả, nên khi ứng dụng vào sẽ đạt kết quả tốt. Còn trong bài nghiên cứu này chỉ có 

xấp xỉ 9000 câu, ngữ cảnh của âm vị cũng rất khác so với chữ, perplexity trên tập 

test cũng khá cao, khoảng 10.47, nên có thể thấy ứng dụng mô hình ngôn ngữ vào 

bài toán này không hiệu quả. 

Kết quả còn cho thấy thêm một điểm quan trọng: PER của student giảm tương đối 

26% khi so với teacher, là mô hình đã tạo ra nhãn yếu cho student học, thế nên kỹ 

thuật huấn luyện này có thể kết luận là thành công. Theo hiểu biết của tôi, 

chưa có nghiên cứu nào ứng dụng kỹ thuật học bán giám sát này cho bài toán 

dự đoán chuỗi âm vị. Vì thế đây có thể là tiền đề cho các nghiên cứu tương lai 

về kỹ thuật này. 

Dưới đây là một số kết quả đự đoán chuỗi âm vị trên tập test-clean, những âm vị 

nào bị sai sẽ được tô đỏ trên chuỗi dự đoán, tô xanh dương trên chuỗi thực tế nếu bị 

thiếu. 

- Ví dụ 1, PER: 12.5% 

o Thực tế: w aɪ ə t ʌ ŋ ɪ m p ɹ ɛ s d w ɪ ð h ʌ n i f ɹ ʌ m ɛ v ɹ i w ɪ n d 

o Dự đoán: w aɪ ə t t ɑː ŋ ɪ m p ɹ ɛ s t w ɪ ð h ʌ n i f ɹ ʌ m ɛ v ɹ i w ɪ n d ɪ 

- Ví dụ 2, PER: 0% 

o Thực tế: w aɪ ə n ɪ ɹ ə w ə l p uː l f ɪ ɹ s t ə d ɹ ɔ k ɹ i eɪ ʃ ə n z ɪ n 

o Dự đoán: w aɪ ə n ɪ ɹ ə w ə l p uː l f ɪ ɹ s t ə d ɹ ɔ k ɹ i eɪ ʃ ə n z ɪ n 
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-  Ví dụ 3,  PER: 6.25% 

o Thực tế: ɔ l ɪ z s ɛ d w ɪ ð aʊ t ə w ə d 

o Dự đoán: ɔ l w ɪ z s ɛ d w ɪ ð aʊ t ə w ə d 

- Ví dụ 4, PER: 10.2% 

o Thực tế: aɪ s ɪ t b ə n i θ ð aɪ l ʊ k s æ z t ʃ ɪ l d ɹ ə n d uː ɪ n ð ə n uː n s ʌ n 

w ɪ ð s oʊ l z ð æ t t ɹ ɛ m b l θ ɹ uː ð ɛ ɹ h æ p i aɪ l ɪ d z f ɹ ʌ m ə n ʌ n ə v 

ə d j ɛ t p ɹ ɑː d ɪ ɡ l ɪ n w ɚ d d ʒ ɔɪ 

o Dự đoán: aɪ s ɪ t b ə n i θ aɪ l ʊ k s æ z t ʃ ɪ l d ɹ ə n d uː ɪ n ð ə n uː n s ʌ n 

w ɪ ð s oʊ l z ð æ t ɹ ɛ m b l θ ɹ uː ð ɛ ɹ h æ p i aɪ ə l ɪ z f ɹ ʌ m ə n ʌ n ʌ v 

ə d j ɛ t p ɹ ɑː n ɪ k l ɪ n w ɚ d d ʒ ɔɪ ə ɪ ɪ 

- Ví dụ 5, PER: 5.66% 

o Thực tế: aɪ l ʌ v ð i f ɹ i l i æ z m ɛ n s t ɹ aɪ v f ɔː ɹ ɹ aɪ t aɪ l ʌ v ð i p j ʊɹ l 

i æ z ð eɪ t ə n f ɹ ʌ m p ɹ eɪ z 

o Dự đoán: aɪ l ʌ v ð i f ɹ i l i æ z m ɛ n s t ɹ aɪ f f ɔː ɹ ɹ aɪ d aɪ l ʌ v ð i p j ʊɹ 

d l i æ z ð eɪ t ə n f ɹ ʌ m p ɹ eɪ z 

- Ví dụ 6, PER: 10% 

o Thực tế: d ɪ ɹ ɪ s t t i t ʃ m i s oʊ t ə p o ɹ aʊ t ɡ ɹ æ ɾ ɪ t uː d æ z ð aʊ d ɑː s 

t ɡ ʊ d 

o Dự đoán: d ɪ ɹ ɪ s t t i t ʃ m i s oʊ t ə p o ɹ aʊ t k ɹ æ d ɪ t uː d æ z ð aʊ d ʌ 

s t ɡ ʊ t 

4.2.2. Kết quả dự đoán lỗi sai trong câu nói 

Để kiểm tra khả năng phát hiện lỗi sai của mô hình, ta cần phải giả định chuỗi âm vị 

được dự đoán từ mô hình là ground truth, nghĩa là mô hình luôn mô tả đúng nhất 

giọng nói của người đọc (mặc dù ở bảng 9, ta thấy mô hình sai khoảng 12%) thì 

mới dùng thuật toán LCS để so khớp với chuỗi dự đoán với chuỗi thực tế được.  

Để thực hiện đánh giá lỗi sai, ta sẽ dựa trên một mẫu trong bộ kiểm thử test-clean 

mà mô hình có khả năng dự đoán chính xác hoàn toàn, nghĩa là PER 0%, để mà tạo 

ra các phiên bản sửa đổi đọc sai của mẫu này. Bảng 10 dưới đây là thông tin của 

mẫu đó. 
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Thông tin Giá trị 

Dạng chữ cái why an ear a whirlpool fierce to draw creations in 

Dạng phiên âm IPA w aɪ ə n ɪ ɹ ə w ə l p uː l f ɪ ɹ s t ə d ɹ ɔ k ɹ i eɪ ʃ ə n z ɪ n 

Độ dài chuỗi phiên âm 32 

Đường dẫn file đến bộ 

test-clean 
test-clean/908/157963/908-157963-0030.flac 

Bảng 10. Thông tin mẫu giọng đọc dành cho phần phát hiện lỗi sai 

Để thực hiện kiểm tra lỗi sai, tôi sẽ lần lượt thay đổi dạng chữ cái của câu mẫu 

thành một từ khác, sau đó tạo lại dạng phiên âm IPA dùng phonemizer (như của tác 

giả) và dùng để phát hiện lỗi (so khớp dùng LCS), rồi dùng mô hình text-to-speech 

FastPitch của Nvidia để tạo giọng đọc [130]. Bảng 11 trình bày các mẫu thử được 

chỉnh sửa. Những vị trí được tô màu xanh dương là vị trí chỉnh sửa, màu đỏ là bị 

xóa đi. Các mẫu âm thanh có thể được nghe ở tham khảo này [131]. 

Tên 

mẫu 
Dạng chữ cái Chuỗi phiên âm gốc 

Độ dài 

chuỗi phiên 

âm 

error_1 
why an ear a weir pool 

fierce to draw creations in 

w aɪ ə n ɪ ɹ ə w ɪ ɹ p uː l f ɪ ɹ 

s t ə d ɹ ɔ k ɹ i eɪ ʃ ə n z ɪ n 
32 

error_2 
why an ear a whirlpool fear 

to draw creations in 

w aɪ ə n ɪ ɹ ə w ə l p uː l f ɪ ɹ 

s t ə d ɹ ɔ k ɹ i eɪ ʃ ə n z ɪ n 
31 

error_3 
why an ear a whirl pole 

fierce to draw creations in 

w aɪ ə n ɪ ɹ ə w ə l p oʊ l f ɪ ɹ 

s t ə d ɹ ɔ k ɹ i eɪ ʃ ə n z ɪ n 
32 

Bảng 11. Các mẫu được chỉnh sửa so với mẫu gốc nhằm mục đích đánh giá giọng 

nói 

Cách đánh giá: một mẫu được coi là phát hiện lỗi sai đúng nếu mô hình phát hiện 

được lỗi sai (những chỗ màu xanh dương) hoặc độ dài đúng (cho mẫu mất chữ). 

Bảng 12 trình bày kết quả phát hiện lỗi bằng chuỗi âm vị dự đoán từ mô hình và 

đưa qua LCS. Những âm không được khớp bằng LCS sẽ được tô màu xanh dương. 
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Tên 

mẫu 
Chuỗi phiên âm được dự đoán 

Các âm 

không 

được 

khớp 

Độ dài 

chuỗi 

phiên âm 

được dự 

đoán 

PER 
Kết 

quả 

error_1 
w aɪ ə n ɪ ɹ ə w ɪ ɹ p uː l f ɪ ɹ s t ə 

d ɹ ɔ k ɹ i eɪ ʃ ə n z ɪ n 
ɪ, ɹ 32 6.25 Đúng 

error_2 
w aɪ ə n ɪ ɹ ə w ə k l f ɪ ɹ t ə d ɹ ɔ 

k ɹ i eɪ ʃ ə n z ɪ n 
k 29 12.5 Sai 

error_3 
w aɪ ə n ɪ ɹ ə w ə l p oʊ l f ɪ ɹ s t 

ə d ɹ ɔ k ɹ i eɪ ʃ ə n z ɪ n 
oʊ 32 3.125 Đúng 

Bảng 12. Kết quả phát hiện lỗi sai bằng LCS 

Kết quả từ bảng 12 cho thấy mô hình có khả năng mô tả giống với giọng nói của 

người đọc, chỉ có mẫu error_2 bị lỗi do chữ “fierce” đọc khá tương tự với “fear”, 

chỉ khác ở âm “s” ở cuối, chứng tỏ mô hình student đã được huấn luyện tương đối 

ổn, để mô hình có khả năng nhận diện chính xác hơn nữa câu nói của người đọc, 

PER phải giảm xuống mức xấp xỉ 2% − 3%. Thuật toán LCS cho thấy chỉ cần mô 

hình student nhận diện đúng được người đọc nói như thế nào thì có thể giải quyết 

phần còn lại của bài toán, phát hiện chuỗi âm vị sai (không được khớp). 
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CHƯƠNG 5: KẾT LUẬN VÀ HƯỚNG PHÁT TRIỂN 

5.1. Kết luận 

5.1.1. Kết quả thu được 

5.1.1.1. Kết quả bài toán 

Từ phần 4, ta có thể thấy kết quả rất khả quan, luận văn đã thực hiện thành công kỹ 

thuật học bán giám sát với Noisy Student Training cho bài toán dự đoán chuỗi âm vị 

khi lỗi dự đoán âm vị PER của mô hình student chỉ là 12.66%, giảm PER tương đối 

26%. Ngoài ra, mô hình còn cho thấy tiềm năng khi kết hợp với thuật toán tìm 

chuỗi con chung dài nhất để phát hiện lỗi phát âm của người đọc. 

5.1.1.2. Kiến thức 

Qua luận văn, tôi đã phần nào hiểu được công thức, kiến trúc, cách thức cài đặt, 

huấn luyện của mô hình tiền huấn luyện Wav2Vec2.0 Conformer, mô hình giám sát 

teacher Conformer và mô hình bán giám sát student Conformer. Thêm nữa, tôi còn 

biết thêm cách để kết hợp kết quả của bài toán dự đoán chuỗi âm vị với LCS để phát 

hiện lỗi phát âm, tạo tiền đề cho những nghiên cứu tương lai trong bài toán APED 

với kỹ thuật huấn luyện bán giám sát. 

5.1.1.3. Kỹ năng 

Việc thực hiện luận văn đã góp phần nâng cao khả năng thực nghiệm kết quả, đọc 

và tham khảo các nghiên cứu khác của tôi. 

5.2. Hướng phát triển trong tương lai 

Trong tương lai, tôi sẽ tiếp tục cải thiện, tối ưu bài toán dự đoán chuỗi âm vị, vì đây 

là thành phần chính trong bài toán tự động phát hiện lỗi phát âm. Nói cách khác là 

tiếp tục tối ưu mô hình student bằng cách huấn luyện trên nhiều dữ liệu không có 

nhãn hơn, kết hợp với kiến trúc khác ngoài CTC, tăng kích cỡ mô hình, tăng số 

lượng dữ liệu có nhãn hiện có, tăng số lượng thế hệ student lên để có thể đẩy kết 

quả lên mức cao nhất. Bên cạnh đó, tôi cũng sẽ tham khảo các hướng tiếp cận khác 

ngoài LCS để phát hiện lỗi phát âm. 
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NHẬT KÝ LÀM VIỆC 

 

Tuần Từ ngày Đến ngày Nội dung 

1 08/08/2022 14/08/2022 

Tìm hiểu về từ khóa đề tài: Speech Verification. 

Đọc các tài liệu liên quan đến đề tài, cố gắng 

định nghĩa được hướng nghiên cứu. 

2 15/08/2022 21/08/2022 
Tiếp tục tìm hiểu về đề tài thông qua các nghiên 

cứu sẵn có. 

3 22/08/2022 28/08/2022 
Đọc sâu hơn một số tài liệu nhất định của hướng 

nghiên cứu, dần có được thông tin về đề tài. 

4 29/08/2022 04/09/2022 

Sau quá trình tìm hiểu, nhận ra từ khóa Speech 

Verification chưa được sử dụng phổ biến bằng 

Automatic Pronunciation Error Detection, mặc 

dù có cùng ý nghĩa. Nên đổi tên đề tài và tìm 

hiểu nhiều nghiên cứu liên quan hơn, từ khóa này 

đưa ra nhiều nghiên cứu hơn. 

5 05/09/2022 11/09/2022 
Tiếp tục nghiên cứu, đọc tài liệu liên quan đến 

APED. 

6 12/09/2022 18/09/2022 
Đọc tài liệu liên quan đến ASR để tìm hướng 

nghiên cứu cho APED dựa vào ASR. 

7 19/09/2022 25/09/2022 
Đọc tài liệu về ASR, tìm hiểu các hướng nghiên 

cứu khác nhau. 

8 26/09/2022 02/10/2022 

Phát hiện ra dữ liệu của bài toán này khá ít, đọc 

tài liệu về các hướng nghiên cứu sử dụng ít dữ 

liệu có nhãn. 

9 03/10/2022 09/10/2022 

Định nghĩa được hướng nghiên cứu, đọc tài liệu 

của hướng nghiên cứu. Tìm hiểu cách hiện thực 

mô hình như thế nào. 

10 10/10/2022 16/10/2022 Tiếp tục đọc sâu hơn tài liệu của hướng nghiên 
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cứu. Tìm kiếm dữ liệu cho phần Supervise (dữ 

liệu có nhãn âm vị). 

11 17/10/2022 23/10/2022 

Tìm hiểu cách sử dụng lại mô hình đã tiền huấn 

luyện của fairseq (facebook research). Thử tiền 

huấn luyện sử dụng mô hình của Hugging Face 

Transformers. 

12 24/10/2022 30/10/2022 

Thử nghiệm huấn luyện các teacher, cố gắng thử 

xem cách kết hợp cấu trúc như thế nào là tốt nhất 

cho teacher. Thử huấn luyện cho student, mặc kệ 

kết quả của teacher tốt hay xấu. Điều này dẫn 

đến kết quả của student khá tệ, do teacher không 

có khả năng cung cấp nhãn tốt. 

13 31/10/2022 06/11/2022 

Huấn luyện student, gặp vấn đề từ teacher, nhãn 

yếu được tạo ra từ teacher không sử dụng được, 

giá trị mất mát bị NaN, tìm cách sửa lỗi. Tìm 

cách để tăng cường nhiễu cho Noisy Student 

Training.  

14 07/11/2022 13/11/2022 

Thử huấn luyện lại teacher với nhiễu sử dụng 

Speed Perturbation và Multi Style Training (sử 

dụng bộ dữ liệu Musan). Huấn luyện giám sát với 

bộ dữ liệu Timit và không nhãn sử dụng 

LibriSpeech 100h. Kết quả của student không tốt 

hơn teacher nên phải thực nghiệm lại. 

15 14/11/2022 20/11/2022 

Đọc nhiều tài liệu hơn về nhiễu cho Noisy 

Student Training, phát hiện ra Multi Style 

Training không thể kết hợp với SpecAugment tốt 

được nên phải thực nghiệm lại, chỉ sử dụng 

SpecAugment, sử dụng thêm Adaptive 

SpecAugment để tăng cường nhiễu. Thử nhiều 
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kiến trúc của teacher hơn với hy vọng teacher tốt 

sẽ tạo ra student tốt, đưa ra được kiến trúc tốt 

nhất cho teacher và student được trình bày trong 

luận văn. Thay đổi dữ liệu có nhãn và không 

nhãn thành dữ liệu trong bài luận. Kết quả huấn 

luyện của teacher tốt khiến student cũng tốt. 

Hoàn thiện việc huấn luyện mô hình. 

16 21/11/2022 27/11/2022 Tập trung viết luận văn. 

17 28/11/2022 04/12/2022 

Tiếp tục viết luận văn, nhận phản hồi từ giáo viên 

hướng dẫn để chỉnh sửa bài luận. Gửi bản báo 

cáo bài luận cho giáo viên phản biện. 

18 05/12/2022 11/12/2022 Hoàn thiện bài luận và slide thuyết trình. 

 


